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RESUMO

Sinais de transito sdo elementos fundamentais que servem de alerta e orientacdo
a direcdo autdonoma de veiculos. Dado isso, um dos principais problemas de pes-
quisa abordados na literatura relacionada é o de classificagdo automatica de sinais
de transito. A alta variabilidade de placas e regras de transito dificultam o desen-
volvimento de solug¢des genéricas, tornando necessdria a aplicagdo de algoritmos
de aprendizado de maquina do estado da arte. Além disso, uma vez que veiculos
autdnomos podem ser utilizados em diferentes paises, onde o0s sinais de transito
podem ter diferentes cores, simbolos e significados, é necessario que os classi-
ficadores sejam capazes de se adaptar de acordo com o conjunto de sinais de
transito de cada pais. Dado isso, este trabalho propde o treinamento de modelos
de aprendizado de médquina utilizando datasets ptblicos de placas de transito
de diferentes paises, com o objetivo de gerar classificadores suficientemente ro-
bustos para utilizacdo em diferentes paises. Assim, sdo apresentadas diferentes
estratégias para treinamento dos modelos de classificagio de modo a permitir
a sua avaliacdo e comparacdo. Nesse sentido, é apresentada uma avaliagdo ex-
perimental das diferentes estratégias de treinamento, incluindo treinamento com
dataset de cada pais, combinacdo de datasets 2 a 2, e por fim, treinamento com um
dataset gerado a partir da unido de todos os datasets. Além disso, sdo realizadas
comparagoes entre os resultados obtidos e também com outros trabalhos. Como
resultado deste trabalho, foi possivel obter um mapeamento das equivaléncias
entre as classes de sinais de transito de diferentes paises e a identificacdo da me-
lhor estratégia para treinamento de classificadores de sinais de transito de vérios
paises.

Palavras-chave: Classificacdo, Sinais de Transito, Aprendizado Profundo,
Direcdo Autonoma, Aprendizado de Maquina.
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ABSTRACT

Traffic signs are fundamental elements that serve as a warning and guidance
to the autonomous driving of vehicles. Given this, one of the main research
problems addressed in the related literature is the automatic classification of traffic
signs. The high variability of signs and traffic rules hinder the development of
generic solutions, making it necessary to apply state-of-the-art machine learning
algorithms. In addition, since autonomous vehicles can be used in different
countries, where traffic signs can have different colors, symbols and meanings, it
is necessary that classifiers be able to adapt according to the set of traffic signs
of each country. Given this, this work proposes the training of machine learning
models using public datasets of traffic signs from different countries, in order
to generate classifiers sufficiently robust for use in different countries. Thus,
different strategies are presented for training the classification models in order
to allow their evaluation and comparison. An experimental evaluation of the
different training strategies is presented, including training with datasets from
each country, combination of datasets 2 to 2, and finally, training with a dataset
generated from the union of all datasets. In addition, comparisons are made
between the results obtained and also with other works. As a result of this work,
it was possible to obtain a mapping of the equivalences between the traffic sign
classes of different countries and the identification of the best strategy for training
traffic sign classifiers in several countries.

Keywords: Classification, Traffic Signs, Deep Learning, Autonomous Driving,
Convolutional Neural Networks.
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Capitulo 1

Introducao

1.1 Motivacao

A Inteligéncia Artificial (IA) simula a inteligéncia humana através de mecanismos
e/ou dispositivos. No passado, técnicas de IA eram vistas com desconfianca, mas
hoje vem se tornando cada vez mais presentes nas vidas das pessoas. O progresso
nesta drea vem sendo possivel por alguns avangos especificos como o aumento
da capacidade de processamento das maquinas e técnicas de multiprocessamento
como Graphics Processing Unit (GPU) que permitem multiplicacdo de matrizes
em paralelo. Além disso, fabricantes de softwares desenvolveram bibliotecas de
cédigo aberto que simplificam a leitura, conversdo e processamento dos dados,
calculo de métricas de desempenho, assim como o treinamento e execugdo dos
modelos de classificagdo e predicéo.

Gragas a estes avangos, aplica¢des inovadoras de IA se tornaram possiveis
como, por exemplo: assistentes virtuais inteligentes para atendimento de usuarios,
andlise de perfil de clientes e produtos relacionados, robos exercendo fungdes
médicas e trabalhos mecénicos.

Na IA foram aperfeicoadas técnicas e algoritmos que simulam o aprendizado
do cérebro humano através de maquinas, o aprendizado de médquinas. Neste
segmento, as redes neurais sdo os principais componentes. Elas nos permitem re-
conhecer imagens, que neste trabalho sdo placas de sinais de transito de estradas e
classificé-las [70] com alto grau de acurdcia. Dado isso, a motivagdo deste trabalho
vem do fato de que estas redes sdo amplamente utilizadas no reconhecimento de
sinais de transito por veiculos autdbnomos e a possibilidade de utilizagdo destes
veiculos em diferentes paises requer adaptacdes nas técnicas de treinamento, para
que os modelos gerados sejam capazes de se adaptar aos sistemas de sinaliza¢do
de cada pais.

A direcdo autéonoma [54] divide-se em 6 niveis de autonomia, de acordo com
a Sociedade de Engenheiros da Mobilidade (SAE):

0. Sem direcdo autdbnoma;
1. Assisténcia a dire¢ao;
2. Diregdo parcialmente autéonoma;

3. Direcdo autonoma condicional;
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4. Direcdo altamente autonoma; e

5. Diregdo completamente autonoma.

Para os veiculos atingirem os niveis mais altos de autonomia, a tecnologia
que vem sendo implementada com sucesso é a Rede Neural Convolucional, que
é um tipo de Rede Neural Profunda. Esta técnica é formada por camadas con-
volucionais que tratam a imagem como uma matriz de pixels e aplica equagdes
matemadticas lineares e ndo-lineares, gerando um modelo de varidveis e pesos
otimizados. Neste trabalho, ela permite treinar um modelo inicial, a partir de
um conjunto de sinais de transito de um pais, gerar um modelo otimizado que
possibilita a classificagdo destes sinais.

Diante dos problemas do transito, algumas soluc¢des vém sendo implemen-
tadas com sucesso nos ultimos anos. Exemplos incluem motores de carros
mais econdmicos, carros elétricos, aumento de oferta de bicicletas, aplicativos de
transito, sensores e radares transmitindo informacgdes do transito. Das solugdes
propostas, os veiculos autdbnomos vém se destacando como uma das mais promis-
soras, tendo recebido uma atengdo crescente da comunidade cientifica, de grandes
empresas de tecnologia e governantes de grandes centros urbanos.

Avangos nas técnicas de Inteligéncia Artificial (IA) vem possibilitando o desen-
volvimento de veiculos com niveis de autonomia cada vez maiores, permitindo-
lhes controlar a velocidade, estacionar, controlar a distdncia para outros veiculos,
trocar de faixa em estradas, detectar objetos na pista, entre outras acdes que
normalmente requerem a intervengdo de um condutor humano.

Uma das principais fungdes desempenhadas por veiculos auténomos é a
deteccdo e identificacdo de objetos a sua volta. Estes objetos podem ser outros
veiculos, pedestres, placas de sinalizagdo, entre outros. Em especial, a capacidade
de identificar e interpretar placas de sinalizacdo é essencial para que os veiculos
autdnomos sejam capazes de evitar infra¢des de transito e acidentes. Dado isso, o
problema de classificagdo de sinais de transito é abordado neste trabalho através
da aplicagdo do aprendizado de maquina, um ramo da IA focado em identificagdo
de padrdes a partir de exemplos, que ganhou destaque nos tltimos anos devido
ao avango na capacidade de processamento das maquinas e nas melhorias das
técnicas de treinamento.

1.2 Problema

Tomando como exemplo a Unido Europeia ou o Mercosul, em que um veiculo é
autorizado a trafegar em todos os paises que fazem parte daquela comunidade,
tem-se um problema que é a alta variabilidade de placas e regras de transito entre
paises. H4, entdo, uma preocupagdo com a capacidade de um veiculo autdonomo
possuindo um modelo treinado em um determinado pais de conseguir trafegar
por todos os demais daquele grupo.

Além disso, assumindo-se que ja se tem a disposi¢do um modelo treinado em
um determinado pais dessa comunidade, existe um custo associado de retreinar
ou atualizar esse modelo para a configuragdo de placas dos outros paises daquela
comunidade. E, portanto, um problema cujo estudo é justificado.
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1.3 Objetivo

O objetivo deste trabalho é verificar qual a melhor estratégia de treinamento de
modelos para classificagdo de sinais de transito em diferentes paises.

Dado isso, vislumbra-se responder as seguintes perguntas de pesquisa neste
trabalho:

e Dada a diversidade de placas de sinais de transito de diferentes paises, que
podem possuir placas iguais com a mesma semantica, placas diferentes com
semanticas iguais e, ainda, placas cujo simbolo seja parecido com semanticas
diferentes, um carro com um modelo de classificacdo de sinais de transito
treinado em um pais x de um conglomerado de paises é capaz de transitar
por paises y ou z sem causar acidentes ou infringir a legislacdo de transito
destes paises ?

e Supondo que dispdem-se de dados das placas de diferentes paises, qual
é o impacto de diferentes estratégias de treinamento de um modelo de
classificagdo de sinais de transito baseado em diferentes conjuntos de dados
de placas ?

1.4 Contribuicao

As contribuic¢des técnicas e cientificas deste trabalho sao:

1) Um mapeamento das classes de placas de transito de datasets ptblicos da
Alemanha, Bélgica e Crodcia, que permite que ndo s6 este como trabalhos futuros
avaliem e comparem o desempenho de modelos de classificagdo de sinais em cada
um destes paises. Comparando [37] de Juri et all 2015 com este trabalho verificou-
se que este ultimo apresentou um niimero maior de classes equivalentes quando
feita a comparacdo entre os datasets destes paises e também quando foi criado
o dataset tinico da unido dos 3 datasets, verificou-se um niimero total de classes
maior que do artigo em comparagéo.

2) Uma avaliagdo experimental extensiva para determinar a melhor estratégia
de treinamento de modelos de classificagdo de sinais de transito em multiplos
paises. As estratégias utilizadas foram:

. Treinamento e teste de cada dataset.

. Treinamento e teste combinando os datasets s6 para classes equivalentes.

. Treinamento e teste combinando os datasets para todas as classes.

. Treinamento de um dataset tnico.

Os resultados apresentados por estes experimentos mostrados nos treinos e
testes cruzados entre paises, onde se treinou um pais A e usou estes resultados
na classificagdo no dados de teste de um pais B.

Os modelos podem ser treinados na fabrica, na central, em um servidor e
depois sdo atualizados nos veiculos. Se houver mudancga no cédigo de transito de
um pais ou da comunidade européia, por exemplo, o modelo poderd ser treinado
de novo e carregado nos veiculos.

Segundo [54] as estatisticas mostram que a maioria dos acidentes de transito
ocorre devido a falta de tempo de resposta a eventos no deslocamento. Assim,
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esses modelos aplicados a veiculos autonomos correspondem a uma possibilidade
de reducdo do ntimero de tais acidentes.

1.5 Organizacao

Esta dissertacdo esté estruturada da seguinte forma: o Capitulo 2 apresenta uma
visdo geral dos conceitos preliminares para o entendimento deste trabalho. O
Capitulo 3 descreve os trabalhos relacionados, analisando e comparando os seus
resultados obtidos com este trabalho. Por sua vez, o Capitulo 4 explica a metodolo-
gia proposta detalhando o modelo, procedimentos de treinamento e classificacao,
avaliagdo dos resultados. O Capitulo 5 apresenta os experimentos usados para
responder o objetivo deste trabalho que é verificar qual a melhor estratégia de
treinamento de modelos para classificagdo de sinais de transito em diferentes
paises. Por fim, o Capitulo 6 apresenta a conclusdo, uma sintese dos resultados e
algumas ideias de trabalhos futuros.



Capitulo 2

Conceitos Preliminares

Alguns conceitos se fazem necessdrios para entender o processo de classificagdo
de sinais de transito. Dessa forma, neste capitulo, serdo apresentados alguns
conceitos bésicos de Aprendizado de Médquina. Inicialmente, serdo abordados
alguns conceitos mais gerais da area e, posteriormente, serdo apresentados os
conceitos essenciais concernentes as redes neurais.

2.1 Inteligéncia Artificial e Aprendizado de Maquina

Os conceitos e terminologias usados na Inteligéncia Artificial e Aprendizado de
Maquina (Machine Learning) sdo desafiadores porque envolvem dreas e subdreas
que se interconectam, tal como ilustrado na Figura Segundo John McCarthy,
considerado como o pai da IA, “A Inteligéncia Artificial é a ciéncia e a engenharia
de criar maquinas inteligentes, especialmente programas de computador inteli-
gentes” [11]. Por sua vez, Russel e Norvig [56] resumiram a IA em 4 categorias:

e Sistemas que pensam como humanos: abordagem da modelagem cognitiva.
Automatizagdo de atividades associadas ao pensamento humano como to-
mar decisdes, resolver problemas e aprender.

e Sistemas que pensam racionalmente: abordagem das leis do pensamento.
Usa Raciocinio certo, baseado em premissas corretas.

e Sistemas que agem como humanos: abordagem do Teste de Turing. Maquinas
que executam fung¢des que exigem inteligéncia e que facam tarefas que hoje
sdo melhor desempenhadas por pessoas.

e Sistemas que agem racionalmente: abordagem de agentes racionais. Age
para alcancar o melhor resultado, com base naquilo que se acredita.

A TA também pode ser dividida em algumas subdreas [56], entre as quais
encontram-se:

e Aprendizado de Maquina;
e Robdtica;

e Reconhecimento de Voz;
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e Processamento de Linguagem Natural;

e Planejamento;

Sintetizagdo de Voz;

Visdo Computacional; e

Raciocinio e Tomada de Decisdes.

O Aprendizado de méaquina é, portanto, uma subdrea da IA que foi defi-
nida por Mitchell da seguinte forma: “Diz-se que um programa de computador
aprende com a experiéncia E com relacdo a algumas classes de tarefas T e possui
desempenho em medida P, se seu desempenho nas tarefas em T, medido por P,
melhorar com a experiéncia E.” [50].

A maioria das técnicas do estado-de-arte de aprendizado de méaquina, di-
ferentemente dos seres humanos, exige uma grande quantidade de dados de
treinamento para que sejam capazes de generalizar seu aprendizado.

INTELIGENCIA ARTIFICIAL

SINTETIZAGAO
DE vOZ
ROBOTICA ECV%EHECJMENTO
CODIFICADORES
RACIOCINID N\, T T~ oo -boods AUTOMATICOS
E TOMADA APRENDIZADO
DE MADUINA 1 .
__________
REDE NEURAL
RECORRENTE REDE NEURAL
CONVOLUCIONAL
MEMORIA DE
LONGO PRAZO

APRENDIZADO DE MAQUINA

APRENDIZADO PROFUNDO

REDES
ADVERSARIAS
GENERATIVAS

PROCESSAMENTO
DE LINGUAGEM
NATURAL

DE .
DECISOES

VISAC
PLANEJAMENTO COMPUTACIONAL

Figura 2.1: Visdo global da Inteligéncia Artificial. Baseado em [55].

Os tipos de aprendizado de méquina [27] e as suas formas de treinamento,
ilustrados na Figura[2.2] sdo:

e Supervisionado. Processo de aprendizado de mdquina que consiste em ma-
pear uma fun¢do matematica que aplicada a um dado de entrada reproduza
um resultado esperado [40]. Para que esse aprendizado seja possivel, deve
haver disponibilidade de exemplos previamente rotulados, isto é, para os
quais se saiba o valor desejado de saida. Dessa forma, sdo feitos ajustes,
segundo critérios de otimizacdo, nos pardmetros da fungdo até chegar ao
valor ou algo préximo a esse. Este tipo de aprendizado normalmente é
utilizado em tarefas/problemas de classificagdo ou regresséo.

e Nao-supervisionado. O aprendizado de mdquina ndo-supervisionado des-
cobre padrdes previamente desconhecidos em dados que ndo possuem
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rétulos. Ele cria agrupamentos a partir de caracteristicas procurando desco-
brir similaridades entre os objetos analisados. Algumas formas sdo usadas
como clusterizagdo, compressdo de dados e distribui¢do probabilistica [23].

e Aprendizado por refor¢o. Neste tipo de aprendizado, ndo ha dataset, tam-
pouco treinamento. Os elementos sdo: agente, estado, agdes e recompensa.
O agente aprende através de tentativa e erro, ao interagir com o ambiente, de
modo que o objetivo é maximizar a recompensa, que é modelada segundo
uma determinada fung¢do objetivo. As informagdes anteriores servem de
aprendizado incremental para as seguintes.

Detecéo de
fraude

Classificagao de

n n imagens
Classificacédo
Diagndsticos

Fidelizac&o de
clientes

SUPERVISIONADO Predicges

Previsionamento
Regresséo

Otimizacéo de
processo

Novas idéias

i Elicitacao d
Aprend IZE_ldO D
de Mé.C]Ulna Reducéo de Descoberta de

dimenséo estrutura

Compresséo
significativa

NAO SUPERVISIONADO

Visualizacéo de
hig data

Segmentacagao
Agrupamento de clentes

Sistemas
_ recomendados
Decisdes em
tempo real Mercado alvo

Jogos de I1A

POR REFORCO Tarefas de

aprendizado

Aquisicao de
habilidade

Navegacéo por
robd

Figura 2.2: Visdo do aprendizado de mdquina com seus tipos e respectivos algo-
ritmos. Baseado em [38].

Aprendizado Profundo (AP) - Deep Learning também conhecido como Deep
Neural Network (DNN) é uma sub-drea da Aprendizagem de Maquina, que em-
prega algoritmos para processar dados e imitar o processamento feito pelo cérebro
humano. Usa camadas de neurénios matematicos para processar dados, compre-
ender a fala humana e reconhecer objetos visualmente [7].

Segundo [18], o AP compreende alguns métodos de aprendizado supervisio-
nado, ndo supervisionado e de reforco. Entre alguns métodos deste aprendizado
estao:

e Rede Neural Convolucional - Convolutional Neural Newtwork
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e Rede Neural Recorrente - Recurrent Neural Network
e Memoria de longo prazo - Long-short Term Memory
e Codificadores automaticos - Autoencoder

- Autoencoder Denoising
- Autoencoder empilhado
— Autoencoder variacional

— Autoencoder esparso

e Rede Adversarial Generativa - Generative Adversarial Network

2.2 Redes Neurais

2.2.1 Proposta de McCulloch-Pitts

Redes neurais sdo sistemas de computacdo com nés interconectados que funcio-
nam como os neurdnios do cérebro humano. O primeiro modelo matematico de
um neuronio artificial foi o Threshold Logic Unit apresentado em 1943 por McCul-
lock - Pitts[49]. A sua forma inicial esta ilustrada na Figura Eles modelaram
suas ideias criando uma rede neural com circuitos 16gicos com (e, ndo, ou).

Para sinais de entrada Xj, X;, ..., X;, e pesos wy, wy, ..., wy, limiar (threshold) t
e sinais booleanos(0,1), ter-se-ia como na Equacdo

a= ani*xi (2.1)
i1
A saida y seria a equagéo
1, sea>t
y_{O,sea<t (2:2)

v

XandY

XorY

L J

Not X

v

Figura 2.3: Exemplos de redes neurais. Baseado em [49].
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2.2.2 Perceptron

Em 1958, Rosenblatt criou o perceptron, que é o modelo de um neurénio bésico e
corresponde a um separador linear bindrio. Dessa forma, consistia em um classi-
ficador bindrio, que mapeia a entrada e gera uma saida conforme a equagao

Esse conceito recebe sinais como entrada, no formato de um vetor X1, X2, ..., Xn,
multiplica estes valores pelo seus pesos Wi, Wy, ..., wy. E entdo feito o seguinte
somatorio:

n

E Xi * Wy (23)

i=1

ao resultado deste somatdrio é acréscido o bias (viés), um pardmetro adicional
usado para ajustar a saida de modo que possa se adaptar melhor aos dados de
entrada. Aplica-se entdo este resultado na fungdo degrau, que corresponde a uma
funcdo de ativagdo conforme serd explicado na Segdo Esse processo esta
ilustrado na Figura

(x) = 1, sews*x+b>0
IXI=1 0, sewsx+b <0

em que w*x é produto escalar do vetor de peso pelo vetor de dados da entrada,

e b (bias).

(2.4)

g(x)

v
<

v

funcao sinal

n
dwirxi+b de de
i=1 ativacdo saida

sinais pesos
de sinapticos
entrada

Figura 2.4: Perceptron

2.3 Redes Neurais Artificiais

Sao redes de neurdnios conectados entre si em camadas que aprendem a gerar um
resultado para uma determinada tarefa.Corresponde a um modelo matemaético
que, aplicado a um dado de entrada, gera uma saida que seja 0 mais proxima
possivel do resultado esperado. Este modelo é composto de hiperparametros
cujos valores sdo obtidos através da etapa de treinamento sobre os dados. Na
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Figura é mostrado um exemplo de uma rede neural artificial que possui uma
camada de entrada, uma camada de saida e camadas intermedidrias chamadas
de escondidas. Os valores de entrada x,...,x, sdo multiplicados pelos seus
respectivos pesos. O resultado do somatério destes valores passa por funcdo de
ativacdo e gera um valor que corresponde a probabilidade do resultado.

camada de entrada camadas escondidas camada de saida

Fluxo computacional Feedforward

Figura 2.5: Fluxo de computagdo de uma Rede Neural Artificial. Extraido de [27].

Nas préximas subsecdes, serdo descritos os mais importantes ingredientes das
redes neurais.

2.3.1 Backpropagation

E um algoritmo de método supervisionado pois se conhece os dados na camada
de entrada e o resultado em que se pretende chegar que sdo os rétulos na ca-
mada de saida. Pode ser usado na classificacdo e regressdo. Fun¢des matematicas
aplicadas aos dados de entrada geram uma saida que é comparada aos rétulos.
Para a saida chegar ao valor mais préximo dos rétulos precisa-se ajustar os pesos
destas equacgdes [35]. As fungdes de perda calculam esta diferenca. Backpropa-
gation sdo procedimentos que fazem o ajuste destas varidveis minimizando esta
diferenca através do gradiente descendente utilizando uma funcdo de ativagao.
Usa-se a taxa de aprendizado que indica a velocidade da alteracdo dos pesos para
chegar no erro minimo. A cada época recalculam-se os pesos que sao atualizados
recursivamente.

2.3.2 Data Augmentation

Esta técnica [67] tem como objetivo contornar uma baixa disponibilidade de dados
para uma determinada tarefa, de modo a criar novos dados a partir dos dados
de treinamento j4 existentes. Quando a tarefa sendo abordada envolve imagens,
alguns artificios comuns costumam ser a aplicacdo de operagdes como rotagao,
inclinacdo, translacdo, espelhamento, recortes, ruidos, conversdes para tons de
cinza entre outras e outros. Isto diminui a chance de ocorrer um overfitting e
melhora o desempenho da rede.
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2.3.3 Overfitting

E 0 nome do fenémeno que ocorre quando um modelo[42] obtém uma perfor-
mance excelente no dataset de treinamento, mas ndo consegue reproduzi-la no
dataset de teste. Normalmente isto se atribui ao fato de o modelo néo ter apren-
dido um padrao generalizavel a partir dos dados de treinamento. Logo, diz-se
que o modelo memorizou os dados de treinamento, o que ndo é necessariamente
verdade. Redes neurais sdo altamente suscetiveis ao overfitting, pois sdo capazes
de aprender fun¢des extremamente complexas. Um ajuste exaustivo dos pesos
dessas redes durante o treinamento pode leva-las a aprender a funcdo geradora
dos dados de treinamento com perfeicdo, o que em muitos casos faz com que a
capacidade de realizar inferéncias em novas amostras, que ndo estavam represen-
tadas no dataset de treinamento, seja prejudicada. Em contrapartida, quando um
modelo ndo é capaz de obter uma boa performance no treinamento, considera-se
que ocorreu um underfitting, pois o modelo foi incapaz de extrair um padrao dos
dados de treinamento. Este fendmeno normalmente ocorre quando hd um baixo
nimero de amostras disponiveis ou quando o modelo utilizado nédo é adequado
ou ndo foi suficientemente ajustado para o problema de aprendizado sendo abor-
dado. A Figura[2.6mostra exemplos de underfit, good fit e overfit em que se divide
um base de dados em duas partes (70/30) 70% para treinamento e 30% para
validacao [27].
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Figura 2.6: Modelos underfit, good fit e overfit. Baseado em [27].

2.3.4 Regularizacao

A regularizagdo pode ser definida como “qualquer modificagdo feita em um
algoritmo de aprendizado de mdquina com o objetivo de reduzir o erro de
generalizagdo, mas ndo necessariamente o erro de treinamento” [26]. Entre estas
modificagdes, podem ser citadas algumas técnicas para controlar overfitting e con-
sequentemente melhorar a generalizagdo, tais como data augmentation e dropout
[27], este tltimo mostrado na se¢do de hiperpardmetros.

2.3.5 Hiperparametros

Uma rede neural possui diversos parametros de controle do modelo que sado pré-
definidos e sdo seus valores fixados no inicio do processo. Entre os pardmetros
relacionados a arquitetura tém-se: niimero de camadas, nimero de nés por ca-
mada e fungdo de ativagdo. Ja entre os parametros do processo de aprendizado,
tém-se: método de otimizagdo, taxa de aprendizado, estratégia de regularizagdo
e parametros associados.
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A configuracdo adequada de valores dos hiperparametros pode ser obtida
manualmente ou através de alguma abordagem de automatizada. Os principais
tipos de ajustes automatizados sdo: Random search, que faz pesquisa aleatéria por
uma configuragdo dos parametros, Grid search, que pesquisa uma combinagdo de
valores dos parametros, e Model-based optimization, que constréi um modelo do
erro e executa um algoritmo de otimiza¢do nesse modelo, de maneira a minimiza-
lo. Como era de esperar, tal ajuste automdtico tem custo computacional alto
[27].

No que se segue, descrevem-se os principais hiperparametros de uma rede
neural:

Epoch

Quantidade de vezes que o modelo d4 uma passada por todo o dataset. A cada
epoch, tem-se a garantia de que todos os exemplos de treino foram apresentados
ao modelo. Uma época é composta de um mais lotes (batches).

Batch size

E um hiperparametro definido pelo arquiteto da rede que define o tamanho de
lote, isto é, o niimero de exemplos de treinamento que serdo processados antes
que os parametros internos do modelo sejam atualizados.

Validation_split

Percentual dos dados de treino que é separado para validagao.

Dropout

Consiste em uma técnica proposta por [61] para eliminar ou reduzir o overfitting
durante a aprendizagem do modelo no treinamento sobre os dados, de maneira
que é desligado aleatoriamente um percentual p de neurdnios da rede que nor-
malmente se encontra no intervalo de 0.5 a 0.8. Para p = 1, que corresponde a
100%, ndo ha dropout [61]. Isso obriga os demais neurdnios da rede a aprenderem
a parte que era devida aos neurdnios que estdo desligados. A Figura[2.7|mostra
um exemplo de rede neural antes e depois de aplicar um dropout.

/ 4
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Figura 2.7: Uso de dropout em uma rede neural. Baseado em [61].
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Fungdes de Ativagao

Sao funcdes que servem para decidir ou ndo a ativagdo dos valores dos neurdnios
da camada seguinte com base em um dado conjunto de entrada. Uma rede neural
sem fungdo de ativagdo é apenas um modelo de regressao linear que faz apenas
uma transformacao linear nos pesos e bias, ndo resolvendo problemas complexos
como classificagdo de imagens e processamento de linguagem natural [8]. Essas
fun¢des reduzem o custo computacional do gradiente nas fun¢des de otimizagdo
e possibilitam o backpropagation.

Assumindo que seja utilizado uma abordagem baseada em gradiente descen-
dente como otimizador da rede, faz-se imperioso lidar com fungdes de ativagdo
que se encaixem com essa abordagem. Dessa maneira, segundo [44], os seguintes
critérios devem ser satisfeitos para uma funcéo de ativacao:

1. A funcdo deve ser continua e derivdvel em toda parte (ou quase toda parte);

2. A derivada da fung¢do ndo deve saturar, isto é, tornar-se muito pequena e
tender a zero, nos valores do intervalo esperado, pois isto tende a perturbar
o aprendizado; e

3. A derivada ndo deve explodir, isto é, tornar-se muito grande e tender ao
infinito, visto que isso leva a problemas de estabilidade numérica.

A funcdo degrau, descrita na Segdo nao satisfaz as condig¢des (2) e (3),
pois sua derivada explode em 0 e é 0 em todo o resto. Portanto, a fungdo degrau
ndo combina com o método gradiente descendente e ndo é uma boa escolha para
redes profundas [44]. Entre as fung¢des mais usadas estdo Sigmoid, Tangente

Hiperboélica (TanH) e Unidade Linear Retificada (ReLU).

Funcao Sigmoid

Esta fungdo representada pela Equagéo[2.5/é uma alternativa a fungdo degrau, que
nao pode ser utilizada pelos motivos elencados na segdo anterior. Dessa forma, a
funcdo Sigmoid retorna valores no intervalo de 0 a 1 conforme a Figura [2.8 e foi
muito usada pelas redes neurais no passado, pois tal fun¢do simula os neurénios
do cérebro que funcionam de forma bindria (ativado ou ndo-ativado) e é eficiente
quando se tenta classificar uma classe para um determinado valor.

1
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= Sigmoid
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Figura 2.8: Fungdo Sigmoid e Derivada. Baseado em [9].

No entato, um problema conhecido como Vanishing Gradient acontece quando
a sua derivada representada pela Equacao tende a zero para valores muito
baixos ou muito altos, fazendo com que a propagacdo do gradiente desvaneca
nesta regido, gerando dificuldades no treinamento ao aplicar o backpropagation.
Outro problema consiste no fato de as saidas serem sempre no intervalo de 0 a
1, porém, por vezes, ndo é necessdrio enviar valores positivos para o préximo
neuronio.

0'(x) = o(x)(1 — o(x]) (2.6)

Desse modo, esta fungdo costuma ser usada na saida de uma rede neural
para modelar varidveis bindrias, em redes neurais recorrentes e alguns modelos
nao-supervisionados.

Funcao Tangente Hiperbélica(Tanh)

Esta fun¢do tem semelhanga com a fungdo sigmoid, mas retorna valores entre -1
e 1. Nesta comparagdo, também possui mais valores proximos de 1 conforme
Figura[2.9} o que torna-se uma melhor opg¢do na ativacdo das camadas ocultas das
RNAs. Sua funcdo e a derivada estdo nas Equacgdes e[2.8 Verifica-se ainda
saturacdo, mas a fung¢do Tanh tem valores de saida distribuidos em um dominio
maior que o dominio da funcado sigmoid.

tanh(x) = 0(2x) — 1 (2.7)

tanh‘(x) = 1 — tanh?(x) (2.8)
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Figura 2.9: Funcdo TanH e Derivada. Baseado em [9].

Funcao ReLU

A funcdo rectified linear unit, ou ReLU, é a fun¢do de ativagdo (Equagdo [2.9) mais
amplamente utilizada atualmente em redes profundas. Como é possivel ver pela
sua defini¢do, a fungdo ndo é diferencidvel em 0, mas é derivavel em toda outra
parte, incluindo os pontos préximos a 0. Na prética, a derivada em 0 é definida
como O (derivada a esquerda) ou 1 (derivada a direita) [44]. O gréfico da sua
derivada é exibido na Figura

Atualmente, ReLU tem sido mais utilizada do que a Sigmoid como a escolha
de funcdo de ativagdo, pois esta possui os problemas descritos na Segao [2.3.5
Segundo [44], a sua popularidade advém de duas propriedades:

1. O gradiente da ReLU permanece constante e nunca satura para valores
positivos de x, acelerando o treinamento. Foi encontrado na prética que
redes que usam a ReLU como fungédo de ativagdo oferecem uma aceleragao
natural no treinamento em comparagdo a Sigmoid; e

2. Ambas a funcdo e sua derivada podem ser computadas usando operagdes
matemadticas elementares e eficientes, j4 que ndo envolvem exponenciagao.

Contudo, a ReLU sofre de um problema relacionado a saturagdo de sua deri-
vada quando x < 0 [44]. Quando o valor de entrada de um né se torna negativo,
é possivel que a saida do né fique “presa” em 0 durante o resto do processo de
treinamento. Tal fato é conhecido como dying ReLU problem.

X, sex >0
ReLU(x) = max(0,x) = { 0, sex < 0 (2.9)
) 1, sex >0
ReLU‘(x) { 0, sex <0 (2.10)
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Figura 2.10: Fungdo ReLU e Derivada. Baseado em [9].

Fungdes de Otimizacao

Sao fungdes que participam do processo de treinamento para reduzir o erro da
rede neural, fazendo com que a rede apresente os resultados desejados. Algumas
fungdes importantes sdo listadas abaixo:

1) Gradiente Descendente

E um algoritmo iterativo que tenta encontrar o minimo global de uma funcio
ajustando a configuracdo da rede ap6s cada ponto de treinamento ilustrado na
Figura

Realiza iterativamente pequenos ajustes nos pesos sindpticos para que o re-
sultado da saida convirja para o valor esperado. Calcula a derivada parcial dos
pesos e multiplica pela taxa de aprendizado e sdo subtraidas do peso sindptico.

2) Gradiente Descendente Estocdstico

Utiliza o mesmo principio visto na Figura Enquanto a Descida de Gradiente
tradicional calcula o custo para todo o dataset, esta fung¢do particiona os dados e
calcula o erro com base nestas parti¢des(batchs). A convergéncia ocorre de uma
forma mais aleatéria como pode ser visto na Figura

O particionamento dos dados permite que o algoritmo funcione para volumes
de dados muito grandes além de poder paralelizar melhor o processamento e de
ter a menor probabilidade de ficar preso em um minimo local, encontrando assim
um minimo mais global, fazendo com que o desempenho da rede treinada fique
melhor.
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Figura 2.11: Gréfico da descida do gradiente procurando o minimo global de uma
funcdo que corresponde ao menor erro.
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Figura 2.12: Convergéncia da descida de gradiente e da descida de gradiente
estocastico.

Taxa de Aprendizado

A taxa de aprendizado é uma constante que corresponde a velocidade de apren-
dizado da rede. Se o valor for pequeno, pode levar muito tempo para atingir o
minimo global, por outro lado se o valor for grande ele pode nunca chegar atingir
este valor, conforme pode ser visto na Figura
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Figura 2.13: Influéncia da taxa de aprendizado na convergéncia do gradiente.

2.4 Redes Neurais Convolucionais

Conhecidas também como Convnets ou CNNs (Convolutional Neural Network),
possuem os principios das redes neurais artificiais com uma diferenca. Nas
RNAs, toda entrada representada por neurdnios através de matriz é multiplicada
por uma matriz de pesos gerando uma saida. Nas CNNs as convolugdes sao feitas
em regides especifica utilizando filtros e méscaras.

Assim as CNNs tém como principio basico a convolugdo que sdo operagdes
de fun¢des matematicas com dados de camadas anteriores em forma de matrizes.
Essas redes permitem extrair mapa de caracteristicas, filtrar informacées, reduzir
numero de pardmetros. Possuem grande aplicacdo para imagens.

A Figura mostra a arquitetura de uma rede neural convolucional com-
posta por camadas de entradas, de convolugdo, de agrupamento, as completa-
mente conectadas e as de saida. A camada inicial recebe as imagens. As camadas
intermedidrias extraem as caracteristicas através de fun¢des matemaéticas. Inicial-
mente filtra linhas, curvas e bordas. Nas camadas seguintes, retiram os detalhes
mais complexos. Este processo é feito percorrendo a imagem, selecionando matri-
zes de pixels, aplicando filtros formados por pesos que vao se atualizando através
dos treinamentos. A tltima camada gera uma saida de tamanho igual ao ntiimero
de classes treinadas que contém o percentual de acerto da imagem em cada classe.



CAPITULO 2. CONCEITOS PRELIMINARES 19

z o) o]
9 S o o o o
] < 3 3 [ ]
Entrada 3 I > & 3 2 2 Saida
3 E] c c H H
s @ O O
2 2 8 8
o o
| Extragao de caracteristicas de imagens I Classificagdo |

Figura 2.14: Arquitetura de uma Rede Neural Convolucional.

Os principais hiperparametros utilizados em uma rede convolucional sdo:

e Kernel: E uma matriz que funciona como filtro na geragdo do mapa de
caracteristicas.

e Stride. Numero de pixels que a matriz filtro (kernel) se desloca sobre a matriz
de entrada.

e Padding. Numero de zeros que sdo preenchidos na borda da matriz de
entrada para controlar a saida. Permite manter o tamanho da imagem de
saida da convolugdo igual ao tamanho original. O cdlculo do padding é feito
através da Equagédo em que W é o tamanho (altura) da entrada, K é o
tamanho do filtro, P o tamanho do padding e S o stride.

W— K+ 2P
Padding — % +1 2.11)

24.1 Camadas

S&do etapas correlacionadas, usadas para treinar um modelo de redes neurais con-
volucionais de forma iterativa, onde sao feitas extracoes de atributos de um con-
junto de dados, fazendo ajustes no modelo e, na dltima etapa, é feita a classificagdo.

Camada Convolucional

Camada utilizada na extragdo de caracteristicas (feature extraction) utilizada para
extrair mapas de caracteristicas (feature maps) em que sdo usados n filtros (kernel)
representados por matrizes de duas dimensdes para percorrer os pixels de uma
imagem (I) gerando n imagens novas. Neste processo chamado convolugao sao
feitas opera¢des matematicas entre a matriz da imagem de entrada (I) e filtro (K)
gerando mapa de caracteristicas (I * K) ilustrado na Figura
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Figura 2.15: Camada Convolutiva.

Camada de Agrupamento

Camada de agrupamento (pooling) que gera subamostras(subsampling), usada para
filtrar as informag¢des mais importantes da camada anterior [27]. Isto reduz o
ntimero de pardmetros a ser processados e o custo computacional. Se por um
lado ele pode evitar overfitting, por outro lado, se for muito usado, pode perder
algumas caracteristicas importantes.

A funcdo de agrupamento (pooling) mais usada é a Max Pooling que, ap6s
transitar na camada anterior, percorrendo uma matriz de filtro de dimenséo n,
seleciona os maiores valores conforme é mostrada na Figura

2 [ 4 8
max
3 5 5 T
9 5 [ 3 [:] 8
7 o 1 2 9 [:]
mapa de caracteristicas max pooling

Figura 2.16: Max Pooling. Baseado em [27].
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Camada de flattening

Camada também conhecida como achatamento em que é feito uma concatenagao
de todos os dados recebidos da tltima camada convolucional em um vetor, envi-
ando para a camada densa, ilustrado na Figura[2.17

2 g 2 flattening
3 5 9
4 6

mapa de caracter(sticas agrupada

Figura 2.17: Camada Flattening.

Camada Densa

Também conhecida como camada totalmente conectada como pode ser visto na
Figura Apo6s atravessar as camadas de convolucdo chega-se nesta camada
que contém as caracteristicas mais importantes relacionadas com a classe do
objeto. Esta camada conecta todos os neuroénios da camada anterior a todos os
seus neurdnios, tornando possivel a classificacdo feita na camada de saida que
normalmente utiliza a fungao softmax.

2
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Figura 2.18: Camada Densa.

Camada ReLU

Entre as camadas de ativacdo, esta é a mais usada atualmente, pois zera os valores

negativos e mantém os positivos [21]. Esta camada usa a fung¢do de ativagdo ReLU
detalhada na Secao

Camada de SoftMax

E a dltima camada ap6s a camada densa ou totalmente conectada, que utiliza a
funcdo softmax do tipo sigmoéide em que transforma a saida de cada classe em
valores entre O e 1.
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24.2 Classificagao

Classifica¢do, em um sentido amplo, é a capacidade de associar um objeto a uma
classe dentro de um conjunto de classes exclusivas. Neste trabalho,especificamente,
pode-se definir classificagdo como procedimento estatistico em que se atribui as
classes a probabilidade de uma imagem pertencé-las. Uma forma muito utilizada
para este cdlculo é através da funcdo softmax que embora retorne apenas valores
entre O e 1, divide-se este valor pela soma dos valores obtidos pelas outras saidas,
resultando a probabilidade da entrada estar em determinada classe, conforme

mostrado na Figura
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Figura 2.19: Fungdo Softmax. Extraido de [3].



Capitulo 3

Trabalhos relacionados

A Inteligéncia Artificial tem estado cada vez mais presente em varios setores da
sociedade. Entre os avancos, destacam-se o desenvolvimento de técnicas que per-
mitem reconhecer padrdes e analisar dados. O aprendizado de maquinas, uma
subdrea da IA, vem desenvolvendo algoritmos que aperfeicoam estas técnicas,
conforme apresentado no Capitulo 2l A partir destes conhecimentos, a comuni-
dade cientifica vem apresentando trabalhos na drea de mobilidade urbana que
permitem aos veiculos identificarem os sinais de transito, entre outras atividades,
utilizando informacdes como alerta e orientacdo. Uma 4rea que vem se benefi-
ciando destes conhecimentos é a diregdo autonoma. A seguir, sdo apresentados
trabalhos que tém relagdo com esta dissertacdo, seja de maneira direta ou indireta.

Em CIRESAN et al. [30], é proposto uma arquitetura para classificacdo de
sinais de transito em que tinham como problema placas com dificuldade de re-
conhecimento. A arquitetura foi chamada MCDNN (Multi-Colum Deep Neural
Network) que combinou uma DNN tradicional utilizando como entrada, colunas
de pré-processamento. Para isto, o dataset foi pré-processado antes de comecar
o treinamento, contemplando a normaliza¢do de contraste em que a intensidade
dos pixels das imagens foi distribuida mais uniformemente e foi feito redimensi-
onando das imagens que possuiam diversos tamanhos para um tamanho padro-
nizado de 48 x 48 pixels. Isso permitiu melhorar o reconhecimento das imagens,
mesmo aquelas com pouca iluminagao ou contraste. Durante o treinamento, todas
as imagens originais e pré-processadas foram aleatoriamente distorcidas usando
translagdo, rotagdo e escala, antes de cada época. A imagem de entrada foi pré-
processada por n pré-processamentos Py, Py, ..., P, e um ntimero de colunas
foi treinado para cada entrada preprocessada. As previsdes finais foram obtidas
calculando-se a média individual das previsdes de cada DNN. O treinamento foi
feito utilizando-se o dataset alemdo GTSRB[4]. O modelo obteve uma acuracia
de 99,46%, mas, no pré-processamento, foi dada énfase ao contraste das imagens
e levantada a dtivida se teria os mesmos resultados para outros tipos de imagens
de outros datasets. No trabalho apresentado também foi feito treinamento com
dataset alemdo GTSRB [4], mas, o pré-processamento foi mais generalizado e
obteve relativamente resultados préximos.

Em JURISIC et al. [37], é apresentado um modelo CNN de classificacdo de
sinais de transito chamado OneCNN. Para o treinamento deste modelo, os auto-
res criaram um dataset tinico, composto da unido dos dataset alemao GTSRB[4]],
dataset belga BTSC[5] e o dataset croata rMASTIF[6]. Para este dataset tinico os

23
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autores mantiveram as classes da base de treino que possuem imagens correspon-
dentes e criaram classes novas para as imagens que ndo tinham correspondentes.
Também foram feitos treinamentos de modelo combinando datasets de 2 paises.
No presente trabalho, conforme sera explicado no Capitulo |5 também treinaram-
se modelos utilizando as duas estratégias que foram dataset tinico e combinagao
de dataset 2 a 2, sendo que, para esta tltima estratégia, este trabalho obteve uma
melhor equivaléncia de classes que tinham imagens correspondentes entre os da-
tasets destes paises. Foram usados os mesmos datasets e os resultados foram
semelhantes.

Em SERNA et al. [59]], é apresentado um modelo de classificagdo de sinais de
transito. Para o treinamento deste modelo, os autores criaram um dataset tinico
com os dados publicos dos paises Bélgica, Crodcia, Franca, Alemanha, Holanda
e Suécia. Este dataset possui 80.000 imagens divididas em 164 classes, que por
sua vez distribuem-se em 4 categorias (Perigo/Aviso, Regulador, Informativo,
Outras). Também foi realizada uma andlise e comparagdo do desempenho de
classificacdo de cinco arquiteturas de redes neurais convolucionais. No presente
trabalho, também foi usado treinamento com dataset tinico além de mais trés
estratégias: treinamento individual, treinamento de datasets com classes equiva-
lentes e treinamento de datasets para todas classes. Também usou-se uma classe
“outras”para definir aquelas que ndo tinham imagens correspondentes entre as
classes, mas no artigo em comparacao foi usado essa classe como uma categoria.
Outra semelhanga foi 0 uso de imagens redimensionadas com tamanho 48 x48 x 3.
Os resultados obtidos para o dataset alemao GTSRB[4] ficaram préximos assim
como os valores obtidos com data augmentation.

Em ERTLER et al. [33], é realizado um estudo de deteccéo e classificacdo de
sinais de transito em que os autores criaram o dataset chamado Mapillary Traffic
Sign Dataset (MTSD) que cobre os 6 continentes com 313 classes e 100.000 imagens
(52.000 de sinais de transito, 36.000 de treinamento, 5.000 de validacao e 11.000 de
teste). Foi utilizado o algoritmo Faster R-CNN e feitas comparagoes dos resultados
com o dataset chinés Tsinghua-Tencent (TT100K) (100.000 imagens, sendo 10.000
de sinais de transito e 90.000 imagens de fundo sem sinais de transito). Os
resultados obtidos das acuracias foram: MTSD: 81.1% (FPN50 + classificador),
TT100K: 89.9% (FPN50 + classifier), em que FPN (Feature Pyramid Network) é um
extrator de caracteristicas. E importante citar que esse modelo teve uma cobertura
muito ampla deimagens. Por outro lado, tem os mesmos problemas quando retine
muitas imagens de vdrios paises: semelhancas de imagens, oclusdo, nitidez. O
nosso modelo também usou a estratégia de dataset tinico e enfrentou os mesmos
problemas do artigo em comparagdo. Os resultados do artigo ficaram um pouco
abaixo pois ele fez detecgdo e classificagdo. O nosso trabalho apresentou outras
estratégias de classificacdo de sinais de transito como combinagao de treinamento
e teste entre datasets.

Em SWAMINATHAN et al. [62], é apresentado um experimento de reconhe-
cimento e classificacdo de sinais de transito com carros autonomos, em tempo
real, usando uma rede neural convolucional. Este experimento foi realizado com
um protétipo de carro controlado por uma placa microcontroladora arduino [25]
que permitiu programar a maneira como suas entradas e saidas interagiam com
dispositivos externos. Apesar de obter bons resultados, o trabalho ficou restrito
ao dataset belga BTSC [5] e deixa dtivida sobre como seria o resultado usando
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este modelo em outros paises. No nosso trabalho também foi usada a estratégia
de treinamento do dataset belga BTSC [5], em que se obteve acuracia proxima e
também foi feito treinamentos para outros paises.

Em CIRESAN et al. [29], é proposto um modelo de redes neurais convolu-
cionais que usa uma arquitetura CNN com mdltiplas camadas, parametrizada
para executar na GPU. Devido a alta variacdo de contraste entre as imagens, foi
realizada normalizagdo de contraste de 8 maneiras diferentes, totalizando 8 con-
juntos de teste: 4 conjuntos com normaliza¢do em escala cinza e 4 conjuntos com
normalizagdo em cores. Nestes processos os pixels sdo dimensionados por valores
proporcionais a média das suas intensidades. Além disso, foi utilizado o dataset
publico alemdo GTSRB [4], obtendo acurécia de 99,15%, mas as taxas de erros
foram altas, entre 3 — 4%, maiores que as taxas de erro apresentadas por modelos
CNNs propostos pela literatura para o mesmo dataset. A limitacdo do modelo é
que o mesmo foi treinado de maneira restrita a um conjunto de dados contendo
placas de apenas um pafis, o que levanta dividas quanto a sua aplicabilidade a
outros paises.

Em JIN et al. [36], apresentam o método Hinge Loss Stochastic Gradient Descent
(HLSGD) para treinar CNNs que usam o método SGD como otimizador, apre-
sentando uma convergéncia rapida e estavel. Para treinar e avaliar o modelo, foi
utilizado o dataset alemao GTSRB [4]. Assim como discutido acima, no contexto
do problema tratado neste trabalho, essa abordagem incorre no problema de ficar
restrita as placas de apenas um pais. No nosso modelo, dentre as estratégias apre-
sentadas, uma deles também usou CNN e otimizador como descida de gradiente
estocastico, obtendo bom desempenho para o dataset alemdo GTSRB citedatase-
talemao e obteve resultados semelhantes. A principal vantagem do nosso modelo
é que ele pode ser usado em outros datasets, conforme serd discutido no Capitulo
5.

Em AGHDAM et al. [22], propuseram uma arquitetura de redes neurais con-
volucionais que permite reduzir o consumo de CPU no processamento de um
modelo CNN para classificacdo de sinais de transito. Em seguida, propuseram
um método que criou um conjunto de CNN que foram comparados com 2 conjun-
tos de CNNs avangados. Nesta comparagdo, o modelo proposto obteve redugao
no ntimero de operagdes aritméticas em 88% e 73% comparados com estes dois
conjuntos. Ele foi 0.1% mais preciso do que um dos conjuntos, e 0.04% menos
preciso do que o outro. Além disso, obteve redugdo no niimero de multiplicagdes
de 95% e 88%, e obteve acurdcia de 0,2% e 0,4% a menos que estes 2 conjun-
tos. Foram utilizados o dataset alemdo GTSRB [4] e belga BTSC [5]. Todas estas
comparagOes foram feitas para um mesmo conjunto de dados. O artigo cita que
o metodo usado obteve os melhores resultados de classificacdo com o dataset
alemdo GTSRB [4] mas ele ndo generaliza bem para outros datasets. No nosso
trabalho, obteve-se performance semelhante com um maior niimero de datasets.

Em YANG et al. [73], apresentaram um trabalho de reconhecimento de sinal
de transito em 2 etapas: identificacdo de um sinal em uma imagem e posterior
classificagdo desse sinal. A deteccdo é feita usando detector de regido Maxi-
mally Stable Extremal Regions (MSER) que faz separagdo de imagens consideradas
validas, pois existem falsas negativas. O MSER se baseia no formato e cor das pla-
cas dependendo da categoria do pais, de maneira que, por exemplo, para o dataset
chinés as cores possuiam a seguinte associagdo: (i) proibido: redondo vermelho;
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(ii) perigo: tridngulo amarelo; e (iii) mandatério: redondo azul. Assim sendo,
para a classificacdo foi feito um pré-processamento baseado na probabilidade de
cor e um HOG (Histogram of Oriented Gradient) que fornece um histograma de
cores. Em seguida, foi utilizada usou uma rede convolucional para classificar os
sinais detectados. As experiéncias foram feitas com os seguintes datasets: Chi-
nese Traffic Sign Dataset (CTSD), German Traffic Sign Detection Benchmark (GTSDB)
e German Traffic Sign Recognition Benchmark (GTSRB). Comparando esse artigo
com o presente trabalho, verificou-se que ambos usam CNNs e também efetuam
pré-processamento nas imagens, tais como tornar em escala de cinza, equalizagao
de histograma, resize de imagem e obtiveram acuracias préximas, mas este tra-
balho utilizou mais estratégias de treinamento e mais paises com datasets de
treinamento na classificacdo de sinais de transito.

Em SAHA et al. [57], propuseram trés CNNs para classificacdo de sinais de
transito que tiveram uma acuracia de 99,92%. As redes usadas foram: uma rede
padrdo GoogLeNet [63], uma rede padrdo VGG [60] e uma terceira que aprende
a escolher qual das duas redes anteriores vai ser usada na classificagdo de uma
imagem, de modo a fazer um ensemble learning. Para isto, ele usa os atributos das
imagens que correspondem a decisdo probabilistica neste processo de escolha e
foi usada a base de dados de sinais de transito alema GTSRB [4]. Dessa forma, esse
trabalho levanta uma diivida de como seria o desempenho em outro dataset, uma
vez que ele informou que o melhor resultado foi usando o dataset alemdo GTSRB
[4] e verifica-se em muitos artigos que esta dataset apresenta bons resultados. O
nosso modelo apresentou valores préximos aos obtidos por esse trabalho para o
dataset alemao GTSRB [4], além do modelo também ter sido treinado para outros
datasets.

CAO et al. [28] apresentaram um algoritmo de deteccdo e reconhecimento
de sinais de transito, em que consideraram o baixo desempenho em situag¢oes
causadas pelo ambiente, quando usado aprendizado profundo. O artigo aponta
um problema no uso do padrdo HSV de cores para identificar as placas de sinais,
uma vez que sdo detectadas efetivamente pela forma. O artigo propds entdo
um modelo CNN LeNet-5 cldssico, usando um kernel especial (Gabor) como
kernel convolucional inicial, adicionando normaliza¢do em lote ap6s a camada de
agrupamento e usa algoritmo de otimiza¢do Adam [39]. Analogamente ao artigo
anterior, este artigo deixa a divida de como seria o seu desempenho com outros
datasets, com outros tipos de imagens e que possuem diferentes qualidades. Sera
que usar este mesmo pré-processamento teria os mesmos resultados? O nosso
modelo também usa pré-processamento de normalizacdo de cores para imagens,
além de ser treinado para outros datasets, de maneira a validar a sua performance
e aplicabilidade.

QAYYUM et al. [54] descrevem os Veiculos Autdonomos Conectados (Connected
Autonomous Vehicle - CAVs) e falam sobre a sua importancia nos Sistemas de Trans-
porte Inteligente. Sdo apresentadas 6 categorias em que cada uma é proporcional
ao nivel de autonomia do veiculo e é ressaltada a importancia do aprendizado
de mdquina para tais veiculos. Por outro lado, também sado elencados os proble-
mas de seguranca em relacdo ao aprendizado de maquina que podem ocasionar
vitimas no transito. Por fim, sdo apresentadas solugdes para estes problemas e os
desafios a serem enfrentados.

Por sua vez, COHEN et al. [31], fizeram um estudo sobre a importancia dos
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CAVs nos transportes e uma visdo de como podem ser as cidades no futuro. Mos-
traram os impactos positivos e negativos dessa abordagem nas cidades, detacando
consequéncias em empregabilidade do turismo, oportunidades socioecondmicas
e etc, assim como realcaram os problemas associados e os desafios a serem resol-
vidos. Os autores apresentaram este estudo como base de pesquisa para novos
planejamentos e novas politicas.

A Tabela[3.Tlmostra um comparativo entre os artigos supracitados e os datasets
usados. A coluna Grupo corresponde aos artigos que criaram um dataset tnico
através da unido dos outros datasets ou criaram um dataset separado. Todos os
artigos desta tabela usaram modelos baseados em Redes Neurais Convolucionais.

Neste trabalho foi proposto um modelo que usou as melhores técnicas da lite-
ratura cientifica, distribuidas em estratégias, para obter um melhor desempenho
de classificagdo encontrado nos artigos relacionados, assim como foram usados
datasets consolidados. Assim foi possivel gerar estratégias de classificacdo de si-
nais de transito. Entre estas técnicas foram utilizadas equalizagdo de histogramas
e normalizagdo, como em [30], [29]], [57] para o pré-processamento dos dados. Foi
usado o dataset alemdo GTSRB [4] que é uma referéncia para a classificagdo de si-
nais de transito. Na estratégia de combinacdo de datasets, alguns artigos serviram
de referéncia e aperfeicoamento deste trabalho, tal como [37]. Na combinacao de
datasets sem equivaléncias de classes, define-se para este caso uma classe “ou-
tras” no treinamento, assim como em [59]. Na estratégia de dataset tinico foram
utilizadas técnicas presentes nos trabalhos de [37], [59] e [33]. Os resultados ob-
tidos neste trabalho, assim como os melhores resultados obtidos pelos artigos
elencados, para o dataset alemdo GTSRB [4] foram acima na faixa de 99%. Para
outros datasets também obteve-se bons resultados.

Tabela 3.1: Comparativo entre artigos e datasets utilizados. Abreviagdes usadas:
Al (Alemanha), Be (Bélgica), Cr (Crodcia), Su (Suécia), Ho (Holanda), Ch (China)
e Fr (Franca).
Artigo
[30]
[37] X | X X
[59] X X | X |X X [ X
[33] X X
[62] X
[29]

[36]

[22]

[57]

[28]

Nosso trabalho

Be | Cr | Su | Ho | Ch | Fr | Grupo

x| <[> >

X X[ X X[ XX

3.1 Conceitos Relevantes

Alguns conceitos adicionais relevantes na drea de redes neurais sao apresentados:

e Aprendizado por Maquina Adversaria
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e Adaptagdo de Dominio e Aprendizado por Transferéncia

3.1.1 Aprendizado por Mdquina Adversaria

O Aprendizado por Maquina Adversdria, Adversarial Machine Learning, é uma
area de pesquisa que permite utilizar com seguranca técnicas de aprendizado
de mdaquinas em ambiente contraditério. Ataques sdo executados causando
alteracdes a uma imagem que é imperceptivel ao ser humano mas permitem
que uma imagem seja classificada incorretamente por classificadores baseados
em redes neurais e sistemas legados de visdo computacional. A seguir, sdo apre-
sentados alguns artigos sobre este assunto:

[10] apresenta uma ferramenta web interativa chamada AdVis.js que abre uma
opgdo para vocé entrar com uma imagem e ela gera uma imagem contraditoria
imperceptivel para uma pessoa, mas que engana o classificador. Esta ferramenta
atualiza dinamicamente, em tempo real, as pontuagdes de classificacdo através de
um mapa de ativac¢do de classe (CAM) que é uma técnica que visualiza as regides
de entrada importantes para previsdes de modelos. O CAM usa informagdes do
método Fast Gradient Sign (FGSM) da camada final de uma CNN.

[19] mostra um video comparando uma situacdo normal de transito e uma
mesma situagdo com um ataque. [20] apresenta um video desta ferramenta mos-
trando 2 métodos de ataque e 2 métodos de defesa conforme a seguir :

o Attack #1 - Fast Gradient Sign Method
e Defense #1 - Adversarial Training

e Attack #2 - Backward Pass Differentiable Approximation (Torna fragil a
defesa do FGSM)

e Defense #2 - The Barrage of Random Transforms

O Artigo [51] apresentou um pipeline que permite enganar um sistema TSR
instalado em um veiculo, através de impressdo de sinais de transito contraditdrios.
Este ataque usou um classificador proprio para gerar sinais contraditérios no
modo de caixa branca e, em seguida, testou o efeito destes sinais em um classifi-
cador diferente no modo de caixa preta.

Modo caixa preta é uma configuragdo de cendrio em que o invasor ndo tem
acesso ao classificador atacado. Modo caixa branca o invasor tem acesso total ao
classificador atacado, a sua arquitetura, seus pardmetros e suas saidas.

O Artigo [76] apresentou um ataque a detectores de objetos em tempo real de
altima geracdo, como YOLO V3 e Faster RCNN, para distancias entre 1m e 25m.
Os experimentos mostraram uma alto nivel de transferencia das AEs(Adversarial
examples) geradas para outros detectores de objetos de caixa preta. O Artigo mos-
tra que ndo existe nenhum mecanismo de defesa geral para ataques adversdrios
contra detectores de objetos, Ele apresenta alguns mecanismos de defesa.

e Modificar as entradas para reduzir ou remover as pertubacdes criadas,
usando compressdo JPEG [32], randomizacao [71], filtro mediano [72], redi-
mensionamento de imagem [34], etc. Para este caso, este método ndo obtem
sucesso, pois as EAs foram geradas com vdrias transformagdes e ruidos
aleatorios.
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e Melhorar os modelos, como o treinamento adversario [65], destilacdo de
defesa [53] e ofuscacdo por gradiente [24]. Contudo, essa defesa é limitada
ao re-ataque e ataque transferivel.

e Derrotar EAs com GAN(generative adversarial network) em que se gera um
dado novo com o padrdo do dado treinado. Um classificador pode ser
treinado para distinguir se a entrada é contraditéria ou ndo usando o GAN
[58]. No entanto, esse GAN precisa ser treinado com base nas EAs geradas
pelo artigo para derrotar o seu ataque.

O artigo [75] propos um ataque chamado RoLMA (Robust Light Mask Attacks),
contra sistemas LPR - License Plate Recognition (Reconhecimento de placas de carro)
baseado em aprendizado profundo. Foi usado tecnologias de ilumina¢do em que
se cria uma placa adversaria com vérios pontos de luz com ruidos para perturbar
as imagens das placas capturadas pelos sistemas LPR, em vez de técnicas de
alteragdes de imagens.

LPR usa normalmente a tecnica OCR (optical character recognition) que reco-
nhece a placa de um veiculo. Atualmente no OCR, em vez de usar reconheci-
mento caracter a caracter, alguns modelos de aprendizado profundo tém sido
aplicados como RNNs, Hidden Markov Models, LSTMs e Gated Recurrent Units,
que reconhece o texto todo. O HyperLPR [77] é um sistema LPR de ponta, mas
mesmo assim 0 RoOLMA consegue engané-lo.

Ap6s a apresentacdo deste artigos verificou-se que ndo existe uma solugao
efetiva para os ataques adversdrios. No artigo [47] criou-se uma imagem contra-
ditéria de sinal de transito e foi mostrado uma sequéncia em que ap6s uma defesa
é criado um novo ataque. No artigo [51] foi feito uma impressdo que enganou o
classificador tanto no modo caixa branca quanto preta. No Artigo [76] foi apre-
sentado algumas solugdes que reduzem o ataque a uma detec¢do de objetos em
tempo real, mas ndo existe um mecanismos de defesa geral. No final foi apre-
sentado o artigo [75] que, em vez de fazer altera¢des nas imagens, criou placas
adversdrias com alteragdes de luz, brilho que conseguiu enganar o HyperLPR que
é um sistema LPR de ponta.

3.1.2 Adaptacao de Dominio e Aprendizado por Transferéncia
Adaptacao de Dominio

Adaptagdo do dominio consiste na transferéncia de conhecimento do dominio de
origem Ds para o alvo Dt. O objetivo é entdo aprender h (a partir de amostras
rotuladas ou ndo identificadas provenientes dos dois dominios), de modo que
cometa o minimo de erros possivel no dominio de destino Dt [1]. conforme

Figura
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Figura 3.1: Adaptagdo de Dominio. Extraido de [1].

O Artigo [68] apresenta Transferable Attention for Domain Adaptation (TADA)
que mostra um método de transferéncia de dominio. Ele tem 2 niveis de transfe-
rencia: por imagem e por regiao.

e dominio em nivel de regido para destacar regides transferiveis.

¢ dominio no nivel de imagem tnica para destacar imagens transferiveis.

Aprendizado por Transferéncia

O Aprendizado por Transferéncia é uma técnica que pega uma parte de um
modelo que jd foi treinado e reutiliza-o em um novo modelo, conforme Figura
Neste processo extrai-se informacgdes relevantes de imagens visando melhorias
nas classificagdes de outros classificadores. Sendo assim retira-se as camadas que
ndo deseja de uma rede pronta e coloca novas camadas sobre esta rede, desta
forma treina-se apenas estas novas camadas.

Reuse Pretrained Network

Load pretrained network Replace final layers Train network Predict and Deploy results

assess network accuracy
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Figura 3.2: Aprendizado por Transferéncia. Extraido de [2].

O Artigo [74] apresenta um método que calcula o nivel de transferéncia de
caracteristicas de cada camada de rede neural, e também mostra a sua genera-
lidade e especificidade. Durante a divisdo da rede, apresenta os problemas de
transferéncia de caracteristicas quando sdo transferidos da parte inferior, média
ou superior da rede. Contudo a inicializacdo com recursos transferidos pode
melhorar o desempenho da generalizagdo, consequentemente da rede.

Propaniny
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O Artigo [59] usou uma parte do conceito de Transfer Learning em que utiliza os
pesos de um pré-treinamento como inicializadores para os novos procedimentos
de treinamento.

O Artigo [22] também usou uma parte deste conceito em que treinou um
modelo com um dataset alem&o e testou com um dataset Belga.

Até este momento ndo verificou-se um modelo que utilizasse o conceito de
Transfer Learning , que permitisse um VA trafegar entre paises, utilizando o trei-
namento do modelo com dataset de um pais e ao entrar em outro pais pudesse
aprender com novos sinais de transito.

O Artigo [45] prop6s um um algoritmo de reconhecimento de sinais de transito
que utiliza aprendizado profundo chamado DeepSign, dividido em trés médulos,
mostrado na Figura

e Um moédulo de deteccdo Position Network(PosNet) para localizar o sinal de
transito em uma imagem estéatica.

e Um moédulo de classificagdo Patch Network (PatchNet) para classificar o
patch da imagem detectado.

e Um filtro temporal para corrigir os resultados deste reconhecimento.

Detection Module Classification Module Temporal
Filter
-
L
Class
—1*> PosNet — paticsiEn — PatchNet — —
Bounding bhox
- =
RGB
Image Patches CLAHE

Figura 3.3: DeepSign. Extraido de [45].

PosNet é uma CNN de deteccdo de objetos, primeiro detecta os sinais de
transito em uma imagem RGB. Depois de cortar a regido detectada, os patches da
imagem sdo convertidos em imagens cinza e processados pelo Contrast Limited
Adaptive Histogram Equalization (CLAHE) e enviado para a rede de corregao
(PatchNet) para classificagdo. Finalmente, o filtro temporal é empregado para
melhorar o resultado do reconhecimento. O mdédulo de deteccdo foi o Faster
R-CNN. O dataset usado foi o CIVFC de 2017 com 133 videos(100 treinamentos,
33 validacao). Foram utilizadas 65 classes de sinais de transito.

O Artigo cita como trabalho futuro o uso de rede neural LSTM como forma de
explorar melhor as informagdes temporais.

O Artigo [52] apresenta um survey de aprendizado por tranferencia em que
verifica-se sua importancia quando tem-se que expandir a classificagdo em outros
dominios que podem ter distribui¢des de dados diferentes. Uma vantagem é
economia de processamento, uma vez que economiza etapas de treinamento.
evitando esfor¢os de rotulagem de dados.
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Nesta pesquisa, discute-se a relacdo entre o aprendizado de transferéncia e
outras técnicas de aprendizado de mdquina relacionadas, como adaptacdo de
dominio, aprendizado multitarefas, viés de selecdo de amostras e covaridncia.

A Figura[3.4e a Figura[3.5mostram a relagdo entre as diferentes configuragdes
da transferéncia de aprendizado e as &reas relacionadas.

Figura 3.4: Tabela de configuragdo de aprendizado por transferéncia. Extraido de

[52].
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Figura 3.5: Aprendizado por Transferéncia. Extraido de [52].

Como podemos ver, as técnicas tradicionais de aprendizado de maquina ten-
tam aprender cada tarefa do zero, enquanto as técnicas de aprendizado de trans-
feréncia tentam transferir o conhecimento de algumas tarefas anteriores para uma

tarefa de destino quando esta possui menos dados de treinamento de alta quali-
dade.
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Figura 3.6: Diferenca entre Aprendizado de Mdquina e Aprendizado por Trans-
feréncia. Extraido de [52].

O Artigo [64] mostrou que o aprendizado de transferéncia é uma ferramenta
importante no sentido que ela tenta transferir o conhecimento do dominio de
origem para o dominio de destino e apresenta algumas vantagens como:

e Os dados de treinamento nao precisam ser independentes e distribuidos de
forma idéntica com os dados de teste.

e 0 modelo no dominio de destino nédo precisa ser treinado a partir do zero, o
que pode reduzir significativamente a demanda de dados de treinamento e
o tempo de treinamento no dominio de destino.

Conceitos importantes: Dominio e Tarefa.

Dominio. D = {x, P (X)}

® X - espago de caracteristicas.

e P(X) - Distribuicdo de probabilidade da borda. X = {x1, ..., xn} € .
Tarefa. T =y, f (x).

e y - espago do rétulo.

e f(x) - funcdo de previsdo do alvo. Também pode ser considerado como uma
funcdo de probabilidade condicional P (y | x).

Este artigo classificou o aprendizado por transferencia em 4 categorias:

e Baseado em instancias. Utiliza instancias no dominio de origem pelo peso

apropriado. Figura[3.7]

e Baseado em mapeamento. Mapeia instdncias de dois dominios para um
novo espaco de dados com melhor semelhanga. Figura[3.§]
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e Baseadoem Redes. Reutiliza a parte parcial da rede pré-treinada no dominio
de origem. Figura

e Baseado em Adversério. Usa a tecnologia adversdria para encontrar recur-
sos transferiveis adequados para dois dominios. Figura[3.10]
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Figura 3.7: Transferéncia baseado em instancias. Extraido de [64].
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Figura 3.8: Transferéncia baseado em mapeamento. Extraido de [64].
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Figura 3.9: Transferéncia baseado em redes. Extraido de [64].
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Figura 3.10: Transferéncia baseado em adversario. Extraido de [64].
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O Artigo propds um algoritmo de deteccdo de veiculo baseado em um mo-
delo de distribuicdo de caracterisiticas em multiplos subespagos usando aprendi-
zado de transferéncia on-line, conforme a Figura E estabelecido um modelo
em que vdrias tOextitRestricted Boltzmann Machines (RBMs) sdo usadas para
criar multiplos subespagos com as caracteristicas das primeiras camadas e uma
Deep Belief Network (DBN) é usada para criar uma super estrutura. Depois foi
aplicado um método de extracdo de recursos ndo supervisionado, com base em
restri¢Oes esparsas. Foi proposto uma estrutura de aprendizado de transferéncia
com uma etapa de geragdo de amostra on-line e 0o método de treinamento baseado
no modelo apresentado.

Neste experimento foi usado o conjunto de dados experimento KITTI que
contém 7481 fotos e inclui 35.000 veiculos, enquanto o kit de teste KITTI contém
7518 fotos e inclui aproximadamente 27.000 veiculos.

Real world Frames Offline Training Set

Mutti " !
subspace TTRR T |
based deep [

i Vehicle

Online samples ..
Recognition result

generation

Figura 3.11: Transferéncia baseado em subespaco. Extraido de [66].



Capitulo 4

Método Proposto

Neste capitulo, descreve-se o método proposto que é composto inicialmente por
uma etapa de pré-processamento, em que as imagens sdo normalizadas e redi-
mensionadas. Na secdo seguinte é apresentado o modelo CNN proposto, em que
detalha a arquitetura usada. Por fim, é descrito o treinamento usado de acordo
com o modelo CNN.

4.1 Pré-processamento

O método de pré-processamento utilizado inclui um conjunto de procedimentos
para limpeza e formatacdo dos dados. Isso reduz o custo computacional na
etapa posterior e melhora a identificacdo de caracteristicas das imagens. Para a
classificagdo, as cores das imagens nao sado fatores indispenséveis na extragdo de
caracteristicas, pois, sinais sdo feitos para pessoas com deficiéncia na detecgdo de
cores [48].

Mais especificamente, as transformagdes aplicadas e suas justificativas estdo
descritas abaixo:

e A escala de cinzas possibilita criar uma uniformidade entre as imagens e
identificar suas semelhancas e diferencas, além de reduzir o ntmero de
canais do formato RGB de trés para um, melhorando os resultados em
alguns casos [48].

e A normalizagdo retira o excesso de cor, contraste e brilho. Isto permite que
a imagem tenha um padrao que facilita identificar as caracteristicas.

e O contraste permite identificar melhor as imagens de fundo.

e O redimensionamento reduz o tamanho original das imagens. Em [59] é
demonstrado que as dimensdes de 48 x 48 permite obter bons resultados em
se tratando da classificagdo de imagens de datasets de sinais de transito.

e A centraliza¢do ajuda o treinamento do modelo deslocando a imagem para
o eixo central.

o O augmentation é um método usado para aumentar os dados do treinamento
para que a rede consiga aprender os padrdes que se deseja. Para isto, é usado
artificios como translacdo, rotagdo, inclinacdo, ruidos, variacdo de brilho,

36
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saturacdo, zoom entre outras. Esta técnica permite reduzir o overfitting e
melhorar os resultados da rede sem adicionar novas caracteristicas.

A Figuraf4.Texibe alguns resultados destes procedimentos que permitem redu-
zir o nimero de parametros das redes neurais, reduzindo o custo computacional
na classificagdo e tornando o modelo mais eficiente. Essas operagdes permitem
reduzir também os custos de armazenamento das imagens e de processamento
computacional sem afetar a acurdcia da classificagdo.

Figura 4.1: Ilustracdo do pré-processamento de algumas imagens. Extraido de

[30].

4.2 Modelo CNN

O modelo CNN proposto tem configuragdo conforme a Tabela em que as
camadas sdo ilustradas na Figura Neste modelo sdo aplicadas convolugoes
de tamanho 32, 64 e 128. A cada maxpooling, é reduzida a dimensdo das imagens
pela metade, pois, cada matriz (2,2) calcula o valor maximo. O dropout quando
usado ndo altera o tamanho das imagens utilizadas. Em seguida, é feito um
flatten (achatamento) convertendo a saida em um vetor. A seguir, é executado
uma camada densa com 512 convolugdes. Por fim, executa-se uma camada densa
com a fungédo softmax que gera a classificacdo. Nas tltimas linhas, observa-se o
resultado especifico para cada pais.
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32 mapas 32 mapas 32 mapas 64 mapas 64 mapas 64 mapas 128 mapas 128 mapas 2048 512 n classes
46x46 23x23 23x23 21x21 10x10 10x10 8x8 4x4

48x48

convad max dropout conv2d max dropout convad max Flatten Dense Dense
32 kernels pooling 64 kernels  Pooling 128 kernels pooling

Figura 4.2: Modelo CNN, baseado em [43].

Tabela 4.1: Descri¢do das camadas e hiperparametros usados pelo modelo CNN
proposto

Layer (type) Output Shape Param#
conv2d_1 (Conv2D) (None, 32, 48,48) | 896
conv2d_2 (Conv2D) (None, 32, 46, 46) | 9248
max_pooling2d_1 (MaxPooling2 | (None, 32,23,23) |0
dropout_1 (Dropout) (None, 32,23,23) |0
conv2d_3 (Conv2D) (None, 64,23,23) | 18496
conv2d_4 (Conv2D) (None, 64, 21,21) | 36928
max_pooling2d_2 (MaxPooling? | (None, 64,10,10) |0
dropout_2 (Dropout) (None, 64,10,10) | O
conv2d_5 (Conv2D) (None, 128, 10, 10) | 73856
conv2d_6 (Conv2D) (None, 128, 8, 8) 147584
max_pooling2d_3 (MaxPooling2 | (None, 128, 4, 4) 0
dropout_3 (Dropout) (None, 128, 4, 4) 0
flatten_1 (Flatten) (None, 2048) 0
dense_1 (Dense) (None, 512) 1049088
dropout_4 (Dropout) (None, 512) 0
dense_ 2 (Dense) Aleméao (None, 43) 22059
dense_2 (Dense) Belga (None, 62) 31806
dense_2 (Dense) Croata (None, 31) 15903

4.3 Treinamento

O treinamento é feito lendo cada diretério do treino que corresponde ao nome
da classe correspondente. As imagens lidas sdo inicialmente pré-processadas e
depois armazenadas em um array. Outro array armazena as classes correspon-
dentes.

Em seguida, é instanciado o modelo CNN. Esse modelo adota categorical_crossentropy

como funcédo de erro, pelo fato do problema ser de classificagdo. Por sua vez, o
otimizador utilizado é o Stochastic Gradient Descent. Neste treinamento, sdo ado-
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tados epoch = 30 e validation_split de 20% e 30%, por que observou-se que estes
valores obtiveram as melhores acurécias.

Ap6s a instanciacdo do modelo, é executado o treinamento de varias formas,
variando e/ou combinando alguns hiperparametros como: batch_size, augmentation
e dropout para descobrir a combinacdo que gera a melhor acuracia.

Ap6s a etapa de treinamento, é realizada a etapa de teste. O modelo CNN ¢é
entdo aplicado aos dados de teste. Dessa forma, sdo obtidas as métricas acuracia,
precision, recall e f1 score. Com o resultado constata-se o desempenho do modelo,
verificando também se houve underfitting ou underfitting.



Capitulo 5

Experimentos

Neste capitulo serdo descritos os experimentos realizados. O objetivo desses
experimentos é verificar como pode-se avaliar a classificagdo de sinais de transito
por veiculos autdonomos, fazendo uso de algoritmos de aprendizado de maquina
e se deslocando por diferentes paises.

Assim, inicialmente é descrito o ambiente computacional em que foram feitos
0s experimentos, assim como o conjunto de dados utilizados, valores de hiper-
parametros utilizados e métricas usadas. Por fim, serdo mostrados os experimen-
tos e os resultados obtidos, bem como uma anélise sobre 0s mesmos.

51 Ambiente Computacional

O ambiente computacional usado na implementacdo foi um Notebook Gamer
Dell com 16 GB de meméria, processador i7-8750H, placa gréafica Nvidia GeForce
GTX 1060 com 6GB e o sistema operacional Ubuntu 16 Linux.

Na parte de software, a implementacdo dos programas foi feita na linguagem
Python 3.7 com interface CUDA para GPU, de maneira que foi possivel executar
todas as rotinas do cédigo de forma rapida através da placa grafica e o uso de
processamento em paralelo. Mais especificamente, foram utilizadas as bibliotecas
keras [12] para rotinas de aprendizado de mdquina e Numpy [14] para operagdes
de élgebra linear. Por sua vez, a geragdo dos graficos foi realizada através da
biblioteca Matplotlib [13] e para o cdlculo das métricas usou-se scikit-learn [17].
Ademais, para tratamento de imagens foi usado o scikit-image [16].

A seguir serd dada uma breve descri¢do das principais ferramenta utilizada
na implementacao:

e CUDA. Tecnologia desenvolvida pela NVIDIA. Permite utilizar uma GPU
como um multiprocessador paralelo. Isto é base do processamento de ima-
gens nas redes neurais em que usa processamento de matrizes em paralelo
na identificacdo de caracteristicas.

e SCIKIT-LEARN. Biblioteca usada para aprendizado de maquina. Possui
rotinas para classificagdo, regresso, cdlculo de métricas e matriz de confusao.

e KERAS. Biblioteca desenvolvida pela google, de alto nivel, que roda sobre
o Tensor flow, utilizada para aprendizado de maquinas. Permite criar, con-
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tigurar, treinar redes neurais. Muito usado na identificacdo de imagens ou
fotos. Pode ser usado com CPU ou GPU.

e NUMPY. Biblioteca utilizada para opera¢des com matrizes. Permite operacoes
de entrada, saida, dimensionamento destas matrizes e uso em func¢des ma-
tematicas e estatisticas.

e MATPLOTLIB. Biblioteca para plotar gréficos 2D. Permite flexibilidade de
forma, cor, visualizagdo, através de adicdo de parametros.

e SCIKIT-IMAGE. Biblioteca usada no tratamento de imagens. Permite con-
versdo de cores, normalizacido e redimensionamento.

Os programas em Python estdo emﬂ

5.2 Datasets

Os datasets Alemao, Belga e Croata de sinais de transito utilizados nos experi-
mentos do continente europeu seguem um padrdo formado por categorias que
definem o formato das placas de sinais como é mostrado na Figura

- A
[- Priority . Ov. O.
et i Prohibitory . O

Mandatory . .
Special Regulation . -

‘ Information . -

Informative - [hrection . :}-
Additional Panels [T

Danger Warning

Odhers — :l
Figura 5.1: Padrao de sinais de transito europeu extraido de [59].

Estes 3 conjuntos de dados sdo publicos e podem ser usados livremente em
pesquisas académicas. Os dados de treinamento e teste sdo divididos em di-
retérios que possuem o nome da classe correspondente. As imagens estdo em
formato “ppm” (Portable Pixmap), sendo de facil armazenamento e manipulagdo
de imagens coloridas.

1ht’rps:// github.com/nicomarf/MultiTrafficClassification
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5.2.1 Dataset Alemiao

O conjunto de sinais de transito alemdo, conhecido como German Traffic Sign
Recognition Benchmarks (GTSRB) [4], é composto por um conjunto de dados de
treinamento com 31.367 imagens, uma base de teste com 12.630 imagens, sendo
que cada base de dados contém 43 classes distintas. A Figura[5.2]ilustra uma ima-
gem de cada classe existente, discriminando também a quantidade de elementos
em cada categoria.
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Figura 5.2: Conjunto de sinais de transito alemao contendo 43 classes.

5.2.2 Dataset Belga

Por sua vez, o dataset Belgium Traffic Sign Classification (BTSC) [5] retine os sinais de
transito da Bélgica, sendo composto por uma conjunto de treinamento contendo
4.591 imagens, um de teste contendo 2.534 imagens e cada base de dados contém
62 classes. A Figura |5.3|ilustra uma imagem de cada classe existente no dataset,
além do quantitativo de elementos em cada categoria.
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Figura 5.3: Conjunto de sinais de transito belga contendo 62 classes.
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O conjunto de imagens representativas de sinais de transito da Croacia rMASTIF
[6] foi criado pelo MASTIF (Mapping and Assessing the State of Traffic InFrastructure),
sendo composto por um conjunto de treinamento contendo 4.044 imagens e uma

de teste contendo 1.784 imagens.

Cada base de dados contém 31 classes.

A

Figura[5.4ilustra uma imagem de cada classe, além do quantitativo de elementos
em cada categoria.
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Figura 5.4: Conjunto de sinais de transito croata contendo 31 classes.

A Tabela[5.T]exibe um resumo de cada conjunto de dados.

Tabela 5.1: Visdo dos datasets de transito

Pais Dados Classes | Treino | Teste | Total
Alemanha | GTSRB 43 31367 | 12630 | 43997
Bélgica BTSC 62 4591 2534 | 7125
CroAcia rMASTIF | 31 4044 1784 | 5828

5.3 Hiperparametros

Neste trabalho, foram realizados diversos experimentos para determinar quais hi-
perparametros obtinham os melhores resultados nos treinamentos e testes. Dessa
forma, foram testados os seguintes valores de batch size: 8, 16, 24,32, 40 e 48. Para
o dataset alemdo, as melhores acurdcias foram obtidas com os maiores valores
de batch size, pois esta base de dados contém muitas imagens. Isso se opde ao
resultado obtido para os demais datasets, que tiveram melhores resultados com
os menores batch sizes. Foram usadas 30 épocas onde se atingiu os melhores
resultados em todos os treinamentos.

O método utilizado para otimizagdo foi o Stochastic Gradiente Descendent (SGD).
Nesta func¢do, usaram-se os seguintes parametros: learning rate de 0.01, taxa de
decaimento do aprendizado foi decay=1e-6. Por seu turno, para o pardmetro que
acelera este decaimento, foi usado momentum = 0.9. E para nesterov, usou-se True.
Segundo Keras [15], os valores apresentados obtém resultados 6timos ou véo se
ajustando com as interagdes.

Além disso, foram também definidos 3 importantes hiperparametros: a funcao
de erro loss="categorical_crossentropy’, a funcdo de otimizagdo SGD e a métrica
accuracy.
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Para o treinamento foram configurados os seguintes hiperparametros: vali-
dation_split, shuffle, callback. Validation_split define o percentual das imagens de
treinamento usado para valida¢do. Nos nossos testes foram utilizados os valores:
0.2 e 0.3. Shuffle=True embaralhou os dados a cada passada. Para o parametro
Callback foi utilizada uma fungdo de escalonamento do aprendizado LearningRa-
teScheduler que reduziu o aprendizado proporcionalmente ao ntiimero de épocas.

5.4 Meétricas

As métricas de avalia¢do utilizadas neste trabalho sdo fun¢des que avaliam a per-
formance do modelo no treinamento e no teste. Hiperpardmetros como dropout,
batch size e métodos artificiais como augmentation tendem a uma possiblidade de
melhoria dos valores das métricas. Entre as métricas importantes estdo: Accuracy,
Precision, Recall e F1-Score. No que se segue, serdo descritas tais métricas, em
que a seguinte convencdo foi adotada: vp (verdadeiro positivo), vn (verdadeiro
negativo), fp (falso positivo) e fn (falso negativo).

Accuracy permite fazer uma andlise completa comparando as classificagdes
corretas em relacdo a todas as classificagdes. A Equagdo |5.1|define esta métrica:

vp +vn
vp+vn+fp+fn

Accuracy = (5.1)

Precision permite calcular o percentual de classificagdes positivas calculadas
pelo modelo em relagdo a quantidade positiva correta. A Equagédo[5.2|define esta
métrica:

Precision = —2 (5.2)
vp + fp

Recall permite calcular a relacdo entre todos que tiveram situagdo positiva e
as corretas.A Equagdo[5.3|define esta métrica:

vp
Recall = ———— 53
eca vp +1n (53)

F1-Score também conhecida como F-Score ou F-measure, calcula a média
harmonica entre Precision e Recall. A Equacao 5.4/ define esta métrica:

Precision X Recall
F1=2x 4
Precision + Recall (54)

5.5 Estratégias de treinamento

Diversas estratégias de treinamento foram abordadas neste trabalho. Dessa forma,
os resultados obtidos sdo expostos através de tabelas em que a primeira coluna
representa os valores de hiperpardmetros e a primeira linha descreve os batch sizes
usados. Este formato é apresentado na Tabela
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Tabela 5.2: Modelo de tabela de treinamento

Hiperparametros | Descri¢do

batch size batch size usados nos treinos.

sem drop acurdcias obtidas sem dropout no modelo CNN adotado.

augm 20 + valid 20 | acurdcias obtidas com augmentation de 20%, validation de 20%

augm 20 + valid 30 | acurdcias obtidas com augmentation de 20%, validation de 30%

drop 0,2 acurdcias obtidas com dropout de 20%

drop 0,2 + augm 20 | acurdcias obtidas com dropout de 20% e augmentation de 20%

Para cada experimento a ser descrito nas préximas subse¢des, sao mostrados
o seguinte:

e A tabela de acuricia de cada treinamento.
e A tabela com as métricas da melhor acurdcia desta tabela.

e A Matriz de Confusdo dos 5 maiores percentuais de erro de cada treina-
mento.

— A coluna Erros mostra o total de erros de cada classe.
— A coluna Total mostra o total de imagens de cada classe.

— A coluna Perc mostra o percentual de Erros sobre Total.

e Placas de sinais de transito desta Matriz de Confuséo.

No Apéndice é mostrado a Matriz de Confusdo completa de cada treinamento.

5.6 Experimento 1 - Treinamento Individual

Esta primeira estratégia de treinamento foi usada para responder a questdo da
pesquisa que procura saber qual é o impacto de diferentes estratégias de treina-
mento do modelo proposto em cima de diferentes conjuntos de dados de placas.
Assim, este treinamento é constituido de experimentos feitos para os datasets de
treino e teste de cada pafs individualmente. Dessa forma, primeiramente é feita a
leitura do dataset de treino passando por pré-processamento para deixar os dados
normalizados e redimensionados. Em seguida, o modelo CNN faz o treinamento
gerando um arquivo contendo o valor dos parametros obtidos e que é usado na
etapa de teste para obter as métricas de avaliacdo, conforme a Figura

Nas subseg¢des seguintes, sdo apresentados os resultados do treinamento in-
dividual dos datasets de sinais de transito da Alemanha, Bélgica e Croécia que
seguem o formato apresentado na Tabela

Dataset

de Pré Modelo \ [Arquivo Dataset .
trei ™| Processamento CNN Parametros [ ae —] Classificacao
reino teste

Figura 5.5: Arquitetura de treinamento individual
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5.6.1 Dataset Alemao

Foi feito o treinamento de um modelo sobre o dataset alem&o, seguindo os passos
apresentados na Segdo

As especificagdes deste dataset estdo na Subsegao[5.2.1} A Tabela[5.3mostra os
hiperpardmetros usados no treinamento com dataset de treino e a acuracia obtida
quando aplicado este modelo no dataset de teste. A melhor acurécia foi de 98.89%
obtida quando usou batch size de 24, dropout de 0.2 e augmentation de 20%. Neste
caso, precision foi de 98.49%, recall foi de 98.74% e f1 score foi de 98.58% conforme
Tabela A Tabela 5.5 mostra a tabela da matriz de confusdo resumida dos 5
maiores percentuais de erros deste treinamento. A Figura 5.6 mostra os sinais de
transito correspondentes desta tabela.

Tabela 5.3: Acurécia do treinamento do dataset alemao
batch size 16 24 32 48

sem drop 93.94 | 95.70 | 95.24 | 94.95
augm 20 +val20 | 97.77 | 98.17 | 98.15 | 97.78
augm 20 +val 30 | 97.96 | 98.13 | 97.74 | 97.71

drop 0,2 94.53 | 97.15 | 97.25 | 97.15
drop 0,2 + augm 20 | 97.67 | 98.89 | 98.67 | 98.36

Tabela 5.4: Métricas da melhor acuréacia (alemao)
Batch size | 24
Acurécia | 98.89
Precision | 98.49
Recall 98.74
F1 Score | 98.58

Tabela 5.5: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia

Individual - Dataset Alem3o.
Class 6 8 11 13 15 18
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| Classe Classe(erros) | Erros Total %
5(6) 8(4) 13(3) 42(17) 30 150 20.00
30 20) . 20 420 4.76
15(1) 21(3) 22(6)  _25(1) 26(6) 28(1) 31(7) 26 390 6.67
8(1) 11(1) 20(7 23(1) 25(1) 29(1) 31(2) 16 150 10.67
H 34(4) 36(2 6 90 6.67

Figura 5.6: Placas de sinais da Matriz de Confusao dos 5 maiores percentuais de
erro da Estratégia Individual - Dataset Alemdo.

5.6.2

Usando o dataset belga, foi feito o treinamento de um modelo, seguindo os passos
apresentados na Segdo

A subsegdo[5.2.2]descreve detalhadamente este dataset e a Tabela[5.6/mostra os
hiperpardmetros usados no treinamento com dataset de treino e a acuracia obtida
quando aplicado este modelo no dataset de teste. A melhor acurécia foi de 97.77%
obtida quando usou batch size de 8, dropout de 0.2 e augmentation de 20%. Neste
caso, precision foi de 87.80%, recall foi de 89.06% e f1 score foi de 98.58% conforme
Tabela 5.7l A Tabela 5.8 mostra a tabela da matriz de confusdo resumida dos 5
maiores percentuais de erros deste treinamento. A Figura[5.7/mostra os sinais de
transito correspondentes desta tabela.

Dataset Belga

Tabela 5.6: Acurécia do treinamento do dataset belga

batch size 8 16 24 32
sem drop 93.96 | 96.66 | 96.38 | 96.70
augm 20 +val 20 | 93.80 | 96.42 | 95.59 | 94.04
augm 20 +val 30 | 97.61 | 97.46 | 96.38 | 96.54
drop 0,2 95.95 | 96.62 | 96.34 | 96.07
drop 0,2 + augm 20% | 97.77 | 97.02 | 96.19 | 95.67
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Tabela 5.7: Métricas da melhor acurécia (belga)
Batch size 8
Acuréacia | 97.77
Precision | 87.80
Recall 89.06
F1 Score | 88.00

Tabela 5.8: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia
Individual - Dataset Belga

Class | 3|8 42 |43 |45 |46 |47 |49 |51 |52 |56 | 57 | Erros | Total | Perc

3 4/2,0(0}0J0|0]0]0|0]O0]O 2 6 33.33

42 |0{0/ 54,00 0]0]O0O|O0OJ0]O0 4 9 44.44

46 |0/0/ 003 ]3|]0|0]O0O]O0O|0]0O0 3 6 50.00
49 |0/0/0(0|0O0O]O0O|3]0]0]0|01]0 3 3 100.00

51 |0f0j OO0} O0O]O0O]O0O]2]1 0|0 1 3 33.33

57 (0j0j 0|00 0]O0O]0]0]|0]|13]28| 13 41 31.71

I Classe(erros) Erros Total %
2 6 33.33

9 4 4444

9 3 50.00

3 3 100.00

1 3 3333

Figura 5.7: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de
erro da Estratégia Individual - Dataset Belga

5.6.3 Dataset Croata

Seguindo os procedimentos da Secdo 5.6, e usando o dataset croata, foi realizado
o treinamento do modelo para este dataset.

A configuragdo deste dataset estd na Subsecdo e a Tabela mostra
os hiperparametros usados no treinamento com dataset de treino e a acurdcia
obtida quando aplicado este modelo no dataset de teste. A melhor acurécia foi de
97.36% obtida quando usou batch size de 16, augmentation de 20% e validation de
30%, conforme Tabela A Tabela mostra a tabela da matriz de confusao
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resumida deste treinamento dos 5 maiores percentuais de erros e a Figura
mostra os sinais de transito correspondentes desta tabela.

Tabela 5.9: Acuricia do treinamento do dataset croata
batch size 8 16 24 32

sem drop 91.42 | 93.94 | 94.73 | 94.22
augm 20 + val 20 | 96.13 | 95.90 | 97.02 | 95.17
augm 20 +val 30 | 94.61 | 97.36 | 96.58 | 9181

drop 0,2 95.57 | 96.74 | 95.79 | 95.29
drop 0,2 + augm 20 | 96.58 | 96.80 | 94.95 | 94.84

Tabela 5.10: Métricas da melhor acurdcia (croata)
Batch size | 16
acuracia | 97.36
Precision | 96.95
Recall 96.08
F1 Score | 96.36

Tabela 5.11: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia

Individual - Dataset Croat?o.

Class 0 1 2 5 6 11 13 17 18 19 20 23 25 26 29 30 Erros Total Perc
0 33 0 2 1 1 1 1 1 0 0 0 0 0 0 0 0 0 0 0 7 40 17.50
13 0 0 0 0 2 0 2 0 1 11 0 0 0 0 0 0 0 0 0 5 16 31.25
19 0 0 0 0 0 0 0 0 0 0 0 0 22 2 0 0 0 0 0 2 24 8.33
26 0 0 0 0 0 0 0 0 0 0 0 0 0 0 1 1 18 0 0 20 20 10.,00
29 1 0 0 0 0 0 0 0 0 0 0 1 0 0 0 0 0 26 0 2 28 7.14
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[----Classe -—| Classe(erros) | Erros Total %
6(1) 7(1) 9(1 10( 1) 7 40 17.50
9(2) 11( 16 31.25
13
A
1
_ 20(2) 2 24 8.33
19
( -
23(1) 25(1) 2 20 10.00
26
2 28 7.14
29

Figura 5.8: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de
erro da Estratégia Individual - Dataset Croata.

5.6.4 Resumo

A Tabela mostra o resumo do treinamento individual dos datasets alemao,
belga e croata.

Tabela 5.12: Resumo da acuracia dos datasets
Dataset | Acur | Prec | Rec | BS | Valores dos Hiperparametros

Alemao | 98.89 | 98.49 | 98.74 | 24 | drop 0,2 + augm 20% + valid 20%
Belga 97.77 | 87.80 | 89.06 | 8 | augm 20% + valid 20%
Croata | 97.36 | 96.95 | 96.08 | 16 | augm 20% + valid 30%

BS = Batch Size

Conclusio: Em todos os casos, o Augmentation esteve presente e a acuracia
maior foi no dataset alemado em que as imagens tiveram mais representatividade.
Verificou-se que o modelo usado no treinamento dos 3 datasets teve uma acuracia
6tima, sendo acima de 97%.

5.7 Experimento 2 - Treinamento com datasets para
classes equivalentes simples

Esta estratégia de treinamento foi usada para responder a questdo da pesquisa
que procura saber qual é o impacto de diferentes estratégias de treinamento de
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modelos propostos em cima de diferentes conjuntos de dados de placas. Neste
treinamento, os experimentos sdo feitos dois a dois com os datasets alemdo, belga
e croata. E feita uma combinacio de treinamento e teste entre os datasets, de
maneira que se treina o primeiro dataset com o modelo CNN adotado e realiza-se
o teste sobre o segundo dataset, totalizando 6 execugdes como é mostrado na
Figura

Os datasets tém classes em comum com rétulos diferentes. Por isso, foi preciso
reclassificar estas classes para torna-las equivalentes, gerando assim uma base de
treino do primeiro dataset e uma base de teste com o segundo dataset.

A Tabela[5.13|mostra uma visdo geral dos datasets e suas classes corresponden-
tes. Para cada experimento sdo mostradas as classes equivalentes entre os datasets
executados. Todo o procedimento segue a metodologia proposta no Capitulo

Nas subsecdes seguintes, sdo apresentados uma descri¢do e os resultados
obtidos do treinamento de cada combinacdo destes datasets. Esses resultados
seguem o formato apresentado na Tabela

Dataset Dataset

AxB | 2 - AxB
Pré Arquivo e o
de Classes | A —| de Classes Classificacao
Equivalentes Processamento Parametros Equivalentes

de Treino de Teste

Figura 5.9: Modelo de treinamento de classes equivalentes.
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Tabela 5.13: Tabela de equivaléncia entre as classes dos datasets dos paises
O valor “**” significa que ndo tem classe correspondente.

Alemado | Belga | Croata | Descricdo

1 o 17 Speed limit (30km/h)

2 ** 19 Speed limit (50km/h)

3 * 20 Speed limit (60km/h)

4 * 21 Speed limit (70km/h)

9 31 22 No passing

11 17 1 Right-of-way at the next intersection
12 61 16 Priority road

13 19 14 Yield

14 21 15 Stop

o 14 8 Road narrow on both sides
15 28 o No vehicles

16 25 * Vehicles over 3.5 metric tons prohibited
17 22 * No entry

18 13 0 General caution

19 3 4 Dangerous curve to the left
20 4 5 Dangerous curve to the right
21 5 6 Double curve (left)

22 0 o Bumpy road

23 2 9 Slippery road

24 16 o Road narrows on the right
25 10 * Road work

26 11 * Traffic signals

27 * 10 Pedestrians

28 7 11 Children crossing

29 8 o Bicycles crossing

31 o 12 Wild animals crossing

35 34 o Ahead only

36 36 * Go straight or right

* 38 24 Bicycles only

* 39 25 shared use path

38 * 26 Keep right

40 37 * Roundabout mandatory

41 * 27 End of no passing

o 6 7 Double curve (right)

* 41 23 No stopping

o 45 29 Parkin place

o 56 28 Pedestrian crossing

5.71 Alemao x Belga

Para responder a questdo de pesquisa onde quer-se avaliar o impacto do treina-
mento de datasets com classes equivalentes entre o dataset aleméao e belga, fez-se
o relacionamento de classes conforme a Tabela em que a primeira linha cor-
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responde as classes do dataset alemao e a segunda linha corresponde as classes
do dataset belga. Com isso, foi adotado o dataset alemado como base de treino e o

belga, como base de teste.

Seguindo os procedimentos da Se¢ao[5.7|para estes datasets criados, obtiveram-
se os resultados conforme a Tabela A melhor acurécia foi de 97.58% que foi
obtida com batch size 16, dropout de 0.2 e augmentation de 20% com o tempo de 235s.
A Tabela mostra a tabela da matriz de confusdo resumida deste treinamento
dos 5 maiores percentuais de erros e a Figura mostra os sinais de transito

correspondentes desta tabela.

Tabela 5.14: Classes equivalentes Alem&o x Belga

9 |11(12|13|14|15|16 |17 |18 |19 |20
3111761 |19 |21 2825|2213 |3 |4

2112223124 |125|26|28|29|35]|36|40
510 |2 |16|/10|11|7 |8 |34|36 |37

Tabela 5.15: Tabela de acuracia Alemdo x Belga

batch size 16 24 32 48
sem drop 86.44 | 89.49 | 87.39 | 87.81
augm 20 + val 20 | 97.26 | 96.32 | 97.26 | 95.27
augm 20 + val 30 | 94.85 | 95.48 | 96.42 | 95.58
drop 0,2 92.22 | 89.81 | 92.75 | 91.07
drop 0,2 + augm 20 | 97.58 | 97.26 | 96.63 | 96.53

Tabela 5.16: Métricas da acurdcia Alemdo x Belga

Accuracy | 97.58
Precision | 91.63
Recall | 89.68
F1 score | 89.04

O tempo de treinamento desta melhor acuréacia foi de 235s.

Tabela 5.17: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia

de Equivaléncia Simples - Alemdo x Belga.
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|-----Classe--—|------------- Classe(erros) ------------ | Erros Total %
13(1) 40(1) 2 45 444

gcv) Ve
14(1) 2 51 3.92

-0 BHE
24(1) 1 6 16.67

11(3 ) 28(6) 10 12 83.33
A 'f
35(1i 1 31 323

Figura 5.10: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de
erro da Estratégia de Equivaléncia Simples - Alemé&o x Belga.

5.7.2 Alemaio x Croata

Este treinamento avalia o impacto do treinamento feito com as classes equivalentes
como mostra a Tabela que foi usada para criar a base de treino alema e a
base de teste croata. Seguindo os procedimentos da Secdo [5.7, obtiveram-se os
resultados que estdo apresentados na Tabela A melhor acurécia foi 91.98%
que foi obtida com batch size 24, dropout de 0.2 e augmentation de 20% com o tempo
de 271s. A Tabela 5.21] mostra a tabela da matriz de confusdo resumida deste
treinamento dos 5 maiores percentuais de erros e a Figura mostra o0s sinais
de transito correspondentes desta tabela.

Tabela 5.18: Classes equivalentes Alemao x Croata

1 /2 |3 |4 (9 |11 /1213|1418 |19|20 |21 |23 |27 28 |31|38

41

171192021221 (16|14 |15(0 |4 |5 |6 |9 |10|11 |12 26

27

Tabela 5.19: Tabela de acurécia Alemao x Cro4cia
batch size 16 24 32 48

sem drop 85.27 | 84.14 | 83.62 | 83.44
augm 20 +val 20 | 91.81 | 89.54 | 87.80 | 89.45
augm 20 +val 30 | 89.54 | 90.50 | 88.85 | 88.32

drop 0,2 83.79 | 84.05 | 87.63 | 84.40
drop 0,2 + augm 20 | 91.02 | 91.98 | 90.41 | 88.32
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Tabela 5.20: Métricas da acuricia Aleméao x Cro4cia
Accuracy | 91.98

Precision | 91.48
Recall 90.60
F1 score | 90.19

O tempo de treinamento desta melhor acurécia foi de 271s.

Tabela 5.21: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia
de Equivaléncia Simples - Aleméo x Croata

Class 1 2 3 11 12 14 18 20 23 27 28 31 Erro Total Percen
2 0 20 0 0 1 3 0 0 0 0 0 0 4 24 16.67
3 0 21 19 0 0 0 0 0 0 0 0 0 21 40 52.50
18 0 0 0 0 1 0 33 3 0 3 0 0 7 40 17.50
23 0 0 0 0 0 0 0 2 35 0 3 0 5 40 12.50
27 1 0 0 2 0 0 12 0 1 60 2 2 20 80 25.00
|-----Classe----| Classe(erros) |Erros Total %
12(1) 14(3) 4 24 16.67
2 L“ @
1
&Eu.:«
2(21) 21 40 52.50
3 . I
12(1) 20(3) 27(3) 7 40 17.50
= \ |
20(2) 28(3) 5 40 12.50

11(2) 8(12) ~ 23(1) ‘ 31(2) 20 80 25.00

Figura 5.11: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de
erro da Estratégia de Equivaléncia Simples - Alemé&o x Croata

N
~

A

5.7.3 Belga x Alemao

Este treinamento avalia o impacto do treinamento feito com as classes equivalentes
como mostra a Tabela que foi usada para criar a base de treino belga e a
base de teste alema. Seguindo os procedimentos da Secdo obtiveram-se os
resultados que estdo na Tabela A melhor acurécia foi 65% que foi obtida
com batch size 32, augmentation de 20% e validation 30%, com o tempo de 45s. A
Tabela mostra a tabela da matriz de confusdo resumida deste treinamento
dos 5 maiores percentuais de erros e a Figura mostra os sinais de transito
correspondentes desta tabela.
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Tabela 5.22: Classes equivalentes Belga x Alemao
0 |2 |3 |4 |5 |7 |8 |10]11|13]|16
22123119 20|21 |28 |29|15|26|18 |24

17 |19 |21 |22 |25 |28 |31 |34 |36|37 |61
11 |13 |14 |17 |16 |15|9 |[35|36 |40 | 12

Tabela 5.23: Acuréacia Belga x Aleméao
batch size 16 24 32 48
sem drop 50.41 | 58.37 | 56.00 | 47.92
augm 20 + val 20 | 64.37 | 60.67 | 61.95 | 63.59
augm 20 + val 30 | 63.59 | 62.95 | 65.00 | 64.52
drop 0,2 57.37 | 60.00 | 55.95 | 54.32
drop 0,2 + augm 20 | 63.25 | 6283 | 61.27 | 59.33

Tabela 5.24: Métricas da acurdcia Belga x Alem&o
Accuracy | 65.00
Precision | 56.45

Recall | 55.20
F1 score | 51.94

O tempo de treinamento desta melhor acurécia foi de 45s.

Tabela 5.25: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia

de Equivaléncia Simples - Belga x Alemao.
7
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2 0 30 9 35 31 0 0 4 0
4 40 8 2 27 0 0 4 0
8 5 15 12 1 0 0 6
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120 150 80.00
82 90 91.11
90 90 100.00
146 180 81.11
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|-Classe-| Classe(erros) | Erros Total %
3(1)34(9) 5(35) 7(31) 13(4) 34(28) 37(12) 120 150 80.00
PN AAAISING
2(40) 5(2) 7(27) 13(4) 17(2) 34(1) 37(6) 82 90 91.11
& NATANING®
0(10) 2(5)_3(29) 4(10) 5(15) 7(12) 10(1) 16(6) 22(2) 90 90 100.00
B INRNAK NN

2(11) 3(2) 4(1) 7(2)13(111) 17(8) 22(11) 146 180 81.11

I INYATANING

0(1) 2(11 3(26) 4(2) 5(2) 7(4) 8(4) 10(2) 11(1) 13(8) 16(13) 17(1) 22(2) 34(6) 36(1) 37(6) 77 90 85.56

‘B ABAZ ANAERNANC G 06

Figura 5.12: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de
erro da Estratégia de Equivaléncia Simples - Belga x Alemdo.

5.74 Belga x Croata

Este treinamento avalia o impacto do treinamento feito com as classes equivalentes
como mostra a Tabela[5.26|que foi usada para criar a base de treino belga e abase de
teste croata. Seguindo os procedimentos da Secao[5.7] obtiveram-se os resultados
que estdo na Tabela A melhor acurdcia foi 61.99% que foi obtida com batch
size 24 e augmentation de 20% com o tempo de 30s. A Tabela mostra a tabela
da matriz de confusdo resumida deste treinamento dos 5 maiores percentuais de
erros e a Figura[5.13/mostra os sinais de transito correspondentes desta tabela.

Tabela 5.26: Classes equivalentes Belga x Croata

0210304051314 (171921 |31|38|39|61|07 06|41 |45 56

0910405060008 (01|14 1522|2425 |16|11 |07 |23|29 28

Tabela 5.27: Acurdcia do treinamento do dataset Belga x Croata
batch size 16 24 32 48

sem drop 50.92 | 49.66 | 44.93 | 42.22

augm 20 +val 20 | 51.35 | 61.99 | 57.68 | 61.06

augm 20 + val 30 | 49.74 | 57.85 | 56.08 | 54.72

drop 0,2 53.46 | 49.83 | 51.68 | 53.20

drop 0,2 + augm 20 | 56.75 | 57.17 | 52.02 | 54.56

Tabela 5.28: Métricas da acurdcia Belga x Croata
Accuracy | 61.99
Precision | 66.20
Recall 55.63
F1 score | 52.56
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O tempo de treinamento desta melhor acurécia foi de 30s.

59

Tabela 5.29: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia
de Equ1valenc1a Simples - Belga x Croata.

Class 2 3 5 6 7 13 14 17 19 21 31 38 39 41 56 61 Erros Total Perc
5 3 9 4 2 0 2 13 9 0 0 8 1 1 0 0 1 7 58 60 96.67
6 1T 117 [0]8]16 1 2 0 1 8 1 0 0 0 1 15 64 72 88.89
17 0 0 1 0 0 4 13 4 4 2 0 1 0 0 0 2 17 44 48 91.67
41 0 0 0 0 0 0 0 0 0 0 0 0 19 0 8 0 1 20 28 71.43
15 000 00| 0 0 0 0 0 0 0 4 | 3 0 3 0 20 28 71.43
|----Class: Classe(erros) 'Erros Total %
3(9) 4(4) 7(2) 13(13)  14(9) 21(8) 31(1) 38( 1) 58 60 96.66
2(1)  3(1) 4(17) 7(16) 13(1)  14(2)  19(1) 21(8) 31(1) 56(1) 61(15) 64 72 88.88
4(1) 7(4) 13( 13) 14(4) 19(2) 31(1) 56(2) 61(17) 44 48 91.66
38(19) 61(1) 20 28 71.42
: ”3 [][q
38(14) 39(3) 56(3) 20 28 71.42

i PRG A

Figura 5.13: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de

erro da Estratégia de Equivaléncia Simples - Belga x Croata.

5.7.5

Croata x Alemio

Este treinamento foi feito com as classes equivalentes como mostra a Tabela

O Resultado da acuricia estd na Tabela[5.31} A melhor acuracia foi 56.67% que foi
obtida com batch size 32 e augmentation de 20% com o tempo de 67s. A Tabela[5.33
mostra a tabela da matriz de confusdo resumida deste treinamento dos 5 maiores
percentuais de erros e a Figura mostra os sinais de transito correspondentes

desta tabela.

Tabela 5.30: Classes equivalentes Croata x Aleméao
0O (1 (4 |5 |6 |9 10|11|12|14|15|16|17 19|20 |21 |22 |26 |27
1811119 |20|21 (23|27 (28|31 |13 |14|12|01 02|03 |04|09 38|41

Tabela 5.32: Métricas da acurdcia Croata x Alemao

Accuracy | 56.67
Precision | 52.23
Recall 64.04
F1 score | 51.05
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Tabela 5.31: Acurécia Croata x Alemao
batch size 16 24 32 48

sem drop 50.27 | 49.70 | 50.40 | 49.69
augm 20 + val 20 | 55.27 | 52.86 | 56.67 | 55.01
augm 20 + val 30 52.62 | 48.78 | 52.37 | 54.03
drop 0,2 52.50 | 49.51 | 48.31 | 47.36
drop 0,2 + augm 20 | 52.17 | 49.58 | 46.62 | 51.84

O tempo de treinamento desta melhor acuracia foi de 67s.

Tabela 5.33: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia
de Equ1valenc1a S1mples Croata x Alemao.

Class 4 5 10 11 12 14 15 16 17 19 20 21 22 26 27 Erros Total Perc
10 15 13 0 2 O O 26 0 4 0 0 0 0 0 0 0 0 0 0 34 60 56.67
17 17 374 9 9 133 16 1 11 183 6 0 6 649 29 0 34 10 9 64 911 1560 58.40
19 6 0 0 0 9 32 0 79 0 16 1 687 48 641 36 12 10 0 133 1069 1710 62.51
20 3 1 0 0 7 142 5 1 0 725 177 1 37 92 294 8 32 3 2 1236 1530 80.78
23 0 0 0 0 4 142 0 1 0 1 0 0 0 0 1 0 0 1 0 150 150 100.00
|--Classe--| Classe(erros) | Erros Total %
0(15) 1(13) 5(2) 10(26) 12(4) 3460 56.67.00

- YIS APRYS A

0(17) 1(374) _4(9)__5(9) 6(133) 9(16) 10(1) 11(11)12(183) 14(6) 16(6)19(29)21(34)22(10)26(9)27(64) 911 1560 58.40

”ﬂ. &M!Z&mlﬂl ARZKYEID QS

0(6) 6(9 9(32 11(79) 14(16 15(1) 16(687)17(48)20(36)21(12)22(10)27(133) 1069 1710 62.51
ﬂ3)7 1(1) 6(7) 9(142) 10(5) 11(1) 14(725)15(177)16(1)17(37)19(92)21(8) 22(32) 26(3) 27(2) 1236 1530 80.78

2‘@\!! AVNNISIN @\m.@@u
6(4) 9(142) 11(1) 14(1) 20(1) 26(1) 150 150 100.00

& LALALA RV

Figura 5.14: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de
erro da Estratégia de Equivaléncia Simples - Croata x Alemao.

5.7.6  Croata x Belga

Este treinamento avalia o impacto do treinamento feito com as classes equivalentes
como mostra a Tabela que foi usada para criar a base de treino croata e a
base de teste belga. Seguindo os procedimentos da Secado obtiveram-se os
resultados que estdo na Tabela A melhor acurécia foi 91.08% que foi obtida
com batch size 48, augmentation de 20% e validation 30%, com o tempo de 34s. A
Tabela 5.37 mostra a tabela da matriz de confusdo resumida deste treinamento
dos 5 maiores percentuais de erros e a Figura mostra os sinais de transito
correspondentes desta tabela.
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Tabela 5.34: Classes equivalentes Croata x Belga
0O |1 (4/5/6|7|8 |9(11]14|15 16|22 |23 |24|25|28 |29
13117 (3|4 |5|6(14 (2|7 19|21 |61 |31 |41|38|39 56|45

Tabela 5.35: Acurdcia Croata x Belga
batch size 16 24 32 48
sem drop 7991 | 69.50 | 72.25 | 71.00
augm 20 + val 20 87.83 | 89.75 | 82.25 | 87.00
augm 20 + val 30 87.91 | 87.50 | 87.66 | 91.08
drop 0,2 83.08 | 74.66 | 76.16 | 76.25
drop 0,2 + augm 20 | 82.41 | 84.25 | 80.25 | 74.66

Tabela 5.36: Métricas da acurdcia Croata x Belga
Accuracy | 91.08
Precision | 80.00
Recall 85.37
F1 score | 79.58

O tempo de treinamento desta melhor acurécia foi de 34s.

Tabela 5.37: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia

de Equivaléncia Simples - Croata x Belga.
Class 0 9 11 15 [ 22

Erros Total Perc
20 39 51.28
6 6 100.00
40 90 4444
4 11 36.36
11 99 11.11
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|-----Classe ----|----mmmmmmmmmmmeeaeee Classe(erros) --------memeememmemeeee | Erros  Total %
0 4(6) 28(5) 20 39 51.28
7 11(6) 6 100.00

VAP

29(1) 11 36.36

]

25 15(1) 22(4 24(3) 29(3) 11 99 11.11

Figura 5.15: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de
erro da Estratégia de Equivaléncia Simples - Croata x Belga.

5.7.7 Resumo

A Tabela 5.38| lista as melhores acuracias obtidas nos treinamentos dos datasets
da combinagdo dos paises.

Tabela 5.38: Resumo da acurécia do treinamento dos datasets
Paises Acur | Prec | Rec | BS | Valores dos Hiperparametros

Alemao x Belga | 97.58 | 91.63 | 89.68 | 16 | drop 0,2+aug 20%
Alemao x Croata | 91.98 | 91.48 | 90.60 | 24 | drop 0,2+aug 20%
Belga x Alemdo | 65.00 | 56.45 | 55.20 | 32 | augm 20% + valid 30%
Belga x Croata 61.99 | 66.20 | 55.63 | 24 | augm 20% + valid 20%
Croata x Alemdo | 56.67 | 52.23 | 64.04 | 32 | augm 20% + valid 20%
Croata x Belga 91.08 | 80.00 | 85.37 | 48 | augm 20% + valid 30%

BS = Batch Size

Conclusdo: Os modelos treinados a partir do dataset alemao obtiveram me-
lhor acuracia quando aplicados a um segundo dataset na etapa de teste. Isto
provavelmente se deve ao fato de que o dataset alemdo tem muitas imagens de
boa qualidade, de modo que os filtros do modelo CNN permitem uma boa varie-
dade de caracteristicas e, portanto, permitem uma melhor classificagdo. Por outro
lado, quando o modelo foi treinado em outro dataset e testado sobre o aleméo,
é obtida uma acurécia baixa. Isso se justifica, pois os outros datasets tém menos
caracteristicas e, portanto, ndo permitem a CNN extrair caracteristicas da mesma
maneira, implicando uma acurdcia ruim.
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5.8 Experimento 3 - Treinamento com datasets para
classes equivalentes completas

Esta estratégia de treinamento foi adotada para responder a questdo da pesquisa
que procura saber qual é o impacto de diferentes estratégias de treinamento do
modelo proposto em cima de diferentes conjuntos de dados de placas. Este ex-
perimento é uma alteracdo do Experimento 2, descrito na Segao em que um
dataset é adotado como base de treino e outro, como de teste, e equivaléncia entre
as classes é realizada. Entretanto, neste caso, tem mais uma classe adicional deno-
minada de “outros”, que busca reunir as classes que ndo possuem equivaléncias.

Nas subsegdes seguintes sdo apresentados uma descrigado e os resultados obti-
dos do treinamento de cada combinacdo destes datasets. Estes resultados seguem
o formato apresentado na Tabela

Dataset Dataset

AxB | 2 - AxB

Pré Modelo \ [Arquivo e
de Classes - o —| de Classes Classificacao
- CNN G
Equivalentes Processamento . Parametros Equivalentes

de Treino total de Testetotal

Figura 5.16: Modelo de treinamento de classes equivalentes total.

5.8.1 Alemado x Belga

Neste caso, foi criada equivaléncia entre as classes de ambos os datasets alemdo e
belga, tal como descrito na Tabela e agruparam-se as classes que ndo tinham
equivaléncia na classe artificial “outros”como mostra a Tabela

Seguindo os procedimentos da Se¢ao[5.8] obtiveram-se os resultados conforme
a Tabela A melhor acurécia foi de 91.07% que foi obtida com batch size
32, dropout de 0,2 e augmentation de 20% com o tempo de 472s. A Tabela
mostra a tabela da matriz de confusdo resumida deste treinamento dos 5 maiores
percentuais de erros e a Figura mostra os sinais de transito correspondentes
desta tabela.

Tabela 5.39: Todas as classes Alemao x Belga
O valor "**”significa que ndo tem classe correspondente.

Alemdo |00 (01 (02|03 |04 (05|06 |07 08|09 10|11 /1213|1415 16|17
Belga *3% *% *3% *3% *% *3% *% *% *3% 31 *% 17 61 19 21 28 25 22
Alemdo | 18 |19 |20 (21 |22 |23 |24 125 |26|27 |28 129|30|31|32|33|34|35
Belga 13103 (0405|0002 |16 |10 |11 |* |07 | Q8 | ** | * | ** | %% % 34
Alemao 36 37 38 39 40 41 42 *% % *3% *% %34 *3% *% %34 *% % *3%
Belga 36 | 37 10106091214 (15|18 |20 (23|24 |26
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Alemao *% %% *% %% *% *% %% *% *% %% *% %% %% *% %% *% *% %%
Belga 27129 |30 (32|33|35|38(39 (40|41 |42 |43 |44 |45 |46 |47 |48 |49
Alemao *% %% *% %% %% *% %% *% *% %% *%
Belga 50|51 |52 |53|54|55|56|57|58]|59 |60
Tabela 5.40: Acuracia Alem&o x Belga completa

batch size 16 24 32 48

sem drop 82.10 | 82.61 | 80.75 | 83.53

augm 20 + val 20 88.05 | 88.25 | 85.91 | 90.35

augm 20 + val 30 62.22 | 90.51 | 90.51 | 86.50

drop 0,2 78.13 | 85.11 | 83.69 | 81.23

drop 0,2 + augm 20 | 87.42 | 90.99 | 91.07 | 86.19

Tabela 5.41: Métrica Alemdo x Belga completa

Accuracy

91.07

Precision

70.71

Recall

86.21

F1 score

74.58

O tempo de treinamento desta melhor acuracia foi de 472s.

Tabela 5.42: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia

de Equivaléncia Completa -
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[-----Classe------|----- Classe(erros) ----|  Erros Total %
99(4) 4 86 4.65

1 39 256
3 90 3.33
” A ”
: 28(3) 99(7) 10 12 83.33
29 ‘ EE 99
99(2) 2 31 6.45

Figura 5.17: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de
erro da Estratégia de Equivaléncia Completa - Alemdo x Belga.

5.8.2 Alemaio x Croata

Analogamente, neste caso, definiram-se equivaléncias entre as classes dos datasets
alemdo e croata, de maneira que a Tabela expressa isso. Agruparam-se as
classes que ndo tinham equivaléncia na classe artificial “outros” como mostra a
Tabela [5.43l

Seguindo os procedimentos da Se¢do 5.8} obtiveram-se os resultados conforme
a Tabela A melhor acurécia foi 78,81% que foi obtida com batch size 24 e
augmentation de 20% com o tempo de 478s. A Tabela[5.46/mostra a tabela da matriz
de confusdo resumida deste treinamento dos 5 maiores percentuais de erros e a
Figura mostra os sinais de transito correspondentes desta tabela.

Tabela 5.43: Todas as classes Alemao x Croata
O valor "**”significa que ndo tem classe correspondente.

O (1 |2|3|4 |56 |7 |8]9 |[10[11|12|13|14|15|16|17 |18

18 | 11 | * | * 11920 |21 | ** | * 23|27 |28 |31 |** |13 |14 |12 |01 |**

18119 2021 (22|23 |24 (25|26|27 28|29 |30|31|32/33|34]35

0 4 5 6 3% 9 %% 3% 4% 10 11 %34 *3% 12 *3% *% % *3%

36 |37 |38 39|40 |41 |42
wt [k [ D@ [k [k [ D7 [ wk
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Tabela 5.44: Acurécia Aleméo x Croata completa

batch size 16 24 32 48

sem drop 71.80 | 69.56 | 65.97 | 70.34
augm 20 + val 20 75.89 | 78.81 | 74.32 | 72.98
augm 20 + val 30 77.74 | 72.08 | 74.21 | 74.88
drop 0,2 72.92 | 72.02 | 68.32 | 70.90
drop 0,2 + augm 20 | 72.25 | 77.52 | 76.73 | 77.24

Tabela 5.45: Métrica Alemdo x Croata completa

Accuracy | 78.81
Precision | 80.61
Recall 84.65
F1 score | 81.61

O tempo de treinamento desta melhor acuréacia foi de 478s.
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Tabela 5.46: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia
de Equivaléncia Completa - Alemé&o x Croata.

|----Classe----|

3

18

23

27

99

O

]

14(1) 20(2) 99(5)

oA -

99

18(3) 99(31)

99

Class 1 2 3 9 11 13 14 18 20 23 27 28 31 41 99 Erros Total Perc
3 0 4 1 0 0 0 0 0 0 0 0 0 0 0 35 39 40 97.50
18 0 0 0 0 0 0 1 32 2 0 0 0 0 0 5 8 40 20.00
23 0 0 0 0 0 0 0 0 0 31 0 0 0 0 9 9 40 22.50
27 0 0 0 0 0 0 0 3 0 0 46 0 0 0 31 34 80 42.50
99 3 2 39 33 59 1 0 32 16 1 8 38 1 3 400 236 636 37.11
Classe(erros) | Erros Total %
2(4) 99(35)

39 40 97.50

8 40 20,00

9 40 22.50

34 80 42.50

1(3)  2(2) 3(39) 9(33) 11(59) 13(1) 18(32)20(16) 23(1) 27(8) 28(38) 31(1) 41(1) 236 636 37.11
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Figura 5.18: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de
erro da Estratégia de Equivaléncia Completa - Alemdo x Croata

5.8.3

Adotando-se o dataset belga como base de treinamento e o alemao, como teste,
foram criados relacionamentos entre as classes de ambos, conforme a Tabela

Belga x Alemao
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e agruparam-se aquelas que ndo tinham equivaléncias na classe “outros” como
mostra a Tabela

Seguindo os procedimentos da Se¢ao[5.8} obtiveram-se os resultados conforme
a Tabela A melhor acurdcia foi 64,51% que foi obtida com batch size 16 e
augmentation de 20% com o tempo de 128s. A Tabela[5.50|mostra a tabela da matriz
de confusdo resumida deste treinamento dos 5 maiores percentuais de erros e a
Figura mostra os sinais de transito correspondentes desta tabela.

Tabela 5.47: Todas as classes Belga x Alemdo

O valor "**”significa que ndo tem classe correspondente.

O (112 3 (4 |5 |6 |78 |9 10(11]12|13|14|15|16 |17
22 | 123|119 |20 |21 |28 | ** |29 | ** |25 |26 | ** |18 | ** | ** | 24 | 11
18119 (2021|2223 (2425|2627 |28|28|30(31|32|33|34|35
*3% 13 *% 14 17 *3% *% 16 *3% *% 15 *3% *% 9 *% *3% 35 *%
3637383940 41 |42 |43 |44 45|46 |47 48|49 |50 |51 |52 53
36 40 *3% *% *% *3% *% *3% *3% *% *3% *3% *% *3% *% *3% *3% *%
54 | 55 |56 |57 | 58 | 59 | 60 | 61

*3% *% *3% *% *% *3% *% 12

Tabela 5.48: Acurécia Belga x Alemédo completa

batch size 16 24 32 48

sem drop 57.11 | 59.82 | 57.85 | 55.86
augm 20 + val 20 64.51 | 63.74 | 62.11 | 60.85
augm 20 + val 30 63.71 | 62.82 | 59.40 | 60.05
drop 0,2 62.51 | 62.53 | 59.32 | 60.06
drop 0,2 + augm 20 | 62.74 | 61.19 | 61.72 | 61.58

Tabela 5.49: Métrica Belga x Alemdo completa

Accuracy

64.51

Precision

35.98

Recall

52.09

F1 score

40.27

O tempo de treinamento desta melhor acuracia foi de 128s.
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Tabela 5.50: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia
de Equivaléncia Completa - Belga x Alemao.

Class | 3 | 4 | 5 | 7 | 13 [ 16 | 17 | 21 | 25 | 28 | 31 | 37 | 61 | 99 | Erro | Total | Perce
2 0 [0 1 [3] 0 0 0 0 0 0 0 0 0 | 146 | 150 150 100.00
5 T [0 [ 11 [0 0 3 1 0 0 0 0 0 0 74 79 90 87.78
8 0 [3 [ 8 [1 0 5 0 1 0 0 0 0 0 72 90 90 100.00
16 0 [0 0 71 4 [0 0 0 0 0 2 0 66 76 90 84.44
31 26 | 3| 8 | 1] 0 5 0 1 1 76 | 224 | 0 4 | 371 | 4% 720 68.89
|----Classe----| Classe(erros) | Erros Total %
5(1) 7(3)  99(146) 150 150 100.00

AR

31 16(3) 17(1) 99(74) 79 90 87.00
=
a ' 99

~21(1) 99(72) 90 90 100.00

B

7(7) 13(1) 37(2) 99(66) 76 90 84.00

A -

3(26) 4(3) 5(8) 7(1) 6(5) ] 21(1) 25(1) 28(76) 61(4) 99(321) 496 729 68.89

‘B AXNBES 06"

Figura 5.19: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de
erro da Estratégia de Equivaléncia Completa - Belga x Aleméo

5.8.4 Belga x Croata

Similarmente, foi aplicado usar o dataset belga como base de treino e o croata
como base de teste, buscando avaliar o impacto disso na performance do modelo,
conforme expressa a Tabela Além da equivaléncia, agruparam-se as classes
que ndo tinham correspondéncia na classe “outros”, como mostra a Tabela

Seguindo os procedimentos da Se¢do[5.8} obtiveram-se os resultados conforme
a Tabela A melhor acuricia foi 63.73% que foi obtida com batch size 16, aug-
mentation de 20% e validation 30%, com o tempo de 57s. A Tabela mostra a
tabela da matriz de confusdo resumida deste treinamento dos 5 maiores percen-
tuais de erros e a Figura mostra os sinais de transito correspondentes desta
tabela.

Tabela 5.51: Todas as classes Belga x Croata
O valor "**”significa que ndo tem classe correspondente.

0001020304 |05(06|07 0809|1011 |12|13 |14 |15|16|17 |18
*3% *% 09 04 05 06 07 11 *3% *% *3% *3% *% 00 08 *3% *3% 01 *3%
1912021 22|23 |24 2526|227 |28|29|30|31|32|33|34|35/|36|37

14 *3% 15 %34 *3% *% *3% *% *% *3% *% %34 22 *% %34 *% % *3%

*%
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Tabela 5.52: Acurécia Belga x Croata completa

batch size 16 24 32 48

sem drop 56.95 | 54.87 | 51.73 | 55.66
augm 20 + val 20 57.95 | 57.23 | 60.48 | 56.27
augm 20 + val 30 63.73 | 60.65 | 58.18 | 56.44
drop 0,2 60.20 | 58.23 | 59.36 | 55.43
drop 0,2 + augm 20 | 57.79 | 55.32 | 55.04 | 54.37

63.73

53.66

Recall

51.45

F1 score

50.46

Tabela 5.53: Métrica Belga x Croata completa
Accuracy
Precision

O tempo de treinamento desta melhor acuracia foi de 57s.
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Tabela 5.54: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia
de Equivaléncia Completa - Belga x Croata.
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|-----Classe-----| "Iasse(erros, | Erros Total %
4(2) 5(1) 7(8) 14(1) 21(5) 61(3) 99(12) 33 40 82.50
2 A’J%!!.ALJI ;
7 2(3) 3(14) 14(7) 21(8 9(28) 60 60 100.00
A AAND-

2(1) 4(17)  7(18) 14(2) 21(8) 61(2) 99(28) 70 72 97.22
P@- 99

56(2 612) 99(22) 44 48 91.67

m.m

13 1)

14(1)

. 56(1) 99(24) 27 28 96.43

99

Figura 5.20: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de
erro da Estratégia de Equivaléncia Completa - Belga x Croata.

5.8.5 Croata x Alemao

Neste caso, foi usado o dataset croata como base de treino e o alemao, como teste.
Criaram-se os relacionamentos entre classes conforme a Tabela [5.30, assim como
agruparam-se aquelas que ndo tinham equivaléncias na classe “outros”, como
mostra a Tabela 5.55]

Seguindo os procedimentos da Se¢do[5.8} obtiveram-se os resultados conforme
a Tabela A melhor acurécia foi 50.62% que foi obtida com batch size 16 sem
dropout e com o tempo de 115s. A Tabela5.58mostra a tabela da matriz de confusao
resumida deste treinamento dos 5 maiores percentuais de erros e a Figura [5.2]]
mostra os sinais de transito correspondentes desta tabela.

Tabela 5.55: Todas as classes Croata x Aleméo

O |1 1|2|3|4 |5 |6 |7|8]9 (1011|1213 |14|15|16 |17

18

18 | 11 | * | * 119 |20 |21 | * | * |23 |27 |28 |31 | ** |13 |14 |12 |01

%

1912021 222324 |25|26|2728|29]|30
02103104100 [* [* [38]41 = |* |=*
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Tabela 5.56: Acuracia Croata x Alemdo completa

batch size 16 24 32 48

sem drop 50.62 | 47.72 | 50.53 | 48.61
augm 20 + val 20 50.56 | 47.79 | 49.21 | 48.79
augm 20 + val 30 48.08 | 46.17 | 48.08 | 47.11
drop 0,2 45.74 | 48.05 | 38.56 | 46.29
drop 0,2 + augm 20 | 41.64 | 42.73 | 43.54 | 42.31

Tabela 5.57: Métricas Croata x Alemao completa

Accuracy | 50.62
Precision | 40.27
Recall | 61.99
F1 score | 42.17

O tempo de treinamento desta melhor acuracia foi de 115s.
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Tabela 5.58: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia
de Equivaléncia Completa Croata x Alemao.

Class 0 1[47]5 9 10 [ 11 12 14 15 16 17 719 20 [ 21 [ 22 [ 26 [ 27 99 Erro | Total Perce
4 0 0|00 35 17 0 0 0 0 0 0 0 0 0 0 0 0 0 0 52 60 86.67
19 20 0 1 2 16 2 5 4 0 5 2 608 57 0 16 0 9 0 99 366 1212 1710 70.88
20 0 0 0 2 8 131 2 10 0 695 11 5 0 0 0 0 5 3 2 524 1398 1530 91.37
21 0 0o 0] 0] 18 4 2 9 0 3 269 8 90 4 0 0 2 81 2 401 893 1140 78.33
23 0 0 0 0 6 131 0 6 0 0 0 0 0 0 0 0 0 0 0 7 150 150 100.00
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Figura 5.21: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de
erro da Estratégia de Equivaléncia Completa - Croata x Alemao.

5.8.6

Croata x Belga

Por fim, buscou-se também verificar a performance do modelo caso fosse usado
a base croata como fonte de dados de treino e a belga, como dados de teste.
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Criaram-se os relacionamentos entre classes conforme a Tabela e agruparam-
se aquelas que ndo tinham equivaléncias na classe “outros”, como mostra a Tabela
5.59

Seguindo os procedimentos da Se¢do[5.8] obtiveram-se os resultados conforme
a Tabela A melhor acurécia foi 68.33% que foi obtida com batch size 32 com
dropout de 0,2 e com o tempo de 53s. A Tabela mostra a matriz de confusdo
resumida deste treinamento dos 5 maiores percentuais de erros e a Figura [5.22]
mostra os sinais de transito correspondentes desta tabela.

Tabela 5.59: Todas as classes Croata x Belga
O valor "**”significa que ndo tem classe correspondente.
O [1 (2|3 [4(5|6|7|8 |9(10(11 (12|13 |14 |15|16 17|18
13117 [ * | *™ |3 (4|56 |14 |2 |* |7 |* | [19 21|61 | * |**

19120 (21 1222324 (25|26|27 28|29 |30
#t [ xx [ xx [ 311413839 |* [ * [ 56|45 | **

Tabela 5.60: Acurécia Croata x Belga completa

batch size 16 24 32 48

sem drop 60.99 | 62.34 | 57.85 | 68.33
augm 20 + val 20 | 64.84 | 67.10 | 65.83 | 67.77
augm 30 64.56 | 67.26 | 63.21 | 65.07
drop 0,2 65.63 | 65.27 | 61.46 | 63.65
drop 0,2 + aug 20 | 64.88 | 62.06 | 63.88 | 61.54

Tabela 5.61: Métricas Croata x Belga completa
Accuracy | 68.33
Precision | 51.17

Recall | 64.72
F1 score | 49.61

O tempo de treinamento desta melhor acurécia foi de 53s.

Tabela 5.62: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia

de Equivaléncia Completa - Croata x Belga.

Class 0 1 6 11 14 15 23 25 2
0 0 2 0 0 0 0
1 75 0 0
44 0
1 1
35 14

e
N
9|
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51.11
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Figura 5.22: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de
erro da Estratégia de Equivaléncia Completa - Croata x Belga.

5.8.7 Resumo

A Tabela 5.63 lista as melhores acuracias obtidas nos treinamentos dos datasets
da combinacédo dos paises em que foi criado uma classe “outras”para aquelas que
ndo tinham correspondéncias.

Conclusdo: Os resultados obtidos nesta estratégia teve o mesmo comporta-
mento descrito na conclusdao do experimento 2 em que foi feito o treinamento com

datasets para classes equivalentes simples,

Tabela 5.63: Resumo da acurécia do treinamento dos datasets

Paises Acur | Prec | Rec | BS | Valores dos Hiperparametros
Alemao x Belga | 91.07 | 70.71 | 86.21 | 32 | srop de 0,2 + augm 20%
Alemao x Croata | 78.81 | 80.61 | 84.65 | 24 | augm 20% + valid 20%

Belga x Alemdo | 64.51 | 35.98 | 52.09 | 16 | augm 20% + valid 20%

Belga x Croata 63.73 | 53.66 | 51.45 | 16 | augm 20% + valid 30%
Croata x Alemdo | 50.62 | 40.27 | 61.99 | 16 | sem dropout

Croata x Belga 68.33 | 51.17 | 64.72 | 48 | sem dropout

BS = Batch Size
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5.9 Experimento 4 - Treinamento do dataset tnico

Esta estratégia corresponde a quarta estratégia usada para responder a questdo
da pesquisa em que busca-se saber o impacto de diferentes estratégias de treina-
mento do modelo proposto em cima de diferentes conjuntos de dados de placas.
Neste treinamento, foi criado um dataset tinico de treino com a unido das clas-
ses equivalentes dos datasets alemdo, belga e croata, mostrado na Figura
Inicialmente criou-se um dataset a partir da base alema. Apds isso, neste novo
dataset, foram importadas as imagens das classes Belga e Croata que tinham cor-
respondéncia com este dataset. Para as imagens que ndo tinham correspondéncia
foi criada uma classe especial. Por fim, o dataset final ficou com 88 classes.

Dataset Dataset
Alemao = P
Alemao
de treino " deteste [ Classificagao
gafaset Pré Modelo \ [Arquivo Dataset
ega ["| Processamento CNN Parametros || Belga || Classificacao
detreino de teste
Dataset Datasel
Groata | Croata —| Classificagao
detreino de teste
Dataset
Alemao
de teste
Dataset —
| Belga —| Classificagao
de teste
Dataset
Croata
de teste

Figura 5.23: Modelo de treinamento tinico
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Figura 5.24: Conjunto tinico de sinais de transito (Alemao, Belga e Croata).

59.1 Teste das bases Alema, Belga, Croata

Neste treinamento foi usada a base tinica para as etapas de treino e teste, fazendo
a devida separagdo. Os resultados estdo mostrados na Tabela O tempo de

mER
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treinamento da melhor acurécia foi de 666s. A melhor configuragdo foi usando
batch size igual a 24 e augmentation de 20% em que obteve-se acurécia de 98.37%.
A Tabela5.66l mostra a tabela da matriz de confusdo resumida deste treinamento
dos 5 maiores percentuais de erros e a Figura mostra os sinais de transito
correspondentes desta tabela.

Tabela 5.64: Resumo da acuréacia do treinamento do dataset tiinico em uma base
de teste tinica.

batch size 16 24 32 48

drop 93.10 | 96.58 | 96.97 | 96.01
augm 20 + val 20 | 95.60 | 98.37 | 98.22 | 98.26
augm 20 + val 30 | 97.07 | 97.91 | 97.56 | 97.67
drop 0,2 91.54 | 96.25 | 96.25 | 96.16
drop 0,2 + aug 20 | 95.05 | 98.13 | 98.20 | 98.32

Tabela 5.65: Métricas AlemaoxBelga x Croata
Accuracy | 98.37
Precision | 94.61

Recall | 96.82
F1 score | 95.20




Tabela 5.66: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia Unica - Alemao x Belga x Croata.

Class 5 6 11 13 15 18 20 21 23 25 26 27 30 31 32 35 38 39 42 57 59 64 80 83 84 Erros Total Perc
6 12 130 0 1 0 0 0 0 0 0 0 0 0 0 2 0 1 0 4 0 0 0 0 0 0 0 0 0 20 150 13.33
18 0 0 4 0 1 431 0 5 0 2 4 3 0 5 0 0 0 0 0 2 0 0 0 0 0 0 7 5 38 469 8.1
30 1 0 2 0 0 0 4 0 1 0 0 0 134 6 0 0 0 0 0 1 1 0 0 0 0 0 0 0 16 150 10.67
57 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 1 0 0 0 0 0 11 1 0 0 0 0 0 2 13 15.38
59 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 5 4 0 0 0 0 0 5 9 55.56
64 0 0 0 6 0 0 0 0 0 0 0 0 0 0 0 0 17 18 0 0 0 0 0 0 112 1 0 0 42 154 27.27
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B P T = [ —— Classe(erros) | Erros Total %
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Figura 5.25: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de
erro da Estratégia Unica - Alemdo x Belga x Croata

5.9.2 Teste da base Alema

Neste treinamento foi usada a base tinica para a etapa de treino e a base alema
para a etapa de teste. Os resultados sdo mostrados na Tabela O tempo de
treinamento da melhor acurécia foi de 621s. A melhor configuracdo foi usando
batch sizeigual a 48, dropout de 0.2 e augmentation de 20%, em que obteve-se acuracia
de 98.59%. A Tabela5.69 mostra a tabela da matriz de confusdo resumida deste
treinamento dos 5 maiores percentuais de erros e a Figura mostra os sinais
de transito correspondentes desta tabela.

Tabela 5.67: Resumo da acuréicia do treinamento do dataset Giinico
batch size 16 24 32 48

drop 93.27 | 96.19 | 95.60 | 95.35
augm 20 + val 20 | 97.62 | 98.40 | 98.24 | 98.13
augm 20 + val 30 | 97.74 | 98.25 | 97.80 | 97.68
drop 0,2 94.18 | 97.24 | 96.96 | 96.50
drop 0,2 + aug 20 | 96.56 | 98.55 | 98.56 | 98.59
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Tabela 5.68: Métricas Alema
Accuracy | 98.59

Precision | 80.98
Recall 81.26
F1 score 81.26

Tabela 5.69: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia
Umca Alemao

5 8 13 18 20 21 22 26 27 30 31 33 34 36 37 39 40 42 49 84 84 Erros Total Perc
6 7 128 1 3 0 0 0 0 0 0 0 0 0 0 0 0 0 0 11 0 0 0 0 22 150 14,67
18 0 0 0 0 366 1 1 0 3 2 0 8 0 0 0 0 0 0 0 0 0 4 5 24 390 6,15
22 0 0 0 0 0 0 0 113 2 5 0 0 0 0 0 0 0 0 0 0 0 0 0 7 120 583
39 0 0 0 0 0 0 0 0 0 0 0 0 2 0 0 0 85 0 0 3 0 0 0 5 90 5,56
40 0 0 0 0 0 0 0 0 0 0 0 0 0 2 1 1 0 85 0 0 1 0 0 5 90 5,56
[---Classe —-|-—----romoe e Classe(erros) —| Erros Total %
5(7)  8(1) 13(3) 42(11) 22 150 14.66
20(1) 21(1) _26(3) 27(2) 31(8) 84(4) 85(5) 24 390 6.15
; I
26(2 27(5) 7 120 5.83
ND(3) 5 90 5.55
34(2) 36( ) 37(1) 49(1) 7 90 5.55
40

Figura 5.26: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de
erro da Estratégia Unica - Alemao.

5.9.3 Teste da base Belga

Analogamente, neste experimento, foi utilizada a base tinica para realizar o trei-
namento e a base belga, para o teste. Os resultados sdo mostrados na Tabela
O tempo de treinamento da melhor acuréacia foi de 584s. A melhor configuragao
foi usando batch size igual a 24, dropout de 0.2 e augmentation de 20%, em que
obteve-se acuracia de 97.18%. A Tabela 5.72] mostra a tabela da matriz de con-
fusdo resumida deste treinamento dos 5 maiores percentuais de erros e a Figura
mostra os sinais de transito correspondentes desta tabela.
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Tabela 5.70: Resumo da acurécia do treinamento do dataset tiinico em uma base
de teste belga.

batch size 16 24 32 48

drop 90.59 | 92.38 | 91.86 | 93.21
augm 20 + val 20 | 96.19 | 97.14 | 96.94 | 96.54
augm 20 + val 30 | 96.62 | 97.06 | 96.50 | 96.74
drop 0,2 91.34 | 93.80 | 94.20 | 94.00
drop 0,2 + aug 20 | 91.94 | 97.18 | 96.74 | 97.02

Tabela 5.71: Métricas Belga
Accuracy | 97.18
Precision | 85.11
Recall 84.65
F1 score | 84.45

Tabela 5.72: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia
Unica - Belga.
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Figura 5.27: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de
erro da Estratégia Unica - Belga

5.9.4 Teste da base Croata

Por sua vez, neste experimento, foi feito a mesma coisa, mas trocando-se a base
de teste para o dataset Croata. Os resultados sdo mostrados na Tabela @)
tempo de treinamento da melhor acuracia foi de 486s. A melhor configuragdo
foi usando batch size igual a 32 e augmentation de 20%, em que obteve-se acurécia
de 98.82%. A Tabela5.75 mostra a tabela da matriz de confusdo resumida deste
treinamento dos 5 maiores percentuais de erros e a Figura mostra os sinais
de transito correspondentes desta tabela.

Tabela 5.73: Resumo da acuréacia do treinamento do dataset tinico em uma base
de teste croata.

batch size 16 24 32 48
drop 91.98 | 95.01 | 95.06 | 95.12
augm 20 + val 20 | 96.74 | 98.43 | 98.82 | 98.31
augm 20 + val 30 | 96.18 | 98.65 | 98.31 | 98.43
drop 0,2 91.36 | 96.63 | 96.91 | 96.13
drop 0,2 + aug 20 | 93.77 | 98.15 | 98.76 | 98.76
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Tabela 5.74: Métricas Croata
Accuracy | 98.82

Precision | 92.60
Recall 92.24
F1 score | 92.36

Tabela 5.75: Matriz de Confusdo dos 5 maiores percentuais de erro da Estratégia

Unica - Croata
Clas

|---Classe ---|------nmmmmmmmeee Classe(erros) ----------- |Erros  Total %
3(1) 2 24 8.33
2 28 7.14
1) 23(2) 85(1) 4 52 7.69
1AA
2 32 6.25
11(1) 13(1) 70(1) 79(2) 5 28 17.86

NV

Figura 5.28: Placas de sinais da Matriz de Confusdo dos 5 maiores percentuais de
erro da Estratégia Unica - Croata

5.10 Anadlise e discussao de resultados

Esta se¢do faz um resumo dos resultados obtidos pelas estratégias usadas, anélise
e discussdo destes resultados.
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Nos experimentos em que foi a usada a mesma base individual para treino e
teste, obtiveram-se resultados conforme a Tabela

Tabela 5.76: Resumo da acuracia dos datasets.
Dataset | Acur | Prec | Rec | BS | Valores dos Hiperpardmetros

Alemao | 98.89 | 98.49 | 98.74 | 24 | drop 0,2 + Augm 20%
Belga 97.77 | 87.80 | 89.06 | 8 | augm 20% + valid 20%
Croata | 97.36 | 96.95 | 96.08 | 16 | augm 20% + valid 30%

BS = Batch Size

A Tabela apresenta os resultados obtidos com a classificacdo dos sinais
de transito usando a combinacdo de datasets 2 a 2, utilizando somente as classes
correspondentes e descartando as demais.

Tabela 5.77: Resumo da acurdcia do treinamento combinado dos datasets para
classes equivalentes.

Paises Acur | Prec | Rec | BS | Valores dos Hiperparametros
Alemao x Belga | 97.58 | 91.63 | 89.68 | 16 | drop 0,2+aug 20%

Alemao x Croata | 91.98 | 91.48 | 90.60 | 24 | drop 0,2+aug 20%

Belga x Alemdo | 65.00 | 56.45 | 55.20 | 32 | augm 20% + valid 30%

Belga x Croata 61.99 | 66.20 | 55.63 | 24 | augm 20% + valid 20%
Croata x Alemdo | 56.67 | 52.23 | 64.04 | 32 | augm 20% + valid 20%
Croata x Belga 91.08 | 80.00 | 85.37 | 48 | augm 20% + valid 30%

BS = Batch Size

A Tabela mostra os resultados obtidos com a combinagdo 2 a 2 de datasets,
de modo que as classes que ndo tem correspondentes sdo agrupadas em uma classe
“outros” tanto na base de treino quanto na base de teste.

Tabela 5.78: Resumo da acurdcia do treinamento combinado dos datasets para

todas classes.
Paises Acur | Prec | Rec | BS | Valores dos Hiperparametros

Alemao x Belga | 91.07 | 70.71 | 86.21 | 32 | Drop de 0,2 + Augm 20%
Alemado x Croata | 78.81 | 80.61 | 84.65 | 24 | augm 20% + valid 20%
Belga x Alemdo | 64.51 | 35.98 | 52.09 | 16 | augm 20% + valid 20%
Belga x Croata 63.73 | 53.66 | 51.45 | 16 | augm 20% + valid 30%
Croata x Aleméao | 50.62 | 40.27 | 61.99 | 16 | sem dropout

Croata x Belga 68.33 | 51.17 | 64.72 | 48 | sem dropout

BS = Batch Size

O dltimo experimento feito foi em cima de uma base tnica de treino e teste.
Neste caso, foram agrupadas todas as classes correspondentes dos datasets. Para
as classes que ndo tinham correspondentes foram criadas classes novas.



CAPITULO5. EXPERIMENTOS 83

A Tabela apresenta o resultado obtido do treinamento do dataset tinico,
aplicando-se o modelo para a base de testes de cada pais. Tais resultados mostram
que obtém-se melhor acurdcia quando se tem uma base de treino rica e diversa
em imagens com boa qualidade e varia¢des, como foi apontado por [41]], visto que
isto permite cobrir uma maior quantidade de caracteristicas e permite ao modelo
aprender a extrai-las.

Tabela 5.79: Resumo dos testes com dataset tinico

treino | teste acur | prec | rec | treino | BS | Valores dos Hiperparametros
AlBeCr | AlBeCr | 98.37 | 94.61 | 96.82 | 666s | 24 drop 0.2+aug20%
AlBeCr | Aleméao | 98.59 | 80.98 | 81.26 | 621s | 32 drop 0.2+aug20%
AlBeCr | Belga 97.18 | 85.11 | 84.65 | 584s | 32 drop 0.2+aug20%
AlBeCr | Croata | 98.82 | 92.60 | 92.24 | 486s | 48 drop 0.2+aug20%

AlBeCr=AlemaoBelgaCroata BS=Batch Size

Fica claro, pois, que a classificagdo de sinais de um tnico pais obteve bons
resultados, conforme a Tabela e na comparagdo das Tabelas e
quando se analisa a classificacdo de mais de um pais ao mesmo tempo,
vemos que os resultados exibidos pela Tabela obteve as melhores acurécias.
Isso indica que a estratégia de se adotar um dataset tinico contendo imagens de
sinais de transito dos paises de uma determinada comunidade é a melhor opgéao,
respondendo a pergunta de pesquisa levantada.

Fica claro, também, de acordo com as matrizes de confusdo dos 5 maiores
percentuais de erro das estratégias apresentadas, que por maior que seja os valores
das métricas obtidas, se houver um erro, pode causar um acidente em um veiculo,
dependendo da placa de sinal.
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Conclusao

Ao final deste trabalho, apds as estratégias de treinamento do modelo para
classificagdo de sinais de transito, concluiu-se que em um treinamento individual
de um dataset utilizando um mesmo pré-processamento e um mesmo modelo,
existem fatores que contribuem para uma melhor acuracia, como foi visto no da-
taset alemao que apresentou 98,89%, superior ao belga com 97,77% e croata com
97,36%. O que contribui para isto foi um maior nimero de imagens representa-
tivas por classes tanto na base de treinamento quanto na de teste, que permitiu
identificar mais caracteristicas e melhorar o modelo.

Devido aos trés datasets j4 terem bases de treinamento e teste consolida-
das, verificou-se que os valores das métricas foram altos. Também verificou-se
que, na comparacdo com outros artigos que fizeram treinamentos usando re-
des CNN com estes datasets, os valores das métricas obtidas por eles, ficaram
muito préximos independente de pré-processamento, modelo e hiperparametro.
No pré-processamento, alguns utilizaram escala cinza, normalizagdo, contraste,
redimensionamento de formas diferentes. Em outros modelos variaram os hiper-
parametros.

Quando foram feitos treinamentos em que combinou-se os datasets, objetivou-
se saber se um modelo que foi treinado com o dataset de um pais e testado este
mesmo modelo com o dataset de outro pais, qual seriam as métricas obtidas, uma
vez que os datasets possuem equivaléncias de sinais? Os experimentos realizados
mostraram que os melhores resultados foram obtidos quando se treinava o mo-
delo com dataset alemao e testava com os outros datasets. Os piores resultados
foram observados quando o dataset alemdo foi usado como dataset de teste. Isto
aconteceu pois o treinamento do modelo com uma base de dados mais represen-
tativa permite classificar melhor uma outra base de teste, e o contrario também
acontecia.

No treinamento combinado, quando se treinou o modelo com o dataset aleméo
e testou no dataset belga e croata, estes 2 titimos obtiveram as melhores acurdcias,
respectivamente 97,78% e 96,50%. Quando treinou-se o modelo usando os data-
sets belga e testou no dataset alemdo, obteve-se a pior acurdcia para este caso.
Quando treinou-se o modelo com o dataset alemio e treinou-se com o dataset
croata, obteve-se a pior acurdcia para este caso.

Quando se criou um dataset tinico a partir da unido dos datasets, treinou-se
o modelo, e testou-se em cada dataset. Foi obtida uma alta acurdcia para os
trés datasets: Alemdo - 98,40% Belga - 97,30%, Croata - 98,76%. Estes resultados

84
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ficaram préximos aos dos artigos comparados.

Por fim, verificou-se que na estratégia com dataset tnico, os resultados foram
tdo bons quanto nos treinamentos individuais, com a vantagem de poder usar em
mais de um pais, e foram melhores que os treinamentos com datasets combinados.
Por outro lado, o tempo de treinamento foi maior que os outros devido ao tamanho
do dataset.

Concluimos que o melhor modelo foi o treinamento com dataset tnico, cor-
respondente a unido de todos os datasets, que teve bons resultados em todos as
combinagoes.

Verificou-se também que o augmentation permitiu aumento dos valores das
métricas na maioria dos casos e que a CNN esteve presente em todos os trabalhos
relacionados.

Ap6s apresentar as estratégias de modelos de classificagdo que permite um VA
trafegar entre paises, é mostrado na Tabela uma referéncia cruzada de paises
(origem x destino) e as melhores estratégias destes pares.

Tabela 6.1: Estratégias por paises.

Alemanha | Bélgica | Crodacia
Alemanha LU E,C,U E,U
Bélgica U LU U
Croéacia U EU LU

e I-Treinamento Individual, E - Treinamento com equivalencia de classes

e C - Treinamento com equivalencia completa, U - Treinamento com dataset tinico

Nao existe ainda um modelo que consiga, para todas as imagens de transito
de diversos paises, métricas de acurécia, precision e recall proximas de 100%.

Contudo, verificou-se que nao existe uma modelo de classificacdo de sinais
de transito que consiga melhor acurécia para todas as imagens do transito que
apresentam problemas de oclusdo, conservagdo, nitidez. Alguns problemas sao
encontrados:

e Modelos que ddo énfase na acurécia, criando arquiteturas com muitas cama-
das e algoritmos sofisticados, apresentam um tempo de classificagdo mais
elevado.

e Modelos com arquitetura mais simples, com tempo de resposta rdpido,
apresentam acurdcia inferior.

e Modelos que utilizam mais de um dataset enfrentam o problema de imagens
semelhantes com semanticas diferentes e imagens diferentes com a mesma
semantica.

Na direcdo autonoma precisa-se de classificacdo de sinais com valores de
métricas altas e baixos tempos de respostas. Como trabalhos futuros, considera-
mos uma investigagdo aprofundada do trade-off entre estas duas métricas, com o
objetivo de identificar um ponto de equilibrio ideal. Além disso, outros desafios
podem ser citados como: criar um conjunto de dados de treinamento que possa



CAPITULO 6. CONCLUSAO 86

atender um ndmero méximo de paises na classificagdo de modelos de sinais de
transito e o estudo de técnicas que possibilitem reconhecer os sinais de transito a
maiores distancias.

Outro trabalho futuro, seria o uso de Aprendizado por Transferéncia, que
vem sendo explorado em diversas aplicacbes de IA e ITS. Este algoritmo permite
usar o conhecimento adquirido no aprendizado de novas tarefas, dessa forma
acumula conhecimento ao longo do tempo e aprende com novas informacoes.
Quando se implementa este algoritmo se utiliza uma CNN ja treinada que permite
extrair caracteristicas de novas imagens, gerando um classificador que possibilita
reconhecer novos padrdes e adicionar conhecimento ao modelo. Isto se aplica ao
presente trabalho em que se treinando um modelo com uma base de dados de
sinais de transito de um pais e circulando em um outro pais, este modelo teria uma
base de dados treinada e iria aprender com novas imagens de sinais de transito
de outro pais.

Ainda néo foi apresentado um trabalho que use este aprendizado que obte-
nha o estado da arte na classificagdo de sinais de transito. O artigo [69] usou
este aprendizado na deteccdo de sinais de transito, usando uma R-CNN, o da-
taset CIFAR-10 como treinamento e o dataset GTSDB como teste. O artigo [46]
apresentou um metodo de reconhecimento e classificagdo de sinais de transito
com este aprendizado, usando o Belgium Traffic Sign Dataset(BTSD) mas, ndo foi
usado um outro dataset que seja treinado e incorpore o aprendizado do primeiro
dataset treinado.
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Matriz Confusdo. Estratégia Individual - Dataset Alemdo (2)
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Matriz Confusdo. Estratégia Individual - Dataset Belga (1)

Tabela 7.3
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Matriz Confusdo. Estratégia Individual - Dataset Belga (2)
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19 ] °N o <t |2 I o) o [on [ [ = 1 S 1) o R =
o} (=} %0 0000éOE0100406M00900090729020%%03%00%000070000
[¥ «Q N — [T < [ ) S| NS |=e | |F S| [ — R =
8
glelele|xle olololo|nle|n|n|vloleln|ol—|nlololan|ole|le||o ||~ | |—|on o~ |o N |n|o|n |~ lcle|lele|Re o |e|le
i3]
= o0 [ [en I P 22) Lo

N oy S [N [en |00 10 |4 Lo [ |10 [ — [0 o [ — (92 | [ |— <+ o |= <t (00 |10 [0 |t o B [—
m (SN0 Ll el S [ e[ ]en [ = B | [Z ] [<F o [ = [ [0 [0 [ |5 |0 |FH L [0 | S8 [ [ |0 [ [0 [N [0 |2 [ [ [ = oo | < [ [= = |2
= B
Clololele|e clolololelelelelelelelelelelelelelelelelelelelelelelelelelelelelelelelelelelelelelelele|e =
=] =
Tlololele|e clolololelelelelelelclelelelelelelelelelelelelelelelelelelelelelelelelelelelelele|lele o |=|e
[=2) T~
bolololo|e clololololelelelelelclelelelelelelelelelelelelelelelelelelelelelelelelelelelelele|lele = e |le
)
6 [o|o|o|o|e clololololelelelelelclelelelelelelelelelelelelelelelelelelelelelelelelelelelelele|lele o |e|e
NN £
16 [o|o|o|o e clololololelelelelelclelelelelelelelelelelelelelelelelelelelelelelelelelelelelele|ae|le|e|e
) @[
6 oloolo|e clololololelelelelelclelelelelelelelelelelelelelelelelelelelelelelelelelelele|le ||~ e |le|e|e
[Io) ]
0lolololo|e clololololelelelelelelelelelelelelelelelelelelelelelelelelelelelelelelelelele = le|lele|le|e|e
¥ £
0 [o|o|o|o e clolololelelelelelelelelelelelelelelelelelelelelelelelelelelelelelelelelele|Flele|lele|le|e|e
I52) =
10 o|o|o|o|e clolololelelelelelelclelelelelelelelelelelelenlelelelelelelelelelelelele|die|lele|lele|le|e|e
]
10 olololo|e clolololelelelelelelclelelelelelelelelelelele|tlelelelelelelelelelelelel~lelelele|lele|le|e|e
=
olololo|ele clolololelelelelelelclelelelelelelelelelelelelelelelelelelelelelelelelelnlele|lele|lele|le|e|e
=]
Blolololo|e clolololelelelelelelelelelelelelelelelelelelelelelelelelelelelel~lelelelelelelele|lele|le|e|e
=)
Flololo|ele clolololelelelelelelelelelelelelelelelelelelelelelelelelelelele|nlelelelelelelele|lele|le|e|e
15 =
< lolole|ele clolololelelelelelelelelelelelelelelele|leleleolnlelelelele|lele|e|m|o|m|nlelele|lele|lele e |e|e
©
< lolololo|e clolololelelelelelelelelelelelelelelelelelelelelelelelelelele|e |~ |nlelelelelelele|lele|le|e|e
o) ~
<o |o|o|o|e clolololelelelelelelcleleleleleleleleleleleleleleleleleleleleleRn|lolelelelelele|lele|le|e|e
i
Flolole|ele clolololelelelelelelelelelelelelelelelelelelelelelelelelelele|nlelelelelelelelele|lele|le|e|e
(]
< lololo|e|e clolololelelelelelelclelelelelelelelelelelelelelelelelele |t v ilele|lelelelelelelelelele|le|e|e
]
< |olololo|e clolololelelelelelelelelelelelelelelelelelelelelelelelele|wi~lelelelelelelelelele|lele|le|e|e
= =
< lololo|ele clolololelelelelelelelelelelelelelelelelelelenlelelelel—lelelelelelelelelelelelelele|le|e|e
= [Te}
Flolololole clolololololololelelelelelolelolololelelolelololololetlelelelolelelololelelelelelolelo|le|e
D o0
alolole|ele clolololelelelelelelelelelelelelelelelelelelelele~Elolelelelelelelelelelelelele|lele|le|e|e
- =

—

S lololo|ele clololololololelelololelelelelelellelelelelelelol—|a—lolololelclelelolelele|ele|lele|e|e|le|e
I =)
Slolole|e|e clolololelelelelelelelelelelelelelelelelelelele|®lelelelelelelelelelelelelelelele|lele|le|e|e
)
A lolole|e|e clololololelelelelelclelelelelelelelelelelelel~lelelelelelelelelelelelelelelelele|lele|le|e|e
10 <
o lololo|ele clololololololelelololelelelelelelelelelelelelFlelolelolelolelelelelelelelelele|lele|e|e|lo|e
&
& lololo|ele clolololololololelololelelelelelelelelelelele ~lolole|lolelelelelelelolelele|ele|lele|e|e o |e
S =
o lolole|e|e clololololelelelelelel—leleleleleleleleleltlolelelelelolelelelelelelelelelelelele|lele|le|e|le
= ]
ololole|ele clololololelelelelelelelelel~lelelelele|lrlelelelelelelolelelelelelelelelelelelelelele|le|e|le
@
& o [ e on | oo |2 [t ]en [ ]se [ oo o |o [ e oo |2 10 [ [0 [ (2 | = ot [t |0 s 2 o |2 [ et oo | 19 o [y oy [ [en [t o [so e [oo [ |2 | =
S [ ]S e e[ [ [ [ ([ (e e o [ [of [of 6o | [R5 | | [ | = [ o |6 |6 |6 |16 [ |6 [ [




A

-

CAPITULO 7. APENDICE

97

Matriz Confusdo. Estratégia Individual - Dataset Croata

Tabela 7.5
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7.2 Matrizes Confusdo. Equivaléncia Simples

Belga

29

ao x

Matriz Confusdo. Equivaléncia Simples - Alem

Tabela 7.6

Perc

2.33
2.73
0.00
0.00
4.44
3.92
0.00
0.00
0.00
16.67

0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
83.33

0.00
3.23

Total

86
183
105
163
45

51

61

39
6

12

12
28

90

12

31

Erros

[T}

10

10

30

35

28

26

25

24

23

22

21

20

19

Lo

18

17

16

15

14

43

13

163

12

105

178

9
84

Classe

11
12
13
14
15
16
17
18
19
20
21

22
23
24
25

26

28
29

35
40

les - Alemao x Croata

ia Simp

énc

Matriz Confusdo. Equival

Tabela 7.7
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Tabela 7.8: Matriz Confusdo. Equivaléncia Simples - Belga x Alemao

Classe 0 2|1 3| 4| 5] 7 8 10 11| 13| 16| 17 | 19 | 21 | 22 | 25| 28 | 31 | 34 | 36 | 37 | 61 | Errg Total Perc
0 110 0O 1] 2] 0] 0 0 1 0 4 0 0 1 0 0 0 0 0 1 0 0 0 10 120 8.33
2 0 300 1] 9] 35 31] 0 0 0 4 0 0 0 0 0 0 0 0 281 0 121 0 120/ 150 80.00
3 1 7|1 170 21 200 0 0 0 0 4 0 0 0 0 0 0 0 0 9 0 0 0 43 60 71.67
4 0 400 0| 8| 2] 27| 0 0 0 4 0 2 0 0 0 0 0 0 1 0 6 0 82 90 91.11
5 1 160 190 3| 44 0 6 0 0 0 0 0 0 0 0 0 0 0 0 0 1 0 46 90 51.11
7 2 3] 100 200 3| 109 10] 1 0 0 0 1 0 0 0 0 0 0 0 0 0 0 50 150 33.33
8 10 5] 29 100 15 12| 0 1 0 0 6 0 0 0 2 0 0 0 0 0 0 0 90 90 100.00
10 2 8| 23 8| 6| 42] 7 263| 0 25 | 4 8 7 0 3 1 0 1 29 18] 8 17 | 217] 480 45.21
11 0 1 2] 1] 0] 2 0 0 34| 111] 0 8 0 0 1] 0 0 0 0 0 0 0 146 180 81.11
13 3 6| 29 4] 0| 46| 21| O 4 2221 0 1910 0 0 0 0 0 1 3 30 2 168 390 43.08
16 1 1] 26 2| 2| 4 4 2 1 8 13| 1 0 0 2 0 0 0 6 1 6 0 77 90 85.56
17 0 2] 8| 4] 4] 971 0 1 0 2 0 228] 4 3 5 0 0 2 0 1 30 | 29 | 192] 420 45.71
19 0 0 0] 0[O0] O 0 0 0 0 0 0 683 2 1 0 0 0 30 [ 3 0 1 37 720 5.14
21 0 0] 0] 0 0] 1 0 0 0 0 0 0 0 259 0 7 0 0 0 0 0 3 11 270 4.07
22 0 0] 0/ 0] 0] O 0 0 0 0 0 0 0 4 341] 0 0 0 0 0 0 15 ] 19 360 5.28
25 0 O[O0 1T[1] 0O 0 0 0 0 0 0 0 0 0 97 1 0 121 0 0 38 [ 1 53 150 35.33
28 0 0] 0/ 0] 0] O 0 0 0 0 0 0 1 0 0 0 185] 0 2410 0 0 25 210 11.90
31 11 12| 46| 15 38 12| 0 2 0 4 6 0 1410 32 | 18 | 58 | 273| 166 6 7 0 447|720 62.08
34 0 0 0 5[ 0] 0O 0 5 0 0 0 0 3 0 1 0 58 1 0 275 28 | 7 8 115/ 390 29.49
36 0 0 0/ 0[0O]O 0 0 0 0 0 0 0 0 1410 16 [ 0 19 681 3 0 52 120 43.33
37 0 0] 0/ 0] 0] O 0 0 0 0 0 0 0 2 0 0 9 0 2 9 52| 16 | 38 90 42.22
61 0 0] 0] 0] 0] 2 0 0 0 0 0 0 1 0 0 0 301 0 1410 25 | 618] 72 690 10.43

. < A G
Tabela 7.9: Matriz Confusdo. Equivaléncia Simples - Belga x Croata

Classe 2 3 4 5 6 7 13 14 17 19 21 31 38 39 41 45 56 61 Erros Total Perc
2 2 0 6 1 3 7 2 4 0 0 3 0 0 0 0 0 0 12 38 40 95.00
3 2 25 0 1 0 1 8 3 0 2 4 0 0 0 0 0 6 12 39 64 60.94
4 0 0 36 0 1 7 2 4 4 2 9 0 0 0 0 0 0 7 36 72 50.00
5 3 9 4 2 0 2 13 9 0 0 8 1 1 0 0 0 1 7 58 60 96.67
6 1 1 17 0 8 16 1 2 0 1 8 1 0 0 0 0 1 15 64 72 88.89
7 0 5 33 1 14 24 2 1 1 1 4 1 0 0 0 1 0 0 64 88 72.73
13 0 2 0 0 0 3 27 2 0 0 4 0 0 0 0 0 0 2 13 40 32.50
14 1 0 8 1 1 3 1 8 0 0 4 0 0 0 0 0 0 5 24 32 75.00
17 0 0 1 0 0 4 13 4 4 2 0 1 0 0 0 0 2 17 44 48 91.67
19 0 0 0 0 0 0 0 0 0 37 0 0 1 1 0 0 0 1 3 40 7.50
21 0 0 0 0 0 0 0 0 0 0 105 0 4 0 0 0 0 27 31 136 22.79
31 0 0 0 0 3 0 0 0 0 7 0 70 8 0 0 0 0 8 26 96 27.08
38 0 0 0 0 0 0 0 0 0 0 0 0 40 0 0 0 0 0 0 40 0.00
39 0 0 0 0 0 0 0 0 0 0 0 0 0 16 0 0 0 0 0 16 0.00
41 0 0 0 0 0 0 0 0 0 0 0 0 19 0 8 0 0 1 20 28 7143
45 0 0 0 0 0 0 0 0 0 0 0 0 14 3 0 8 3 0 20 28 71.43
56 0 0 0 0 0 0 0 0 0 0 0 0 15 1 0 0 148 0 16 164 9.76
61 0 0 1 0 1 0 0 0 0 0 1 0 0 0 0 0 0 17 3 120 2.50

Tabela 7.10: Matriz Confusdo. Equivaléncia Simples - Croata x Alemao

Classe 0 1 4 5 6 9 10 11 ] 12 14 15 16| 17 | 19| 20| 21 | 22| 23 | 26 | 27 | Erro Total Perc
0 302] 45| 0 2 1413 7 0 1 0 0 3 0 0 0 0 2 0 0 11 88 390 22.56
1 0 374| 3 5 12 2 1 3 0 1 0 5 0 0 0 0 0 0 2 12 46 420 10.95
4 0 0 481 0 2 10| 0 0 0 0 0 0 0 0 0 0 0 0 0 0 12 60 20.00
5 1 0 0 67 [ 1 5 7 9 0 0 0 0 0 0 0 0 0 0 0 0 23 90 25.56
6 0 0 1 0 781 1 0 8 1 0 0 0 0 0 0 0 0 0 0 1 12 90 13.33
9 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0.00
10 151 18] 0 2 0 0 26| 0 4 0 0 0 0 0 0 0 0 0 0 0 34 60 56.67
11 0 0 2 0 1 5 0 141] 0 0 0 1 0 0 0 0 0 0 0 0 9 150 6.00
12 1710 5 4 391 1310 0 182| 2 0 0 0 0 0 0 1 0 7 0 88 270 32.59
14 0 0 0 0 2 0 0 0 0 717] 0 0 0 0 0 0 0 0 0 1 3 720 0.42
15 0 0 0 0 0 0 1 0 0 0 269] 0 0 0 0 0 0 0 0 0 1 270 0.37
16 0 0 0 0 0 0 0 0 0 4 0 686 0 0 0 0 0 0 0 0 4 690 0.58
17 17 | 374 9 9 133] 16 | 1 11 | 183| 6 0 6 6491 29 | 0 341 10] 0 9 64 911 1560 58.40
19 6 0 0 0 9 3210 7910 16 | 1 687 48 | 641] 36 | 12 | 10 [ O 0 133 1069 1710 62.51
20 3 1 0 0 7 142 5 1 0 725 177 1 37 1 92 294] 8 3210 3 2 1236 1530 80.78
21 1 5 2 8 65 | 6 4 1310 20 | 280] 6 80 | 14| 9 503] 28 | 0 9% |1 637 1140 55.88
22 0 0 491 0 2 38| 5 48 | 27| 9 54 | 2 2 0 0 0 4731 0 1] 0 247 720 34.31
23 0 0 0 0 4 142| 0 1 0 1 0 0 0 0 1 0 0 0 1 0 150 150 100.00
26 0 0 0 0 0 0 0 0 0 10| 48] 3 3 9 0 3 0 0 610] 4 80 690 11.59
27 0 0 0 0 0 0 0 0 0 2 0 0 1210 0 0 2 0 0 44 16 60 26.67
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Perce

51.28

2.19
0.00
0.00
0.00
100.00

0.00
0.00
44.44

0.00
0.00
0.00
0.00
36.36

11.11

3.03
8.33

Total

39

183

12

6

15

90
163
45

105
86
11

99
33

84

Erro

20

40

14
11

29

77

28

32

25

88

24

23

22

86

16

105

15

45

Matriz Confusdo. Equivaléncia Simples - Croata x Belga

Tabela 7.11

14

163

11

50

S}

179

0
19

Classe

11
14
15
16
22
23

24
25
28
29

7.3 Matrizes Confusado. Equivaléncia Completa

Matriz Confusdo. Equivaléncia Completa - Aleméo x Belga

Tabela 7.12

Perc

4.65
1.64
0.00
0.00
2.22
0.00
0.00
0.00

0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
3.33
83.33

0.00
0.00
6.45
12.82

Total

86
183
105
163

45

51

61

39

12

12
28

90
12

31
1568

Erros

10

201

99

1367

40

29
0

36

35

76

29

28

26

25

24

15

22

29

21

20

19

18

17

16

15

0

T4

0

13

0

163| 0

12

105] 0
0

11

180 0
0

9

0

Classe

11

12
13
14
15
16
17
18
19
20
21

22

23
24

25

26
28

29

35

36
40

99

Tabela 7.13: Matriz Confusdo. Equivaléncia Completa - Alemao x Croata

Perc

0.00
16.67

97.50

3.57
4.17
8.33
0.00
0.00
0.74
20.00

7.81
12.50

22.50
42.50
15.91

0.00
5.36
37.11

Total

44

24
40

28
96
48

120
40

136
40

64
72

40

80
88

20
56
636

Erro

39

34

14

236

99

35

31

14

400

41

53

38

31

28

27

23

21

20

16

19

18

32

32

14

135

13

40

12

120

11

44

59

92

33

39

20

1
44

Classe

11

12
13
14
18
19
20

21

23
27

28

31

38
41

99
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Matriz Confusdo. Equivaléncia Completa - Belga x Alem

Tabela 7.14
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Matriz Confusdo. Equivaléncia Completa - Croata x Belga
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Matriz Confusdo. Estratégia Unica - Alemaéo (1)
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