UNIVERSIDADE FEDERAL DO ESTADO DO RIO DE JANEIRO

CENTRO DE CIENCIAS EXATAS E TECNOLOGIA
PROGRAMA DE POS-GRADUACAO EM INFORMATICA

UM METODO ADAPTADO PARA IDENTIFICACAO AUTOMATICA DE PRE-
REQUISITOS ENTRE CONCEITOS EM UM GRAFO DE CONHECIMENTO

Rubia Silveira de Almeida

Orientador
Sean Wolfgand Matsui Siqueira

RIO DE JANEIRO, RJ - BRASIL
ABRIL DE 2020



RUBIA SILVEIRA DE ALMEIDA

UM METODO ADAPTADO PARA IDENTIFICACAO AUTOMATICA DE PRE-
REQUISITOS ENTRE CONCEITOS EM UM GRAFO DE CONHECIMENTO

Natureza do trabalho apresentada ao
Programa de  Poés-Graduagdo em
Informatica da Universidade Federal do
Estado do Rio de Janeiro, como pré-
requisito para a obten¢do do grau de
Mestre em Informatica.

Orientacao:
Sean Wolfgand Matsui Siqueira

Rio de Janeiro

2020

i



UM METODO ADAPTADO PARA IDENTIFICACAO AUTOMATICA DE PRE-
REQUISITOS ENTRE CONCEITOS EM UM GRAFO DE CONHECIMENTO

Rubia Silveira de Almeida

DISSERTACAO APRESENTADA COMO REQUISITO PARCIAL PARA
OBTENCAO DO TITULO DE MESTRE PELO PROGRAMA DE POSGRADUACAO
EM INFORMATICA DA UNIVERSIDADE FEDERAL DO ESTADO DO RIO DE
JANEIRO (UNIRIO). APROVADA PELA COMISSAO EXAMINADORA ABAIXO
ASSINADA.

Aprovada por:

-

_ v
0 0gm :}J W I( IR TT=VITH =N

Sean Wolfgand Matsui Slquelra D.Sc — UNIRIO

10 (VIS MAAAA/J

ﬁdmar Weli llgtonlOliveira, D.Sc — UFJF

Ay

Tadeu Morelra asse, D.Sc — UNIRIO

RIO DE JANEIRO, RJ - BRASIL
ABRIL DE 2020

i1



Catalogacao informatizada pelo(a) autor(a)

A447

Almeida, Rubia Silveira de
Um Métodc Adaptado para Identificacdo Automatica
de Pré-Requisitos entre Conceitos em um Grafo de
Cenhecimente / Rubia Silveira de Almeida. -- Rio de
Janeirc, 2020.

88

Orientador: Sean Welfgand Matsui Sigueira.
Dissertacdo (Mestrado) - Universidade Federal do
Estado do Rioc de Janeiro, Programa de Pés-Graduacdo

A“n"n

em Informatica, 2020.

-

1. Pré-Reguisito entre Conceitos. 2. DBpedia. 3.
Dados Conectados. 4. Grafo de Conhecimento. I.
Sigueira, Sean Weolfgand Matsui, orient. II. Titulo.

v



Este trabalho ¢ dedicado as pessoas que acreditam que "nunca ¢ tarde demais para ser
aquilo que vocé deveria ser (by George Eliot)", pois tarde foi ontem, quando deixamos

de tentar.



AGRADECIMENTOS

Primeiramente a Deus e ao Universo que trabalharam a meu favor me
proporcionando inspiragao para concluir este trabalho.

Agradego imensamente aos meus pais por me conduzirem ao caminho do
conhecimento. Sempre me incentivaram a ir além, especialmente minha mae que por
diversas ocasides acreditou em minha capacidade e esteve presente me acolhendo em
inimeras noites em claro de dedicagdo ao longo da vida.

A minha avo Olinda (in memoriam), cuja presenca foi essencial na minha vida.
Ela sempre nos presenteou com a sabedoria tipica dos mais velhos e nos ensinou a sermos
resilientes quando necessario.

Em especial agradeco ao professor Sean, meu orientador, com quem compartilhei
minhas davidas e anglstias a respeito do tema. Pelos ensinamentos e todo
acompanhamento, além da generosidade, compreensao e paciéncia no decorrer da minha
pesquisa.

Aos colegas pesquisadores professor Bernardo Nunes e professor Ruben
Manrique, que me proporcionaram varias ideias para desenvolvimento deste tema de
pesquisa.

Agradeco a minha familia e aos meus amigos, pela compreensdo com os meus
diversos momentos de auséncia e reclusdo durante os estudos.

Aos meus afilhados de casamento Aline e Felipe que foram os primeiros a me
incentivarem a ingressar num curso de mestrado e sempre estiveram presentes, torcendo
para meu sucesso.

Aos colegas do grupo de estudo do mestrado, Ana Camello, Crystiam Kelle, Davi
Faisca, Jerry Medeiros, Jodo Paulo, Marcelo Tibau e Natélia Oliveira, pelas 6timas ideias,
discussdes, conversas e apoio durante a jornada.

Aos colegas de turma André Farzat, Eduardo Augusto, Jackson Queiroz, Solange
Santolin e Vanessa Martins que contribuiram em diversas ocasides com trabalhos em
grupo e discussoes pertinentes, ampliando nosso conhecimento.

Aos professores do PPGI que tdo bem me prepararam para a realizagdo desta
dissertacao.

Aos funciondrios da secretaria do PPGI que sempre muito bem me atenderam
quando precisei.

Aos membros da Banca Examinadora pelo trabalho de avaliacdo.

vi



ALMEIDA, Rubia Silveira de. Um Método Adaptado para Identificacio Automatica
de Pré-Requisitos entre Conceitos em um Grafo de Conhecimento. UNIRIO, 2020.
88 paginas. Dissertagdo de Mestrado. Departamento de Informatica Aplicada, UNIRIO.

RESUMO

Com a maior disponibilidade de recursos de aprendizagem online, alunos buscam
acessar materiais relevantes na Internet para percorrer um caminho de contetidos
que os conduzirdo a aprendizagem. O problema de determinar um caminho de
aprendizagem efetivo a partir de recursos de aprendizagem da Web depende da
identificacdo das relagdes de pré-requisitos entre conceitos nesses recursos. Nesta
pesquisa, propde-se o desenvolvimento de um novo método baseado em uma
métrica da literatura para identificacdo automatica de relagdes de pré-requisito
entre conceitos. O método proposto, OP-RefD — Optimized Performance RefD,
adapta o RefD para aproveitar o conhecimento extraido dos dados conectados
abertos, mais especificamente o grafo de conhecimento DBpedia. Um estudo
experimental foi conduzido para avaliar e comparar o método adaptado proposto
com a métrica de referéncia. Os pares conceituais avaliados sdo submetidos a seus
correspondentes na DBpedia, de forma que os diversos relacionamentos existentes
entre cada conceito possam contribuir para a avaliagdo. Os resultados mostram
que a estrutura da DBpedia pode ser usada para identificar relagdes de pré-
requisito entre conceitos, sem perda de eficacia, e com um melhor desempenho

em relagdo ao tempo de processamento em referéncia a base de comparagao.

Palavras-chave: Pré-Requisito entre Conceitos, DBpedia, Dados Conectados, Grafo de

Conhecimento.
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ABSTRACT

With the increased availability of online learning resources, learners search for
relevant materials on the Internet in order to follow a content path that leads to learning.
The problem of determining an effective learning path from Web resources depends on
identifying the prerequisite relationships between concepts in those resources. In this
research, a new method based on a metric of the literature is proposed for automatic
identification of prerequisite relationships between concepts. The proposed method, OP-
RefD — Optimized Performance RefD, adapts the RefD to take advantage of the
knowledge extracted from open linked data, more specifically from DBpedia knowledge
graph. An experimental study was conducted to evaluate and compare the proposed
adapted method with the baseline metric. The conceptual pairs evaluated are submitted to
their correspondents in DBpedia, so that the different relationships between each concept
can contribute to the evaluation. The results show that DBpedia structure can be used to
identify prerequisite relationships between concepts, without loss of effectiveness, and

with a better performance of processing time compared to the baseline.

Keywords: Concepts Prerequisite, DBpedia, Linked Data, Knowledge Graph.
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1. INTRODUCAO

Neste capitulo serdo apresentados os elementos que motivaram a realizagdo deste
trabalho. O capitulo tem como objetivos apresentar o problema a ser abordado, levantar
a hipdtese a ser investigada e mostrar as questdes de pesquisa que serdo exploradas no

desenvolvimento desta dissertacao.

1.1. Contexto de Pesquisa

A disponibilidade de uma variedade de conteudos de midia eletronica deu origem
anovos paradigmas de aprendizagem e de conhecimento (ROY et al., 2008), (KIVUNJA,
2015) e (GOLDIE, 2016). O e-learning representa todas as formas de aprendizagem por
meio da tecnologia, por meio da Internet.

A adogdo do e-learning também se beneficiou da iniciativa da Web 3.0 — a Web
Semantica. Os primeiros conceitos de Semantica na Web foram apresentados por Tim
Berners-Lee et al. (2001): “a Web Semantica ndao ¢ uma Web separada, mas sim uma
extensao da atual, na qual informag¢des ganham um significado bem definido, permitindo
que computadores e pessoas trabalhem melhor em cooperagao™.

Uma das vantagens da Web Semantica para este ambiente de aprendizado online,
¢ que ela permite a representacdo do conteido da Web de uma forma que ¢ mais
facilmente processavel por maquina e o uso de técnicas inteligentes para aproveitamento

dessas representagoes através do uso de metadados (ANTONIOU; HARMELEN, 2008).
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E importante ressaltar que, no cenario de alunos que tentam acessar materiais
instrucionais personalizados na Internet ¢ importante mencionar que, pela pobre
qualidade de anotacao de metadados destes materiais, eles sao retornados em ferramentas
de busca de forma imprecisa. Entdo sao recuperados como um conjunto de documentos
com potencial de serem interessantes, porém podem nao ser relevantes para o problema
de aprendizagem que o aluno busca resolver.

Com esta natureza disjuntiva dos resultados fornecidos pelos mecanismos de
pesquisa tradicionais, torna-se crucial fornecer aos alunos percursos de aprendizagem
adaptados que proponham uma sequéncia de recursos que correspondam aos seus
objetivos de aprendizagem. Desta forma, a sequéncia deve ser tal que cada novo
documento se baseie em conceitos que ja foram definidos em documentos anteriores
(CHANGUEL et al., 2015).

Para Ausubel (1963), o aluno consegue desenvolver um aprendizado significativo
de novos contetdos quando hé vinculagdo com os conceitos que o mesmo ja conhece, ja
estdo incorporados. O desafio ndo ¢ apenas tornar os materiais facilmente disponiveis na
Web, mas tornd-los utilizaveis de uma maneira que satisfacam os objetivos de
aprendizagem especificos de um determinado aluno que segue um determinado curso.

O problema de determinar um caminho de aprendizagem efetivo a partir de
conteudos de aprendizagem da Web depende da identifica¢do precisa do resultado, dos
conceitos de pré-requisito nesses documentos e de sua ordenacdo de acordo com essas
informagdes. No contexto desta dissertagdo, uma relacdo de pré-requisito descreve uma
relacdo bdésica entre conceitos em cognicdo, educacdo e em outras areas (LIANG et al.,
2015).

Um pré-requisito geralmente ¢ um conceito ou requerimento no qual se exige

conhecimento prévio antes que se possa aprender o proéximo conceito. Assim, quando
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uma pessoa esta apreendendo, organizando, aplicando ou gerando conhecimento, uma
relacdo de precedéncia existe como uma dependéncia natural entre conceitos nos
processos cognitivos para este aprendizado (LAURENCE; MARGOLIS, 1999).

Neste contexto de contetidos de aprendizagem, com necessidade e justificativa
para organizacdo da sequéncia de conteudo para melhor orientacdo na aprendizagem,
surgem alguns estudos com propdsito de pesquisa cientifica para entendimento das
relacdes de pré-requisito no contexto de aprendizagem e educagdo (BERGAN; JESKA,
1980), (OHLAND et al., 2004) e (VUONG et al., 2011).

Parte destas abordagens explora mais as relagdes léxicas entre itens
(MILLER,1995) e relagdes de entidade refinadas em bases de conhecimento (MINTZ et
al., 2009). Também ha abordagens que tratam o problema como uma extra¢do de relagdo
ou como um problema de previsao de links usando a tradicional técnica de aprendizagem
de maquina (TALUKDAR; COHEN, 2012) e (YANG et al., 2015).

Esforcos recentes neste tema de pesquisa tém sido feitos para consideragdo do
problema com foco em entender melhor as relagdes de pré-requisito sob a otica da relagdo
semantica na linguistica computacional (LIANG et al., 2015). Nesta abordagem, Liang et
al. (2015) propdem uma métrica baseada em uma teoria linguistica.

A teoria dos quadros semanticos (FILLMORE, 2006) coloca que, para entender
um conceito, ¢ necessario entender todos os conceitos relacionados em seu quadro
semantico. Para Fillmore (2006), um quadro semantico ¢ uma estrutura coerente de
conceitos relacionados, onde as relagdes tém a ver com a maneira cOmo 0s conceitos
ocorrem simultaneamente em situagdes do mundo real. O termo "quadro" da teoria se
refere a qualquer sistema de conceitos relacionados de tal maneira que, para entender
qualquer um destes conceitos, ¢ necessario entender toda a estrutura em que o conceito

se encaixa; quando um dos conceitos dessa estrutura ¢ introduzido em um texto ou em
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uma conversa, todos os outros conceitos sao automaticamente disponibilizados.

Ou seja, Fillmore (2006) considera que o conhecimento do quadro € necessario
para um conhecimento adequado das palavras referentes aos conceitos no quadro: uma
palavra ativa o quadro, destaca conceitos individuais dentro do quadro e frequentemente
determina uma certa perspectiva na qual o quadro ¢ visualizado. Por exemplo, para
entender a palavra vender, voc€ precisa ter conhecimento sobre a situacao da transferéncia
comercial. Isso inclui, além do ato de vender, uma pessoa que vende, uma pessoa que
compra, bens a serem vendidos, dinheiro ou outra forma de pagamento e assim por diante.
No exemplo de transagao comercial padrao, por exemplo, o conceito “venda” interpreta
a situagao da perspectiva do vendedor e “compra” da perspectiva do comprador.

Assim, a métrica de Liang et al. (2015), derivada da teoria dos quadros
semanticos, mede as relagdes de pré-requisito baseada na simples observagao do
aprendizado humano, ou seja, se para aprender um conceito A € necessario se referir ao
conceito B para muitos conceitos relacionados de A mas ndo vice-versa, entdo ¢ mais
provavel que B seja um pré-requisito de A do que A seja pré-requisito de B. Ou seja, a
métrica proposta por Liang et al. (2015), chamada distancia de referéncia (RefD —
Reference Distance), mede a extensdo na qual o conceito A requer o conceito B como um
pré-requisito A — calculando o quéo diferentemente os dois conceitos se relacionam um a
outro.

A métrica RefD ¢é promissora por apresentar bons resultados, mas como Liang et
al. (2015) afirmam, h4 oportunidades de melhoria e aprimoramentos na métrica através
da exploracao de diferentes representagdes semanticas e extracao de relagdes léxicas entre
os conceitos avaliados.

Nesta pesquisa, a métrica RefD foi modificada por meio do uso de estratégias de

cortes na entrada do calculo da formula, redug¢do do espaco vetor e diferentes formas de
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calcular a fun¢do de ponderacao apresentada originalmente pelos autores. A nova métrica
proposta nesta dissertacao foi denominada OP-RefD — Optimized Performance RefD — e

foi aplicada no grafo de conhecimento da DBpedia.

1.2. Problema

A identificacdo automatica das relagdes de pré-requisitos entre conceitos € um
tema de pesquisa que tem se ampliado em relagdao ao contexto de sua aplicacdo. Entre as
areas de sua utilizacdo, a educacional demostra um importante potencial (CHANGUEL
et al., 2015). Contudo, apresentando complexos desafios. O aumento da disponibilidade
de recursos de aprendizado on-line criou novas oportunidades para alunos independentes,
mas também aumentou a dificuldade de planejar um curso (SAY YADIHARIKANDEH
etal., 2019).

A identificacdo manual dessas relacdes de pré-requisito entre os recursos ou
conceitos de aprendizado ¢ cara em termos de tempo (SAY YADIHARIKANDEH et al.,
2019). Em um processo de conhecimento (trilha percorrida por meio de conceitos
interligados de um determinado assunto), de aprendizagem autonoma, a identificacdo das
relacdes de pré-requisitos entre conceitos € a base para um processo adequado de
aprendizagem (CHANGUEL et al., 2015).

No atual processo educacional, a estrutura¢do da sequéncia de contetido e da
relagdo de pré-requisitos entre conceitos tem se desenvolvido por meio da intervencao de
uma avaliagdo humana, de um especialista de dominio (como por exemplo, um professor
da tematica estudada). Entretanto, em um movimento de automatizagao deste processo de
identificacdo das relagdes de pré-requisitos entre conceitos sdo propostas solugdes, como
a RefD (LIANG et al., 2015).

Na literatura cientifica, trabalhos recentes resolvem este problema de previsao

automatica de pré-requisito entre conceitos utilizando técnicas de aprendizagem de
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maquina (LIANG et al., 2017), (MANRIQUE et al., 2018), (MANRIQUE et al., 2019),
(ROY et al.,2019), (SAYYADIHARIKANDEH et al., 2019), (ZHOU; XIAO, 2019).
Apesar de apresentarem alta eficacia nesta previsao, nao se preocupam com o elevado
tempo de processamento nas solugdes, aspecto importante a ser considerado para solugdes
online.

Uma das poucas propostas que resolvem o problema com algoritmos de calculos
simples ¢ o trabalho de Liang et al. (2015). A métrica RefD de Liang et al. (2015)
apresentou melhora nas medidas estatisticas em termos de precisao, recall e medida F1
no estudo comparativo realizado pelos autores com outro método que utilizava
aprendizagem de maquina.

Porém, os pesquisadores apontam a necessidade de extrapolar os contextos de
aplicagdo, tanto em relagdo ao dominio dos conjuntos de dados avaliados, quanto na
utilizacdo de outras bases de conhecimentos com representagdes semanticas mais
sofisticadas (além da Wikipedia, utilizada por eles). Também sdo apontadas
possibilidades de novas propostas de variacdes na métrica, utilizando tanto medidas que
avaliam relagdes semanticas entre os conceitos, quanto medidas que usam extracdes
automaticas de relagdes 1éxicas.

Logo, supde-se que um método adaptado, OP-RefD, modificado da original,
explorando um grafo de conhecimento que apresenta relacdes mais amplas entre seus
conceitos ampliard a capacidade de identificar automaticamente (sem intervengdo
humana) as relagdes de pré-requisito entre conceitos. Além disto, supde-se que estratégias
de cortes com redugdo do espago de entrada da formula da métrica otimizardo o tempo de
processamento da RefD, criando um método com um desempenho melhor em termos de
eficiéncia (tempo de resposta) nesta previsao.

Acredita-se que o desenvolvimento de uma métrica otimizada em termos de
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desempenho (tempo de resposta), sem perda de eficacia (medidas estatisticas) ¢ uma
contribuicao relevante para as areas que necessitam de uma identificagdo imediata dessas

relacdes em ambientes online.

1.2.1. Questao de Pesquisa

Para este trabalho, foi definida a seguinte questao de pesquisa — a qual estabelece

o escopo do estudo experimental.
RQ1: O método adaptado proposto encontra resultados melhores (em termos de medida
estatistica F1) em menor tempo de execucdo quando comparado ao método original ao
ser aplicado em uma estrutura de dados (grafo de conhecimento) mais amplo em termos
de existéncia de mais rela¢des estruturais entre conceitos?

Para a questdo, considerando a formula do RefD, existem possibilidades de
aplicacdo de diferentes fungdes de ponderacao na medicao da relagao entre os conceitos
ao se explorar as estruturas existentes no grafo. Outra possibilidade ¢ o desenvolvimento
de novas estratégias de corte das entradas usadas na formula do célculo, uma vez que o
grafo também traz uma quantidade maior de conceitos relacionados ao conceito em
avalia¢do, dos quais apenas os mais relevantes ao conceito avaliado nos interessam.

A expectativa € que as estratégias mencionadas para o método adaptado consigam
resolver o problema de previsdo automatica, com resultados melhores aos encontrados

pelo método original, porém consumindo menos tempo de execugao.

1.3. Objetivo

Este trabalho de pesquisa tem como objetivo desenvolver uma métrica
modificando a RefD de Liang et al. (2015) para a identificacdo automatica das relagdes
de pré-requisito entre conceitos.

Para atingir este objetivo, desenvolver-se-do estratégias de corte de entradas
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(reducao do espago de entrada) e diferentes formas de calculo do peso para o RefD. Para
verificacao dos resultados, serdo utilizados datasets conhecidos, com relagcdes de pré-
requisito entre conceitos previamente determinado por humanos. O célculo do RefD
original também serd submetido a testes usando o mesmo dataset, permitindo a
comparacao.

A intencdo € comparar experimentalmente o novo método proposto com a métrica
RefD de Liang et al. (2015) e avaliar os ganhos obtidos na previsdo automadtica das

relagdes de pré-requisito entre conceitos.

1.4. Método

Para o desenvolvimento desta pesquisa, a metodologia utilizada serd uma
abordagem experimental quantitativa. Na pesquisa quantitativa, os resultados podem ser
quantificados, a qual estd centrada na objetividade e recorre a linguagem matematica para
descrever as causas de um fendmeno, as relacdes entre variaveis (FONSECA, 2002).

Seguindo um rigoroso planejamento, a pesquisa experimental inicia as etapas de
pesquisa com a problematica e as hipdteses delimitando as variaveis do fendmeno
estudado (TRIVINOS, 1987). Consiste em determinar um objeto de estudo, selecionar as
varidveis que seriam capazes de influencid-lo, definir as formas de controle e de
observacdo dos efeitos que a variavel produz no objeto (GIL, 2007). A pesquisa
experimental seleciona grupos de assuntos relacionados, os quais sdo submetidos a
distintos tratamentos, verificando as varidveis e checando se as discrepancias observadas
nas respostas sdo estatisticamente significantes (FONSECA, 2002).

Com o objetivo de validar ou descartar as hipoteses e avaliar a proposta desta
pesquisa, foram realizados experimentos com a proposta de métrica — variagdes da
métrica RefD (LIANG et al., 2015) em um grafo de conhecimento e a posterior analise

quantitativa dos resultados obtidos. Nos experimentos, as variagdes ocorreram no
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desenvolvimento de estratégias de cortes para redugdo das entradas no calculo do RefD e
em diferentes formas de calculo da fun¢do de ponderacao utilizada na métrica.

Por fim, avaliar o quanto as variagdes citadas acima alteram o resultado em um
determinado dataset com relagdo de precedéncia de pares conceituais avaliados por
humanos. Desta forma, espera-se obter resultados mais proximos ao de um dataset

conhecido e com relagdes de pré-requisitos determinadas previamente por humanos.

1.5. Contribuicoes

Acredita-se que o resultado desta dissertagdo pode contribuir na resolugao de
problemas que necessitam previamente de uma identificagdo precisa da relacdao de pré-
requisitos entre conceitos, como por exemplo a recuperagdo de objetos educacionais
relevantes, bem como sugestdes de sequéncia de aprendizagem.

Acredita-se que a contribuigdo seja relevante, principalmente ao se considerar
ambientes online, os quais exigem um tempo de resposta imediato. Espera-se, entdo,
contribuir com uma melhor performance em termos de tempo de execucdo na avaliagdo
de relagdes de pré-requisito entre conceitos.

Assim, esta pesquisa analisa se ha perda de eficacia (precisdo dos resultados) e se
ha ganho de eficiéncia (tempo de processamento) quando um par conceitual ¢ avaliado

em relacdo a sua relagdo de precedéncia.

1.6. Organizaciao da Dissertaciao

Esta dissertacdo estd organizada em seis capitulos, sendo que o primeiro
compreende a introdugdo e sua temadtica, abordando o problema de pesquisa, o objetivo,
a metodologia e as contribui¢des da pesquisa.

Os demais capitulos do presente trabalho estdo organizados da seguinte forma: o

Capitulo 2 faz uma breve conceitualizagdo dos principais fundamentos envolvidos, além
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de apresentar alguns dos trabalhos relacionados; o Capitulo 3 descreve a solugdo
proposta; no Capitulo 4 sdo apresentados os experimentos realizados. O capitulo 5 trata
da analise dos resultados encontrados, enquanto no Capitulo 6 o trabalho ¢ finalizado e

sao apresentadas as discussdes das conclusdes e perspectivas futuras.
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2. FUNDAMENTACAO E

TRABALHOS RELACIONADOS

Neste capitulo sdao apresentadas a Wikipedia e a DBpedia, elementos
fundamentais para realizacao da investigacao das relagdes de pré-requisito entre conceitos
explorando relagdes em um grafo de conhecimento. Em seguida, sdo apresentados os
principais estudos relacionados ao tema desta dissertacao e que serviram de base para sua

construcao.

2.1. A Construciao do Conhecimento no Ciberespacgo

No atual contexto tecnoldgico, o ciberespago ¢ um territorio que possibilita aos
individuos desenvolverem uma rede de relacionamentos, independente das barreiras
geograficas, econdmicas, sociais, politicas e culturais (BICALHO; MORAIS, 2016). Um
espaco virtual no qual trafegam um volume exponencial de dados, informacdes e
conhecimentos.

O ciberespago desterritorializa o conhecimento € promove uma cultura de
coletividade, de compartilhamento, possibilitando aos individuos buscarem por
informacdes e aprender novos conhecimentos em um espago de inteligéncia coletiva
(LEVY, 2001). Contudo, o ciberespaco também fomenta a individualidade do individuo
em meio a uma cultura coletiva (LEVY, 2001).

No processo de aprendizagem, por exemplo, o individuo precisard buscar sua
trilha de informagdes e conceitos para alcancar novos conhecimentos (CHANGUEL et
al. 2015). Precisard buscar os conceitos que antecedem, que sdo pré-requisitos para a

aprendizagem de outros para, entdo, alcangar seus objetivos de estudo.
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Para Lévy (2001), a inteligéncia coletiva surge como uma sustentavel forma de
pensar por meio das conexdes sociais viabilizadas pela rede de individuos no ciberespaco
— na Internet. E neste ciberespaco ha contextos de producao coletiva do conhecimento

como a Wikipedia.

2.2. Wikipedia

A Wikipedia ¢ caracterizada como uma enciclopédia, em plataforma livre e online
na qual a todos os usuarios — leitores — € permitido a atualizacao de seu conteudo por
meio da inser¢do e atualizacdo de informacgdes, expressos por artigos (LASLIE, 2003).
Logo, a Wikipedia simboliza a moderna expressdo da producdo de conhecimento
coletivo.

De fato, esta plataforma traduz a inteligéncia coletiva dos dias atuais, uma vez que
¢ segmentada em diversos idiomas e cada um deles ¢ suportado por um unico subdominio
no dominio wikipedia.org. A Wikipedia, em sua ultima atualizacdo de estatisticas de abril
de 2020 conta com cerca de 309 idiomas ativos®. Em sua versdo em inglés, sio mais de
6 milhoes de artigos e mais de 140 mil usudrios ativos.

A Wikipedia faz parte do dia a dia de usuarios da Web. Um internauta, ao navegar
em uma ferramenta de busca procurando por algum conceito ou algum evento especifico,
frequentemente recebe, como uma das primeiras respostas, a pagina de um dos artigos da
Wikipedia que exibe a defini¢do do conceito buscado.

No entanto, nem sempre os usudrios tem o entendimento do significado do
conceito lendo todo o seu artigo da Wikipedia. Isso ocorre porque muitos ndo possuem
conhecimento prévio para entendé-lo. Neste cenario, torna-se necessario aos mesmos a

leitura prévia de algum conhecimento relacionado para ajuda-los a entender o contetido

! https://en.wikipedia.org/wiki/Wikipedia:Statistics
2 https://en.wikipedia.org/wiki/Wikipedia#Language editions
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do conceito (ZHOU; XIAO, 2019). Em contrapartida, este trabalho de compreender um
outro conceito relacionado pode ser facilitado pela propria estrutura da Wikipedia.

Isto acontece porque os artigos da enciclopédia sdo elaborados ndo apenas com
texto livre, mas também utilizando recursos estruturados disponiveis. Um deles ¢ a
existéncia de varios links que conectam palavras/conceitos a outros artigos da Wikipedia.

Assim, seu alcance e sua estruturagdo se apresentam como uma potente ferramenta
de conhecimento; e julgando pelo crescente nlimero de artigos na comunidade cientifica,
tem sido reconhecida como um recurso de escala e utilidade excepcionais (MEDELYAN
etal.,2009). Em seu artigo sobre a utilizagdo da Wikipedia através da extragao de relacdes
de pré-requisito entre seus conceitos, Zhou e Xiao (2019) apresentam diferentes frentes
de trabalhos cientificos nos quais os pesquisadores exploram a enciclopédia dentro deste
tema.

Entre os destaques estdo a utilizagdo dos artigos da Wikipedia na determinagdo da
ordem de aprendizado de materiais didaticos em cursos online através das relagdes de
pré-requisito (LIMONGELLI et al., 2015), (DE MEDIO et al., 2017). A utilizacdo dos
conceitos para anotar objetos de aprendizagem e de suas relacdes no auxilio para
identificacdo das relacdes de pré-requisitos entre os objetos de aprendizagem também
aparecem em alguns trabalhos. Outro tema de destaque em trabalhos sdo aqueles que
utilizam as relagdes de pré-requisitos conceituais da Wikipedia na criagdo de mapas
conceituais em materiais de aprendizagem, como cursos universitarios (YANG et at.,
2015), (LIANG et al. 2017) e livros didaticos (WANG et al., 2016), (WANG; LIU, 2016)
e MOOCs (PAN et al., 2017).

A abordagem proposta nesta dissertacdo ¢ um método adaptado para identificacao
automatica de pré-requisitos entre conceitos. A adaptacdo foi feita a partir da pesquisa

apresentada por Liang et al. (2015), os quais focaram a aplicacdo de seu método utilizando
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o vasto conhecimento coletivo disponivel sobre conceitos na Wikipedia. Para a adaptagao
proposta, fez uso de um grafo de conhecimento criado a partir da estrutura da Wikipedia

—a DBpedia.

2.3. DBpedia

A DBpedia ¢ uma base de conhecimento construida a partir das informacdes
estruturadas e multilingues obtidas da Wikipedia e publicada nos padrdes da Linked Data
e Semantic Web (LEHMANN et. al., 2015). Segundo Mendes et al. (2011), metade das
informagdes constantes na DBpedia sdo disponibilizadas no formato de ontologia
interdominios, com classes variadas e de diferentes granularidades.

A DBpedia tem como premissa o fornecimento de dados ¢ a capacidade de realizar
consultas — pesquisas no repositorio de dados da Wikipedia. Através destas, sdo extraidos
dados estruturados que podem ser utilizados pelos usudrios para responder consultas
expressivas. Estes dados, por sua vez, sdo extraidos de locais no dominio (e subdominios)
da Wikipedia, por meio de sentencas Resources Description Framework — RDF — um
arcabouco para representar informacdes na web (BERNERS-LEE et al.,, 2001).
Posteriormente, esses dados sdo expostos para consultas por meio de endpoints SPARQL
Query Language para RDF.

O processo de construgdo da DBpedia classifica as entidades existentes nos artigos
da Wikipedia de acordo com a DBpedia Ontology. Sendo uma ontologia multidominio, a
DBpedia Ontology (release 2016-10%), na versdo em inglés, descreve 6,6 milhdes de
entidades e um total de 18 milhdes de recursos na DBpedia — o que consiste em 13 bilhdes
de informagoes (triplas de RDF).

Na DBpedia Ontology os conceitos correspondem as categorias semanticas que

3 https://wiki.dbpedia.org/downloads-2016-10
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comumente sao requisitadas em tarefas de Named Entities Classification — NEC em niveis
superiores. Para Lehmann et al. (2015), a DBpedia ¢ dividida em quatro categorias:
Mapping-Based Infobox Extraction; Raw Infobox Extraction; Feature Extraction;
Statistical Extraction.

A DBpedia, versao semantica da Wikipedia, foi escolhida para os experimentos
por ser um grafo de conhecimento aberto, em constante evolugao e estendido por uma
comunidade global. Seu formato estruturado permite a extragdo de uma série de
informagdes entre conceitos, tais como relacionamentos ¢ todas as caracteristicas de
dados conectados abertos que podem ser explorados neste contexto de defini¢do de pré-
requisitos entre conceitos.

Além disso, sua capacidade e facilidade de extracdo de informacdes através da
realizacdo de consultas SPARQL nas sentencas RDF poderia impactar no desempenho do

tempo de execucdo na avaliacdo de pré-requisitos entre conceitos.

2.4. Relacgoes de Pré-Requisito entre Conceitos

Para Houaiss (2009), um requisito ¢ condicdo para se alcancar determinado fim;
logo, um pré-requisito, por associag¢do, ¢ uma pré-condi¢do para alcangar este fim. Por
outro lado, conceito ¢ a compreensdo que alguém tem de uma palavra, uma nogdo, uma
concepe¢do ou ainda, uma ideia sobre algo (HOUAISS, 2009).

Aplicado ao contexto da aprendizagem, um pré-requisito ¢ uma exigéncia a ser
cumprida, que se faz necessdria para avangar para uma nova etapa, ou seja, um conceito
que dependa de outro para sua compreensdo tem este outro como pré-requisito. Para
apreender o conceito C, por exemplo, € necessario passar primeiramente pelos conceitos

AeB.
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2.4.1. Distancia de Referéncia (RefD)

Desenvolvida por Liang et al. (2015), a métrica de distancia de referéncia (RefD),
tem como objetivo principal medir a extensao na qual o conceito A requer o conceito B
como um pré-requisito. Esta métrica projeta uma funcio f: C? > R que mapeia o par de
conceitos (4, B) para um valor real, onde C € o espaco conceitual. Assim, para definir
como um conceito ¢ representado no espaco conceitual C, foi utilizada a teoria de frame
semantico (FILLMORE, 2006).

De acordo com a teoria, ndo ¢ possivel entender um conceito integralmente sem
acessar todos os conhecimentos essenciais relacionados a ele. Tais conhecimentos podem
ser vistos como um conjunto de conceitos relacionados. Assim, um conceito poderia ser
representado por seus conceitos relacionados em C. Por exemplo, o conceito “Deep
Learning” pode ser representado por conceitos como “machine learning”, “artificial
neural network”, etc.

Uma rela¢do mais comum e observavel entre os conceitos ¢ uma referéncia, que
amplamente existe em varias formas, tais como hiperlinks, citacdes, notas etc. Embora
uma Unica evidéncia de referéncia ndo indique uma relagcdo de pré-requisito, um grande
nimero dessas evidéncias pode fazer diferenca (LIANG et al., 2015).

Por exemplo, se a maioria dos conceitos relacionados de A se referem a B, mas
poucos conceitos relacionados de B se referem a A, entdo € mais provavel que B seja um

pré-requisito de A e ndo o contrario — como mostrado na Figura 1.
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Figura 1: Estrutura de referéncia entre conceitos — B € pré-requisito de A

Information Information )
Management Retrieval Algorithm

Fonte: Adaptado de (LIANG et al., 2015).

Discret
Mathematics

Para medir relagdes de pré-requisito, foi definida uma fun¢do de pré-requisito,

denominada distancia de referéncia - RefD:

i'(=1 r(c;, B).w(c;, A) B Ziler(ci,A). w(c;, B)

RefD(A,B) =
 w(c, 4) *  w(c, B)

(2.1)
Onde:

o ( ={cy,Cy, ..., Cr} € 0 espago conceitual
e w(c;, A) pondera a importancia de c;, para A

e 7(c;,A) ¢ um indicador de referéncia, que mostra se c; refere-se a A, que
podem ser links na Wikipédia, mencdes em livros, citagdes em artigos etc.

e K ¢ o nimero total de conceitos no espaco conceitual
Assim, para colocar em pratica o calculo do Ref D ¢ preciso:

e Especificar o espago conceitual C;
e Especificar o peso w;

e Definir a fun¢ao do indicador de referéncia r;
Os intervalos de valores possiveis calculados pela RefD sdo demonstrados na
formula a seguir:
(6,1] se B é pré — requisito de A
RefD(A,B) € {[—0,0] ,se ndo harelacio de pré — requisito entre Ae B (2.2)
(-1,-9], se A é pré — requisito de B
Onde 8 € um threshold (valor limite) positivo, definido pelos autores como um

ponto de corte para capturar as trés possibilidades de relagdes de pré-requisito entre um
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par conceitual. Para melhor ilustrar, a interpretacdo da funcao Distancia de Referéncia

para avaliacdo da relagao de pré-requisito entre os dois conceitos ¢ exibida na figura 2.

Figura 2: Interpretagdo do intervalo de valores calculados por RefD

Sem relacdo de
pré-requisito

entre
| | AebB | |
-1 — f Bé 1
pré-requisito
deA

Fonte: Adaptado de (LIANG et al., 2015).

2.5. Trabalhos Relacionados

No que se refere a tematica desta pesquisa, ha diversos trabalhos que aplicam a
aprendizagem de maquina para identificar as relagdes de pré-requisitos entre os conceitos.
Sao estas relagcdes que permitem estruturar, de forma adequada, a trilha de aprendizagem
de um aluno, em outras palavras, viabilizando uma possivel automacao. Os trabalhos aqui
elencados fundamentam-se nessa premissa pré-requisitos entre conceitos.

Manrique et al. (2019) apresentam o uso de aprendizagem de maquina em seus
experimentos, apontando que seu método supera o RefD (LIANG et al., 2015) aplicado
aos mesmos datasets. Entretanto, a utilizagdo de métodos de aprendizagem de maquina
possui um grande obstaculo — o tempo de processamento —, que geralmente € superior a
outros métodos. Em um processo de e-learning, por exemplo, o tempo de processamento
para a estruturacdo da trilha de conhecimento ¢ crucial. Tendo este aspecto em foco, nesta
pesquisa optou-se por otimizar o método RefD (LIANG et al., 2015) para obter melhor
desempenho na identifica¢do das relacdes de pré-requisitos entre conceitos.

Além disto, a escolha em adaptar o método RefD de Liang et al. (2015) — ao invés
do método proposto por Manrique et al. (2019) —, se deve ao fato do RefD se basear em
um calculo simples, com o potencial de apresentar melhores tempos de processamento
em relacdao aos métodos de aprendizagem de maquina.
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Talukdar e Cohen (2012) propdem uma abordagem que possibilita aos leitores,
alunos, a compreensao de materiais técnicos complexos por meio de métodos estatisticos.
Estes métodos modelam uma estrutura de pré-requisitos de um corpus, ou seja, o impacto
semantico que os documentos terdo no estado de conhecimento do individuo (aluno). Para
isto, os pesquisadores utilizaram aprendizagem de maquina para prever a estrutura de pré-
requisitos ndo apenas em relagdo ao texto de um documento, mas também aos dados
gerados por crowdsourcing, como hiperlinks e logs de edigdo. Os experimentos utilizaram
a Wikipedia como corpus e sugerem que, embora ndo seja 0bvio que essa tarefa seja
viavel, existem features relativamente confidveis para prever a estrutura de pré-requisitos
usando métodos padrao de aprendizado de méaquina. Os autores demonstram grande
potencial em seu método e novas possibilidades de expansao da pesquisa.

Para Changuel et al. (2015), o objetivo de qualquer sistema de tutoria ¢ o de
fornecer recursos que se adaptem ao individuo/aluno em relagdo ao seu conhecimento
prévio. Em seu trabalho, apontam o desafio de fornecer ao aluno uma trilha de
documentos adequada, de forma que cada novo documento se baseie em conceitos ja
definidos nos documentos anteriores.

Assim, Changuel et al. (2015) descrevem um método de anotagdo de conceito que
se baseia em técnicas de aprendizagem de maquina para prever a classe de cada conceito
- pré-requisito ou resultado - com base em informagdes contextuais e recursos locais. A
partir da categorizagdo, os autores estabelecem um sequenciamento automatico de
recursos baseado na relagdo de precedéncia entre os recursos de aprendizagem.

Os resultados apontados pelos pesquisadores mostram consisténcia do
sequenciamento proposto em relagdo a tabela verdade fornecida pelo autor do contetdo
online (CHANGUEL et al., 2015). O trabalho apresenta importantes conceitos da

constru¢do do conhecimento. Contudo, sua posposta ndo considera a utilizacdo em
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ambientes online que exigem tempo de resposta imediato.

Gasparetti et al. (2015) apresentam uma abordagem para auxiliar os professores
na definicdo das relagdes de pré-requisito entre Objetos de Aprendizagem (Learning
Objects — LO). Para tanto, utilizam técnicas de aprendizagem de maquina de analise
semantica que identificam na Wikipedia conceitos relevantes em cada LO. Gasparetti
et.al. (2015) escolhem um conjunto de caracteristicas para explorarem o contetudo ¢ a
estrutura da Wikipedia. Os resultados apresentados pelos autores mostram boa precisdo
quando sdo utilizados os conteudos em texto da Wikipedia, mas baixa precisdo quando
sao utilizadas caracteristicas estruturais da Wikipedia.

Ao fim, os pesquisadores sugerem que o uso de projetos de dados conectados
abertos, tais como a DBpedia (LEHMANN et al., 2015), Freebase (BOLLACKER et al.,
2008) ou Yago (HOFFART et al., 2013) poderia enriquecer seus experimentos com
resultados mais precisos, uma vez que proporcionam consultas a relacionamentos
semanticos e propriedades associadas aos artigos da Wikipedia. Uma outra vantagem,
segundo os autores, seria o acesso as informagdes relevantes de maneira mais eficaz
(GASPARETTI et al., 2015). Assim como outras pesquisas, também nao consideram a
demanda no tempo de processamento que a aprendizagem de maquina exige para retornar
um alto grau de precisdo.

Liang et al. (2015) apontam que uma relacdo de pré-requisito tem a finalidade de
descrever uma relacdo entre conceitos em cogni¢ao, educacdo e em diversas areas.
Contudo, na linguistica computacional as relagdes semanticas carecem ser melhor
estudadas. Logo, os pesquisadores investigam o problema de mesurar as relagdes de pré-
requisito entre conceitos e, consequentemente, propdem uma métrica simples baseada em
link, distancia de referéncia — RefD. Esta métrica modela a relagao medindo a diferenga

entre dois conceitos. Para sua validagdo, dois conjuntos de dados (sete dominios)
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possibilitaram demostrar a singularidade da métrica, uma vez que o método baseado em
desempenho superou os métodos existentes baseados em machine learning, aprendizado
supervisionado. Os testes foram realizados, baseados na Wikipédia por meio de duas
estratégias de ponderagao: EQUAL e TFIDF. Por fim, os autores sugerem a aplicacdo do
RefD em outros contextos e sugerem a mensuracdo das relagdes de pré-requisito ou
ordens de leitura entre livros didaticos, além de sugerir ainda a possibilidade de
incorporagdo do RefD nos modelos de sistemas supervisionados para aumentar a
acurdcia.

Liang et al. (2017) investigam meios para recuperar relacdes de pré-requisito
(relagdes de dependéncia) dos cursos nas universidades que participaram do experimento.
O modelo proposto infere os pré-requisitos do curso através da constru¢do de um grafo
conceitual das dependéncias observadas do curso, em vez de extrapolar os pré-requisitos
para pares de conceitos dos cursos, como no trabalho anterior (LIANG et al., 2015). Para
avaliar o problema de pesquisa, os pesquisadores criaram um conjunto de dados real para
estudar empiricamente esse problema. Este conjunto ¢ formado por uma lista de cursos
de Ciéncia da Computagdo de 11 universidades dos Estados Unidos e de seus pares de
conceito com rétulos de pré-requisito.

A diferenga para o trabalho anterior (LIANG et al., 2015), ¢ que o novo método
proposto em 2017 ¢ baseado em aprendizagem de maquina ndo supervisionada. Este ¢ o
ponto chave que justifica a escolha desta dissertagdo em explorar solugdes baseadas na
primeira proposta de Liang et al. (2015) para resolugdo do problema. O interesse na
métrica de Liang et al. (2015) se da justamente por ser um calculo com melhor potencial
a ser utilizado em ambientes online, uma vez que, por se tratar de um célculo
computacionalmente simples, ndo tem o alto custo de tempo de processamento como em

solucdes de aprendizagem de maquina.
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Manrique et al. (2018) desenvolveram uma pesquisa acerca das estratégias
automaticas que poderiam ser utilizadas para estabelecer relagdes de precedéncia entre
recursos de aprendizagem. A andlise apresentada verificou dois recursos de aprendizado
analisando pré-requisitos entre os conceitos abordados pelos recursos de aprendizagem
para estimar precedéncia da relacdo. Os resultados experimentais demonstraram a
possibilidade de identificar a relagdo de precedéncia entre os recursos de aprendizagem
por meio da identificacdo automadtica de relagdes de pré-requisito entre conceitos. O artigo
foca em métodos de aprendizado de maquina para medir a relagdo de pré-requisitos entre
conceitos.

Em outro trabalho, Manrique et al. (2019) abordam sobre as especificidades do
problema da identificagdo de pré-requisitos conceituais para fornecer corretamente o
conhecimento basico necessario para compreensao de um conceito particular. Para tanto,
os pesquisadores exploram o grafo de conhecimento da DBpedia e suas relacdes
semanticas com a finalidade de encontrar conceitos candidatos para um conceito-alvo. A
abordagem utiliza algoritmos de aprendizado supervisionado que avalia e gera uma lista
de pré-requisitos para o conceito de destino. Na validacdo, a precisdao final obteve
resultados promissores, os quais variaram entre 83% e 92,9%, principalmente variando
em relagdo a configuragdo do parametro do método de corte.

Contudo, por mais que os resultados em ambos os artigos de Manrique et al. (2018
e 2019) sejam promissores, as propostas de solucdo para a automacao da aprendizagem
utilizando algoritmos de aprendizagem de méquina sdo custosas em termos de tempo de
processamento. Este tipo de solugdo inviabiliza sua aplicagdo em ambientes online, pois
a constru¢do dindmica e autdnoma da trilha de conhecimento do aluno exigiria um maior
poder de processamento e demandaria tempo elevado.

Sayyadiharikandeh et al. (2019) apontam sobre a grande disponibilidade de
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recursos de aprendizado em plataforma online e a oportunidade de independéncia por
parte do aluno na busca por conhecimento. Os pesquisadores propdem um método para
identificacao de relagdes de pré-requisito baseado em dados que ocorrem naturalmente -
os padroes de navegagdo dos usudrios na Wikipedia. Utilizam uma abordagem de
aprendizado supervisionado com o treinamento de classificadores, os quais possibilitam
perceber que a estrutura de rede de navegacdo pode ser usada para identificar
dependéncias entre conceitos em varios dominios.

Roy et al. (2019) apresentam um método de aprendizado supervisionado
(PREREQ) para inferir as relacdes de pré-requisito de conceito. O método foi projetado
utilizando representacdes latentes de conceitos obtidos do modelo Pairwise Latent
Dirichlet Allocation e de uma rede neural baseada em Siamese Network Architecture, o
qual permite aprender pré-requisitos de conceito desconhecido dos pré-requisitos do
curso e pré-requisito do conceito ja rotulado. Segundo os pesquisadores, PREREQ supera
as abordagens de ponta em conjuntos de dados de referéncia e pode aprender efetivamente
com muito menos dados de treinamento, além de poder utilizar lista de reproducao de
videos nao rotuladas para aprender.

Zhou e Xiao (2019) apresentam um método para identificagao de relagdes de pré-
requisitos entre conceitos com experimentos em oito conjuntos de dados (inglés e chinés)
da Wikipedia. Para desenvolver seu método, os pesquisadores criaram quatro grupos de
recursos (baseados em link, categorias, conteudo e tempo) com a finalidade de prever as
relacdes de pré-requisito entre os pares de conceito. Posteriormente, coletaram os
conceitos de ambos datasets (inglés e chinés) da Wikipedia e construiram oito conjuntos
de dados (para treinamento e teste) composto de centenas de pares de conceitos. Segundo
os pesquisadores seu método supera os métodos existentes de aprendizagem de pré-

requisito.
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Nestes ultimos trés artigos, de Sayyadiharikandeh et al. (2019), Roy et al. (2019)
e Zhou e Xiao (2019), também sao apresentados resultados promissores para o problema.
Contudo, diferentemente da abordagem desta pesquisa, nenhum deles considera nos
estudos a questdo do tempo de processamento necessario para a utilizagao destes métodos.
Como mencionado, o tempo de processamento ¢ crucial em ambientes online (ao se
considerar, por exemplo, ferramentas de busca ou repositorios de objetos de
aprendizagem, onde a disponibilidade de conceitos tem uma escala maior, com projecao
de crescimento exponencial).

Ao se pensar em e-learning, na constru¢do de conhecimento por meio de
plataforma digital, o fator tempo/espera de processamento e custo de processamento
devem ser levados em consideragdo. Nos trabalhos anteriormente mencionados, com
exce¢do do trabalho apresentado por em Liang et al. (2015), essa premissa ¢

desconsiderada.
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3. DISTANCIA DE REFERENCIA

MODIFICADO - OP-RefD

Este capitulo tem o objetivo de descrever como foi a condugdao da solugdo
proposta desenvolvida para o problema apresentado e para testar a hipotese desta
dissertacdo. A secdo 3.1 descreve sucintamente a forma como a métrica genérica RefD
foi criada por Liang et al. (2015) e especializada no contexto da Wikipedia, enquanto as
demais segOes tratam de como a métrica foi utilizada no contexto da DBpedia e as
modificagdes realizadas neste trabalho com intengdo de explorar as relagdes entre

conceitos existentes no grafo da DBpedia.

3.1. Implementag¢io do RefD Original Usando a Wikipedia

Como uma enciclopédia aberta, amplamente utilizada, a Wikipedia fornece
conhecimento relativamente atualizado e de alta qualidade (GABRILOVICH;
MARKOVITCH, 2007). Além disso, os hiperlinks criados pelos editores da Wiki
fornecem uma maneira natural de calcular a funcdo do indicador de referéncia. Sendo
assim, quando Liang et al. (2015) propuseram a métrica geral RefD, a especificaram
utilizando a Wikipedia para testar sua validade.

Logo, a implementagdao foi realizada considerando o espaco conceitual C
consistindo em todos os artigos da Wikipédia. O indicador de referéncia r(c, A) representa
se existe um link do artigo ¢ da Wiki para o conceito A. Para o calculo da fung@o de peso

w(c, A) foram experimentados dois métodos de calculo:
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e EQUAL — o peso de um conceito ¢ para o conceito A € representado pelos
conceitos conectados a ele L(A) com pesos iguais. Peso 1, se ha ligagdo e peso
0, se ndo ha.

w@@={tiéﬁ% 3.1)

e TFIDF - o peso de um conceito ¢ para o conceito A ¢é representado pelos
conceitos conectados a ele L(A) com pesos TFIDF:

N
tf(c, A) * log O ¢ €L(A) (3.2)

0 ¢ ¢ L(A)

w(c, A) =

Onde:

e tf(c,A): nimero de vezes que c esta relacionado a A;
e N:numero total de artigos da Wikipedia;
e df(c): nimero de artigos da Wikipedia em que ¢ aparece;

Dentre os dois métodos de peso utilizados pelos autores, o TF-IDF apresentou

melhores resultados de métricas estatisticas nas avaliagdes realizadas.

3.2. Implementacido do OP-RefD Usando a DBpedia

A estratégia adotada foi testar diferentes funcdes de corte — ou seja —, formas de
diminuir o nimero de conceitos do espago conceitual C, os quais sdo a entrada para o
calculo da distancia de referéncia, assim como proposto em (MANRIQUE et al., 2019).
E importante citar que, para o desenvolvimento da experimentacio desta pesquisa, foram
necessarias algumas adaptacdes no céalculo da métrica RefD para sua utilizagdo na
DBpedia.

Para adaptacdo do RefD, a implementagdo proposta do OP-RefD leva em
consideragdo que a fun¢do de ponderagdo w(c,A) tem como entrada os conceitos
vizinhos comuns no grafo da DBpedia, enquanto a fun¢do indicador de referéncia r(c, A)
representa se existe um caminho (uma tripla) de propriedade entre o destino e conceitos
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conectados a ele.

Desta forma, para a fun¢do do indicador de referéncia, r(c;, B), considerando o
conceito B avaliado, sdo recuperados todos os conceitos c; distintos que apontam para B
através de uma propriedade p;. A figura 3 ilustra um exemplo para melhor entendimento.

A figura 3 também pode ser usada para justificar a ideia por trads da fungdo de
corte. Neste exemplo vemos alguns conceitos ¢; que sao considerados no calculo do OP-
RefD. Intuitivamente, percebe-se que o conceito “Pedro Nunes” tem muito menos
relevancia, semanticamente, para a avaliacdo dos conceitos que sdo pré-requisito do
conceito avaliado “Mathematics”, uma vez que indica se tratar de um nome proprio
relacionado ao artigo, e ndo de um conceito em si. Analisando exemplos reais extraidos
da estrutura do grafo da DBPedia, verifica-se que aqueles conceitos vizinhos
considerados na formula que ndo tem muita relagdo semantica podem contribuir

negativamente na assertividade do resultado do calculo.

Figura 3: Exemplo da fung¢ao de indicador de referéncia no grafo da DBpedia

Ci Pi B

Concrete
Mathematics

Mathematical
Programming

<academicDiscipline>

—>| Mathematics

<o¢:<:upamm>

Pedro
Nunes

Fonte: Propria.
Desta forma, acredita-se que a estratégia de corte, com diminui¢do do espago
conceitual de entrada, seja adequada para aumentar a assertividade na identificacdo

automatica de pré-requisitos entre conceitos, pois eliminariam os conceitos que nao tem
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muita relacdo com o conceito em avaliacao.

Para a funcdo de peso, w(c;, A), considerando o conceito A avaliado, sdo

recuperados todos os conceitos c; relacionados a A através de uma propriedade g;. Na

pratica, a parte do numerador dentro da formula (2.1) do RefD (fun¢ao peso multiplicada

por funcdo de indicador) se constitui dos conceitos c¢; para os quais A aponta através

uma propriedade q;, € que sejam comuns com o0s conceitos ¢; relacionados a B através

de

de

uma propriedade p;, ou seja, conceitos vizinhos em comum entre A e B. A figura 4 ilustra

um exemplo para melhor entendimento. A func¢ao de corte visa diminuir o tamanho desse

espaco conceitual — a quantidade de conceitos entre A ¢ B — conforme delimitado pela

elipse vermelha indicada na figura 4.

Figura 4: Exemplo do relacionamento entre a funcdo indicador e funcdo de peso no
grafo da DBpedia

A Qi Ci pi B

Software

funcdo indicador
Architecture

S e
Wi, .
/r/,oage W, dereferéncia
/A'/Z /',7 n
AN

< wikiPageWikiLink >
Algorithm

Software
Engineering

Edsger W.
Dijkstra

Computer
Science

Fonte: Propria.

Para melhor ilustrar as especificidades da aplicacdo do RefD nas duas diferentes

bases de dados, a tabela 1 traca um paralelo do que representa cada elemento nas

implementagdes da distancia de referéncia na Wikipedia versus na DBpedia.
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Tabela 1: Comparativo dos elementos do RefD na Wikipedia versus DBpedia.

Elemento do RefD

Wikipedia

DBpedia

C: espago Conceitual

todos os artigos da Wikipedia

todos os recursos da DBpedia

(http://dbpedia.org/resource/)

r(c;, A): fungdo indicadora de

referéncia

diz se ¢; refere-se a A

hiperlinks avangados criados

pelos editores da Wiki

diz se existe um link entre o

artigo ¢; para o artigo A

arestas do grafo da DBpedia

diz se existe liga¢do no grafo da
DBpedia de alguma propriedade

do recurso ¢; para A

w(c;, A): fungdo peso

Implementados pesos EQUAL e

TF-IDF

Implementados pesos EQUAL,

TF-IDF, e outros discutidos nas

diz a importéncia de c; para A . .
proximas subsegoes

Fonte: Propria

As adaptacdes realizadas, necessarias para a experimentacdo, basearam-se nas

caracteristicas da DBpedia e de sua estrutura de grafo de conhecimento.

3.2.1. Adaptacdes no Calculo do OP-RefD usando a Fung¢ao de Corte

A func¢do de corte visa diminuir os conceitos ¢; comuns entre a fun¢do indicador
de referéncia do conceito B, r(c;, B), e a fungdo de peso com o conceito 4, w(c;, A), das
partes dos numeradores da fragdo da férmula (2.1) do calculo do RefD. Para tanto,
considera apenas aqueles ¢; comuns que, quando comparados com o conceito A usando
alguma funcdo de similaridade entre conceitos, estdo acima de um threshold, um limiar
minimo de semelhanga.

Este limiar ¢ determinado experimentalmente, de forma a maximizar o valor da
medida F1 (mais detalhada na secao 5.1), entre cada um dos conceitos ¢; € A (numerador
da primeira parte da formula), e semelhanga entre cada um dos conceitos ¢; ¢ B
(numerador da segunda parte da formula). A figura 5 exemplifica uma situacao de corte,
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ilustrando os conceitos entre o par conceitual Information Management (A) e Artificial
Intelligence (B) — este ultimo suprimido da imagem.

Figura 5: Exemplo do impacto de uma funcdo de corte no calculo do OP-RefD

Technology
Information
Management
Data
Management

Durante a avaliagdo de pré-requisito entre o par conceitual mencionado, o

Fonte: Propria.

esquema exibe a estrutura da funcdo de peso aplicada ao conceito Information
Management, destacando o valor do peso de cada aresta dos conceitos para os quais este
conceito A aponta. O conceito Commodity, antes considerado no calculo da funcio de
peso, como um dos conceitos ¢; para os quais o conceito Information Management
aponta, quando aplicada uma fun¢ao de corte, ndo foi computado no célculo do OP-RefD.
Assim, o modulo desenvolvido para avaliagcdo da func¢ao de corte, retirou os ¢; do espago
conceitual C’ considerado para o OP-RefD modificado, calculado apos corte.

A seguir, serdo descritos os diferentes métodos de calculo testados tanto como
método de funcdo peso quanto como método de fungdo de corte para diminuicdo do

espago conceitual dos conceitos em comum considerados no RefD.

3.2.2. Frequéncia TF-IDF da Propriedade

Analogamente a fun¢do de peso TF-IDF (abreviagdo do inglés term frequency-
inverse document frequency) adotada e contextualizada por Liang et al. (2015), foi
pensada uma outra funcdo baseada em frequéncia, porém ao invés de considerar a

frequéncia dos conceitos em comum, considerou-se a frequéncia da propriedade que
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conecta os conceitos.

Originalmente o TF-IDF ¢ uma medida estatistica que indica a importancia de
uma palavra em um documento em relacdo a uma colecdo de documentos ou corpo
linguistico. A ideia por tras desta medida ¢ que os termos mais frequentes em um
documento sdo mais importantes, pois podem ser maiores indicativos do topico do
documento. Esta métrica ¢ muito utilizada como uma medida de ponderagdo em
aplicagoes de recuperagao de informagdes e mineragao de dados.

Assim, foi desenvolvida a fun¢do TF — IDE,,,, para medir a importancia da

propriedade (aresta no grafo DBpedia) que liga os conceitos c¢; conectados entre A ¢ B —

conceitos avaliados.

N
tf (p, A) = log @) p € L(A)
0 p € L(A4)

TF — IDFyrop (0, A) =

Onde:

e tf(p, A): nimero de vezes que p esta relacionado ao conceito 4;
e N: numero total de propriedades (arestas) no grafo da DBpedia;

e df(p): nimero de conceitos da DBpedia em que p aparece;

3.2.3. Levenshtein — Distancia Minima de Edicao

Nas areas de teoria da informacgdo, linguistica e ciéncias da computacdo, a
distancia de Levenshtein ¢ uma métrica usada para calcular a distancia de edicdo entre
duas strings (sequéncia de caracteres). Sendo assim, a distdncia de Levenshtein
(LEVENSHTEIN, 1966) pode ser usada para medir a similaridade entre duas palavras e
consiste no numero minimo de edigdes de um caractere (insergdes, exclusdes ou
substituigdes) necessarias para transformar uma palavra em outra, conforme demonstrado

na figura 6. Desta forma, quanto maior a distdncia de Levenshtein, menor a similaridade
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entre duas palavras.

Figura 6: Exemplo de operagdes possiveis no calculo da distancia de edi¢do entre duas

strings
shine
rain shine tshine
sain rhine trhine
shin raine traine
v shine yrain vy train
insergéo <> substituicio exclusao

Fonte: Baseado na Devopedia 2019 .

A distancia de Levenshtein LD (A4, B) entre dois conceitos A ¢ B tem um valor
maximo igual ao comprimento do conceito com maior nimero de caracteres entre os dois
conceitos entrada, ou seja, ndo pode ficar pior que isso. Portanto, para comparacido da
distancia de edic¢ao, foi considerado um indice de similaridade normalizado, onde valores
proximos a 0 indicam que os conceitos ndo sdo muito similares e valor igual a 1 ¢ para
palavras iguais. Assim, a distancia normalizada LD,,,,, (4, B) entre dois conceitos A ¢ B
pode ser definida como:

LD(A, B)
max [len(A), len(B)]

LDnorm(A’B) =1-

Onde,

e len(A): nimero de caracteres que formam o conceito A;
e max [len(A), len(B)]: maior valor entre len(A) e len(B);

3.2.4. Similaridade Semantica — Word2VEC
A similaridade semantica entre palavras/termos, sentengas ou documentos, ¢ uma
métrica definida sobre um conjunto de termos ou documentos que mede o quanto um

termo ¢ semelhante a outro em relagdo ao seu significado ou contetido semantico. Neste

4 https://devopedia.org/levenshtein-distance
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trabalho, para avaliar o quanto um conceito ¢ similar a outro, como func¢ao de peso ou
corte no calculo do RefD, foi utilizada a biblioteca spaCy".

O spaCy ¢ uma biblioteca de software de codigo aberto para processamento
avangado de linguagem natural, escrita nas linguagens de programagao Python e Cython
e, dentre outros métodos, possui a capacidade de realizar avaliagdo de similaridade
semantica entre termos. Diversos trabalhos cientificos recentes comprovam a eficiéncia
desta biblioteca para esta finalidade (PAWAR, 2018), (GAO et al., 2019), (ZHU;
IGLESIAS, 2018), (VAKARE et al., 2019), (LALA et al., 2019), (SCHMITT et al.,
2019), o que justifica a escolha deste caminho como uma possibilidade de maximizar os
resultados da medida modificada de distancia de referéncia entre pares de conceitos.

A biblioteca utilizada carrega um modelo de vetores de palavras gerado usando o
algoritmo Word2Vec (MIKOLOV et al., 2013). Resumidamente, o Word2Vec ¢ um grupo
de modelos relacionados que sdo usados para produzir word embeddings (incorporagao
de palavras), em que termos do vocabulario sdo mapeadas para vetores de nimeros reais.
Conceitualmente, envolve uma incorporacdo matematica de um espago com muitas
dimensdes por palavra para um espago vetorial continuo com uma dimensao muito menor.

Foi utilizado o modelo spaCy en_core web Ig (HONNIBAL; MONTANI, 2017).
Este modelo spaCy pré-treinado fornece vetores GloVe de 300 dimensdes com cerca de
um milhdo de palavras no idioma inglés®.

O método utilizado da spaCy faz o célculo da similaridade semantica entre tokens
como um valor entre 0 e 1 — calculado através da similaridade do cosseno entre os vetores
gerados para cada conceito. Para dois conceitos comparados, quanto mais proximo de 1
for a pontuagdo semantica retornada, mais semelhante ¢ um conceito do outro. Quanto

mais proximo de 0, mais distinto ¢ um conceito do outro.

3 https://spacy.io/
6 https://spacy.io/usage/vectors-similarity
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4. AVALIACAO DO OPTIMIZED

PERFORMANCE RefD (OP-RefD)

Este capitulo tem o objetivo de descrever o estudo experimental com o intuito de
avaliar os diferentes métodos propostos como variagdes para fungdes de peso e de corte
e aplicagdo no calculo da distincia de referéncia. Os métodos de peso gerais criados por
Liang et al. (2015) foram também implementados utilizando a DBpedia para serem

comparados as func¢des diferenciadas criadas.

4.1. Datasets Avaliados

Na investigacdo da questdo de pesquisa, para verificar a influéncia das fungdes de
peso e de corte no calculo do RefD e testar a validade das diferentes versdes do OP-RefD,
foram utilizados dois conjuntos de dados de pares de conceitos — datasets com a relag@o
de precedéncia ja definidas.

Para avaliacdo do impacto das fung¢des descritas no capitulo 4, os dois datasets
utilizados foram os mesmos aplicados por Liang et al. (2015) em sua abordagem para
implementacio do RefD original: O dataset RefD20157 (LIANG et al., 2015) e o dataset
UCD® — University Course Dependencies (LIANG et al., 2017). Posteriormente,
Manrique et al. (2018) fazem uso destes datasets para seus experimentos, entretanto, com
a aplicacao de técnicas de aprendizagem de maquina.

O dataset RefD2015 ¢ um conjunto de dados composto por pré-requisitos

relacionados a cursos. Foi construido com a ajuda de informagdes disponiveis no site do

7 Dataset 1 <https://github.com/harrylclc/RefD-dataset>
8 Dataset 2 < https://github.com/harrylclc/eaail 7-cpr-recover>
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curso de uma universidade contendo relagdes de pré-requisito entre os cursos.

Os pares conceituais de pré-requisitos foram obtidos rastreando o site com uma
ferramenta web scraper. Em seguida, os cursos foram vinculados aos artigos da
Wikipedia usando regras simples, como correspondéncia de titulo e similaridade de
conteudo. Todos os pares conceituais foram verificados e ajustados manualmente por dois
especialistas de dominio para remogao de pares com rotulos incorretos.

Para obten¢do de exemplos negativos na relacdo entre os conceitos, foram
amostrados aleatoriamente 600 pares usando conceitos que aparecem nos pares de pré-
requisito. Este primeiro dataset consiste em dois dominios: Math e CS (Computer
Science). A tabela 2 exibe as estatisticas do dataset RefD2015 exibindo o quantitativo de
pares conceituais avaliados e a quantidade de pares conceituais com relagdo de pré-
requisito encontrados entre eles.

Tabela 2: Estatisticas do Dataset RefD2015

Dataset Dominio # Pares # Pré-requisitos
CS 678 108
RefD2015
MATH 658 75

Fonte: Baseado em Liang et al. (2015).

O dataset UCD — University Course Dependencies — ¢ um conjunto de dados
composto de pré-requisitos criado por Liang et al. (2017) com base em dados coletados
de onze universidades dos Estados Unidos, de cursos com foco em ciéncia da computagao
ou departamentos semelhantes a ciéncia da computagao.

Foi desenvolvido através de uma ferramenta web scraper executada para extrair
as dependéncias de disciplinas de curso dos catalogos on-line destas universidades. Apds
a coleta das informagdes de descricdo do curso, foram aplicadas ferramentas automaticas

para extracao de conceitos da Wikipedia. O dataset UCD ¢é composto por um dominio
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unico — Computer Science — € suas estatisticas, conforme tabela 3, sao exibidas a seguir.

Tabela 3: Estatisticas do Dataset UCD

Dataset Dominio # Pares # Pré-requisitos

uCDh CS 1685 1004

Fonte: Baseado em Liang et al. (2017).

Para exemplificar, a tabela 4 exibe alguns exemplos de um dos datasets avaliados
experimentalmente nesta pesquisa. Eles sdo os conceitos A ¢ B que servem de entrada
para o célculo do OP-RefD, usando a estrutura da DBpedia.

Os pares conceituais da tabela 4 mostra uma extragdo dos pares conceituais que
foram avaliados por especialistas de dominio, lembrando que esta foi considerada a base
para comparacdes feitas nesta dissertacdo. Ou seja, os valores verdadeiros contra os quais
serdo confrontados os valores previstos apos calculo do OP-RefD, seguida de avaliacao
de acordo com limiar definido.

A interpretagdo da tabela € a seguinte: quando o conceito B foi considerado pelo
especialista um pré-requisito de aprendizado para o conceito A, a coluna “Pré-requisito”
foi preenchida com o valor 1. Quando o conceito B ndo foi considerado pelo especialista
um pré-requisito de aprendizado para conceito A, a coluna “Pré-requisito” foi preenchida
com valor 0 (se a relagdo for que o conceito A é pré-requisito do conceito B, o valor
também ¢ 0).

Tabela 4: Pares conceituais com indicativo de relagdo de pré-requisito, conforme
avaliacdo de especialistas de dominio

id Conceito A Conceito B Pré-Requisito
1 Network _security Computer_network 1
2 Network _security Algorithm 1
3 Software engineering Algorithm 1
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4 Distributed object Computer_graphics 0

5 Theory of computation Object-oriented programming 0

6 | Software project management Translator (computing) 0

Fonte: Propria.

4.2. Ambiente Computacional

Os testes conduzidos durante a implementacao dos algoritmos de avalia¢ao de pré-
requisitos entre conceitos foram executados em um servidor na plataforma de computagao
em nuvem da AWS® — Amazon Web Services — utilizando sistema operacional Linux
Ubuntu Server 16.04, SSD Volume Type, com uma instdncia do tipo t2.2xlarge
(Processadores Intel Xeon de alta frequéncia, 8 nicleos) com 32GB de memoria RAM.

Adicionalmente, ¢ valido citar que o ambiente necessario para execu¢do dos
experimentos apresentados neste capitulo, exigiu a instalacdo de um servidor Virtuoso
Universal Server - Open Source Edition'®, que prové servicos tanto de servidor de
aplicacdo como de gerenciamento de banco de dados para triplas RDFs, fornecendo
também servico de consultas SPARQL.

Desta forma foram carregados no virtuoso os dumps da DBpedia 2016-10'!. As
triplas referentes ao idioma inglés foram carregadas, uma vez que os datasets utilizados
trazem pares conceituais avaliados neste idioma. Além disto, o codigo implementado foi

desenvolvido utilizando a linguagem de programacio Python'2, em sua versio 3.0.

9 https://aws.amazon.com/

19 http://vos.openlinksw.com/owiki/wiki/VOS/
' https://wiki.dbpedia.org/downloads-2016-10/
12 https://python.org/
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4.3. Configuracao dos Experimentos

Foi utilizada a DBpedia para realizagao do calculo da métrica proposta (OP-RefD)
para previsao de relagdes de pré-requisito e avaliacao de sua assertividade. Ou seja, para
avaliar automaticamente a relacao de precedéncia de um par conceitual dos conjuntos de
dados avaliados, ¢ utilizada a correspondéncia na DBpedia de cada um dos conceitos do
par. Para um par conceitual (A, B), ¢ calculado o valor do OP-RefD, prevendo se o
conceito B ¢ um pré-requisito de A ou ndo. Os pares em que A ¢ um pré-requisito de B
serdo classificados como exemplos negativos.

Os experimentos foram conduzidos utilizando uma base de dados diferente do
artigo original de Liang et al. (2015), a DBpedia ao invés da Wikipedia, sendo assim, para
termos uma comparacao valida na avaliagdo da modificagdo, os métodos EQUAL e TF-
IDF foram também implementados para o calculo do OP-RefD utilizando a estrutura entre
conceitos da DBpedia.

Para o OP-RefD, foram combinadas as diferentes fungdes de peso e corte descritas
no capitulo 4. A tabela 5 a seguir, mostra uma matriz com a combina¢do de todos os
métodos experimentados com suas respectivas funcdes de peso e de corte utilizadas em
cada um. O nome utilizado para cada um dos métodos servira como referéncia nas tabelas
comparativas com os resultados exibidos posteriormente neste trabalho.

Tabela 5: Relagdo dos métodos experimentados e suas respectivas funcgdes de peso e

corte
Método Funcio de Peso Funcio de Corte
Equal EQUAL N/A
TFIDF TF-IDF N/A
LevenPeso Levenshtein N/A
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LevenNormPeso Levenshtein Normalizado N/A
SimilarPeso Similaridade Word2Vec N/A

TFIDF Prop TF-IDF Prop N/A
EqualCorteSimilar EQUAL Similaridade Word2Vec
TFIDFCorteSimilar TF-IDF Similaridade Word2Vec
LevenCorteSimilar Levenshtein Similaridade Word2Vec
LevenNormCorteSimilar Levenshtein Normalizado Similaridade Word2Vec
SimilarCorteSimilar Similaridade Word2Vec Similaridade Word2Vec
TFIDF_PropCorteSimilar TF-IDF Prop Similaridade Word2Vec
EqualCorteLeven EQUAL Levenshtein
TFIDFCorteLeven TF-IDF Levenshtein
LevenCorteLeven Levenshtein Levenshtein
LevenNormCorteLeven Levenshtein Normalizado Levenshtein
SimilarCorteLeven Similaridade Word2Vec Levenshtein
TFIDF PropCorteLeven TF-IDF Prop Levenshtein
EqualCorteLevenNorm EQUAL Levenshtein Normalizado
TFIDFCorteLevenNorm TF-IDF Levenshtein Normalizado
LevenCorteLevenNorm Levenshtein Levenshtein Normalizado

LevenNormCorteLevenNorm

Levenshtein Normalizado

Levenshtein Normalizado
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SimilarCorteLevenNorm Similaridade Word2Vec Levenshtein Normalizado

TFIDF PropCorteLevenNorm TF-IDF Prop Levenshtein Normalizado

Fonte: Propria.

Para melhor clareza, considere como um exemplo da tabela 5, o método
“TFIDFCorteLeven”. Ele utiliza como fun¢ao de peso o TF-IDF e como fungao de corte
a distancia de Levenshtein. Nos experimentos realizados utilizou-se a distdncia de
Levenshtein em duas versdes diferenciadas, a primeira utilizando seu valor absoluto ¢ a

segunda utilizando seu valor normalizado.

4.3.1. Parametrizacio do limiar de avaliacao

Uma vez que o uso do RefD original para a previsdo de pré-requisitos exige,
conforme descrito ao final da se¢do 2.3.1, a definicdo de um limiar de avaliacdo 6,
também foram executados experimentos para determinar o melhor valor de 6,
investigando sua relagdo com o desempenho da previsdo automatica de pré-requisitos. A
defini¢ao do @ foi feita com o calculo do OP-RefD utilizando o método TF-IDF como
funcdo de peso, sem utilizacdo de funcdo de corte, uma vez que esta configuragdo serve
como base!® de melhor resultado encontrado nos experimentos do RefD original.

Os graficos exibidos na figura 7 mostram a relag@o entre o limiar 8 definido para
avaliacdo e a acurdcia média dos resultados para cada um dos datasets utilizados,
subdivididos em dominio. Liang et al. (2015) citam que, empiricamente, um valor de
limiar 8 definido entre 0.02 ¢ 0.1 produz um bom desempenho para a previsdao de pré-

requisitos

13 Neste trabalho utilizaremos o termo “base” ou “linha de base” para nos referir ao que inglés costuma-se
adotar a terminologia “baseline”
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Figura 7: Relagao entre o limiar 8 do OP-RefD TF-IDF e a acuracia média nos trés

datasets
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Desta forma, foi calculada a acurdcia média para valores de 8 entre 0.02 e 0.1 para
cada um dos trés datasets, e, conforme exibido nos graficos da figura 8, para maximizar
o desempenho da medida acurdcia média, foi definida a utilizacdo do valor 8 em 0.05
para o dataset RefD2015 CS, 0.07 para o dataset RetfD2015 Math, e 0.05 para o dataset

UCD.

4.3.2. Parametrizacio das funcoes de corte

Os limiares para cada funcdo de corte foram definidos experimentalmente de
forma a maximizar a medida F1. O método utilizado como fung¢do de peso no célculo do
RefD também foi o TF-IDF, considerando os limiares para cada um dos datasets definidos

conforme descrito na se¢ao 4.3.1.
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Lembrando que cada uma das medidas usadas como fun¢ao de corte retorna uma
pontuacdo de similaridade em uma determinada escala. A similaridade semantica
Word2Vec e a distancia levenshtein normalizada retornam um valor entre 0 e 1. Além
disto, foi decidido manter os resultados do corte feito usando a distancia levenshtein em
valores absolutos do nimero de operagdes realizadas, pois os resultados preliminares se
mostraram promissores.

ApOs testar varios valores de corte, foram definidos os limites para cada um dos
limiares de forma a maximizar a medida da acurdcia média de forma que os pares de
resultados com a medida de similaridade acima do limite sdo considerados semelhantes.
Assim, apenas os conceitos ¢; mais semelhantes ao conceito A entraram no escopo do
calculo do OP-RefD.

Os limites escolhidos para cada medida sdo mostrados na tabela 6. Eles sdo os
valores de corte utilizados para o calculo do OP-RefD para cada dataset avaliado e fungdo
de corte desenvolvida. Em quaisquer dos métodos descritos na tabela 5 onde uma fungao
de corte tenha sido utilizada, o corte considerado foi o valor conforme indicado na tabela
6.

Tabela 6: Valores de corte utilizados nas versdes do OP-RefD para cada dataset e
fun¢io de corte.

Dataset Funcao de Corte Valor de Corte
RefD2015 - Math Similaridade Word2VEC 0.7
RefD2015 - Math Levenshtein 5
RefD2015 - Math Levenshtein Normalizada 0.2
RefD2015 - CS Similaridade Word2VEC 0.9
RefD2015 - CS Levenshtein 16
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RefD2015 - CS Levenshtein Normalizada 0.4

UCD Similaridade Word2VEC 0.6
UuCD Levenshtein 12
UCD Levenshtein Normalizada 0.9

Fonte: Propria.
A acuracia média foi utilizada para determinacdo dos limiares por se tratar de
classes desbalanceadas (quantidade de exemplos positivos e negativos é diferente na

classe real).
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5. ANALISE DOS RESULTADOS

Este capitulo tem o objetivo de analisar os resultados encontrados no estudo
experimental de avalia¢do dos diferentes métodos propostos como variagdes para fungdes
de peso e de corte e aplicagdo no calculo da distancia de referéncia. Uma comparagdo em
relacdo a performance do tempo de execu¢do no calculo do OP-RefD também sera

realizada.

5.1. Métricas de Avaliacao dos Resultados

As medidas estatisticas que serdo usadas para comparar as variacdes do OP-RefD
serdo a precisdo, recall (revocagdo), medida F1, acuracia geral e acuracia média. Elas
serdo brevemente descritas aqui em seu emprego no contexto deste trabalho.

A precisdo mede o numero de vezes que a relagdo de pré-requisito existente foi
corretamente prevista pelo método do OP-RefD (verdadeiros positivos), dividido pelo
numero total de vezes (verdadeiros positivos + falsos positivos) que a relagdo de pré-
requisito foi prevista como existente no par conceitual. Para maximizar a precisdo, €
necessario que a relagdo de pré-requisito no par conceitual ndo seja incorretamente
identificada como existente. A desvantagem desta métrica € que ela nao leva em
consideragdo os pares conceituais que deveriam ter sido identificados como relacao de
precedéncia ndo existente.

O recall (ou revocagdo) cobre essa desvantagem, pois mede, dentre todas as
situagdes que o OP-RefD deveria ter classificado a precedéncia como existente

(verdadeiro positivo + falso negativo), quantas estdo corretas, pois considera as relagdes

que o OP-RefD classificou como inexistente, quando existia.
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A acurdcia geral mede o qudo efetivo o OP-RefD ¢ do ponto de vista da
classificagcdo — relacao de pré-requisito existe ou nao existe, pois mede a taxa de acertos
existente (verdadeiro positivo + verdadeiro negativo) com relagdo a todos os casos. O
problema desta métrica ¢ que ela nao reflete a realidade quando os conjuntos de dados a
serem avaliados nao possuem a mesma quantidade de elementos por cada classe, no nosso
caso, numero de pares onde existe a relacdo de pré-requisitos e numero de pares onde nao
existe a relagdo de pré-requisitos, que ¢ justamente o caso dos datasets avaliados neste
trabalho.

Além disto ¢ importante citar a acuracia média (ou balanceada). Ela ¢ mais
adequada para distribui¢ao desbalanceada das classes nos dados, como no trabalho atual,
pois ¢ calculada como a média da proporcao corrigida de cada classe individualmente.

Finalmente, a medida F1 é a média harmonica entre a precisao e o recall e, desta
forma, mede a eficiéncia do OP-RefD considerando os erros nas duas classes (falsos
positivos e falsos negativos). Ou seja, para o F1 aumentar, ¢ necessario que o acerto
aconteca tanto na quantidade de relagdes corretamente identificadas como existentes
quanto na quantidade corretamente identificadas como inexistentes.

Geralmente, para classes desbalanceadas, a escolha entre acuracia média e medida
F1 depende de qual das duas classes (positiva ou negativa) supera a outra. Se 0 nimero
de exemplos positivos ¢ maior, o mais recomendado ¢ utilizar a acuracia média, caso
contrario, a medida F1.

Nos conjuntos de dados apresentados no capitulo 4, a quantidade de exemplos
positivos fica aproximadamente entre 11% no dataset RefD 2015 — Math e 16% no dataset
RefD 2015 — CS, indicando assim que nestes datasets o melhor € analisar os valores finais
da medida F1. Enquanto que no dataset UCD a quantidade de exemplos positivos

representa aproximadamente 60% dos casos, o que indica que o melhor € realizar a anélise
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da acurécia média.

E importante comentar também sobre as analises graficas existentes nos
problemas de previsdao em modelos de classificagdo. Entdo serd comentado aqui sobre as
curvas ROC e as curvas de Precisdo-Recall.

O grafico das curvas ROC (Receiver Operating Characteristic Curve) ilustra o
desempenho de um sistema classificador binario a medida que o seu limiar de
discriminacdo varia. Estas curvas resumem bem o trade-off (relacdo de perda-ganho)
entre a taxa positiva verdadeira e a taxa positiva falsa para um modelo preditivo usando
diferentes limites de probabilidade.

Por outro lado, as curvas Precisdo-Recall (PRC — Precision Recall Curve)
resumem o frade-off (relagdo de perda-ganho) entre a taxa positiva verdadeira e o valor
preditivo positivo para um modelo preditivo usando diferentes limites de probabilidade.
Enquanto o recall identifica a taxa na qual os exemplos da classe positiva sdo previstas
corretamente, a precisdo indica a taxa na qual as previsdes positivas estdo corretas

Pelas proprias defini¢des, as curvas ROC sdo apropriadas quando as observagdes
entre cada classe sdo balanceadas, enquanto as curvas PRC sdo apropriadas para
conjuntos de dados desequilibrados (SAITO; REHMSMEIER, 2015).

Por este motivo, as andlises mais adiante neste capitulo serdo feitas utilizando-se
curvas de precisdo-recall, uma vez que os trés conjuntos de dados utilizados sdo

desbalanceados.

5.2. Comparacio entre os Resultados

O objetivo dos experimentos empiricos foi encontrar uma combinagdo valida de
funcdes de peso e corte que alcancasse um melhor resultado em relagdo a (LIANG et al.
2015).

Além disto, pensando que o OP-RefD pode ser utilizado em ambientes online,
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contexto que exige uma performance imediata e, considerando que o OP-RefD, enquanto
medida, ¢ um calculo simples, com resultados rapidos, o objetivo também ¢ encontrar
uma combinagdo, nao somente com bom desempenho nas medidas estatisticas em relagao
a linha de base (baseline) adotada, mas também com menor tempo de execucdo na
definicao da relacdo conceitual entre dois conceitos avaliados A ¢ B.

As tabelas 7, 8 ¢ 9 mostram os resultados encontrados para cada um dos trés
conjuntos de dados analisados. As medidas estatisticas na tabela sdo A — Acurécia, P —
Precisdo, R — Recall, F1 — Medida F1 e Tempo. Tempo corresponde ao tempo total de
processamento do calculo do OP-RefD para todos os pares conceituais avaliados de cada
dataset e esta expresso em segundos. Nestas tabelas, os valores em vermelho encontram-
se em destaque pois s@o os métodos de peso adotados por Liang et al. (2015). Eles foram
também implementados por este trabalho no contexto da DBpedia e seguem como base
para as comparagoes.

Tabela 7: Relacdo dos métodos e métricas avaliadas para o dataset RefD2015 - Math

Método A P R F1 Tempo
Equal 0.6173 | 0.4510 | 0.8846 | 0.5974 5.01
TFIDF 0.6769 | 0.5250 | 0.9130 | 0.6667 11.95
LevenPeso 0.6267 | 0.4792 | 0.8846 | 0.6216 29.62
LevenNormPeso 0.5314 | 0.2500 | 0.7727 | 0.3778 29.63
SimilaridadePeso 0.6344 | 0.4746 | 09032 | 0.6222 71.71
TFIDF PropPeso 0.6098 | 0.4423 | 0.8846 | 0.5897 11.32
EqualCorteSimilar 0.6267 | 0.4490 | 0.9565 | 0.6111 4.24
TFIDFCorteSimilar 0.6825 | 0.5128 | 0.9524 | 0.6667 9.83
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LevenCorteSimilar 0.6438 0.4681 0.9565 0.6286 25.50
LevenNormCorteSimilar 0.6438 | 0.4681 0.9565 0.6286 25.36
SimilarCorteSimilar 0.6289 | 0.4516 | 0.9333 0.6087 64.34
TFIDF_PropCorteSimilar 0.6400 0.4583 0.9565 0.6197 9.27
EqualCorteLeven 0.6375 0.4706 | 0.9231 0.6234 3.99
TFIDFCorteLeven 0.6923 | 0.5476 | 0.9583 | 0.6970 5.58
LevenCorteLeven 0.6267 | 0.4792 | 0.8846 | 0.6216 27.43
LevenNormCorteLeven 0.6267 0.4792 0.8846 | 0.6216 27.48
SimilarCorteLeven 0.6277 | 0.4667 | 0.9032 | 0.6154 66.84
TFIDF_PropCorteLeven 0.6125 0.4423 0.9200 0.5974 8.34
EqualCorteLevenNorm 0.6173 0.4423 0.9200 0.5974 4.13
TFIDFCorteLevenNorm 0.6719 | 0.5238 | 0.9565 | 0.6769 4.83
LevenCorteLevenNorm 0.6267 0.4694 0.9200 0.6216 22.41
LevenNormCorteLevenNorm 0.6267 0.4694 0.9200 0.6216 22.33
SimilarCorteLevenNorm 0.6061 0.4194 | 0.8966 | 0.5714 55.79
TFIDF PropCorteLevenNorm | 0.5828 | 0.3478 | 0.8000 | 0.4848 7.47

Fonte: Propria.

Na tabela 7, os resultados destacados em negrito serdo comentados por
apresentarem uma melhora em relagdo as métricas estatisticas ou ao tempo de
processamento do OP-RefD para o dataset RefD 2015 Math. Os métodos que
apresentaram tempo de processamento menor, porém piora nas métricas estatisticas, nao
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foram considerados nas andlises. Os métodos que se utilizaram da funcao de peso TF-
IDF aparecem em todos os destaques.

Dos trés métodos de corte propostos, o melhor desempenho foi do corte pelo valor
absoluto da Distancia de Levenshtein, “TFIDFCorteLeven”, apresentando valores
superiores ao método original sem corte, uma vez que sua precisao foi de 0.5476 (o
original foi de 0.5250) e a medida F1 foi de 0.6970 (o original foi de 0.6667). Um ponto
que merece destaque ¢ o tempo de execucao deste método, que foi reduzido em cerca de
53% se comparado ao método com funcao de peso TF-IDF, sem utilizacao de fungao de
corte.

A tabela 8 exibe os resultados do OP-RefD para o dataset RefD2015 CS. Os
valores destacados em negrito seguem o mesmo padrdo de marcacdo mencionada
anteriormente — para a tabela 7.

Tabela 8: Relacdo dos métodos e métricas avaliadas para o dataset RefD2015 - CS

Método A P R F1 Tempo
Equal 0.7214 | 0.6386 | 0.8548 | 0.7310 6.67
TFIDF 0.7311 0.6575 | 0.8727 | 0.7500 13.35
LevenPeso 0.7023 | 0.6203 | 0.8448 | 0.7153 35.20
LevenNormPeso 0.5864 | 0.4505 | 0.7353 | 0.5587 35.28
SimilaridadePeso 0.7114 | 0.6477 | 0.8261 0.7261 78.96
TFIDF_PropPeso 0.6986 | 0.6250 | 0.8333 | 0.7143 14.45
EqualCorteSimilar 0.7214 | 0.6429 | 0.8571 0.7347 5.34
TFIDFCorteSimilar 0.7227 | 0.6622 | 0.8596 | 0.7481 12.04
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LevenCorteSimilar 0.7023 0.6250 0.8475 0.7194 33.42
LevenNormCorteSimilar 0.7023 0.6250 | 0.8475 0.7194 33.53
SimilarCorteSimilar 0.7020 | 0.6304 | 0.8406 | 0.7205 74.92
TFIDF_PropCorteSimilar 0.6959 | 0.6180 | 0.8333 0.7097 12.32
EqualCorteLeven 0.7388 | 0.6410 | 0.8772 | 0.7407 5.15

TFIDFCorteLeven 0.7727 | 0.7077 | 0.8846 | 0.7863 5.65
LevenCorteLeven 0.7188 0.6234 0.8727 0.7273 24.79
LevenNormCorteLeven 0.7188 0.6234 0.8727 0.7273 24.81
SimilarCorteLeven 0.7111 0.6250 | 0.8475 0.7194 45.72
TFIDF_PropCorteLeven 0.7222 0.6265 0.8525 0.7222 9.22
EqualCorteLevenNorm 0.7092 0.6235 0.8548 0.7211 5.11

TFIDFCorteLevenNorm 0.7373 0.6528 | 0.8868 | 0.7520 6.02
LevenCorteLevenNorm 0.7045 0.6125 0.8596 0.7153 31.36
LevenNormCorteLevenNorm 0.7045 0.6125 0.8596 0.7153 31.36
SimilarCorteLevenNorm 0.7042 | 0.6163 0.8548 | 0.7162 71.00
TFIDF PropCorteLevenNorm | 0.6770 | 0.5938 | 0.8143 0.6867 8.42

Fonte: Propria.

Pode-se observar na tabela 8 que os métodos com melhor desempenho também
foram aqueles que combinaram a fung¢ao de peso TF-IDF com as diferentes fungdes de
corte. A fungdo de corte com melhor desempenho foi a do valor absoluto da Distancia de
Levenshtein, que considerou valores abaixo de 16 operagdes, apresentando valores
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superiores ao método original sem corte, uma vez que sua precisao foi de 0.7077 (o
original foi de 0.6575). Em relagdo a medida F1, o método desenvolvido aqui teve um
valor de 0.7863, frente ao F1 do método original sem corte, que foi de 0.7500.

Mais uma vez, deve-se destacar que o tempo de execugdao deste método foi
reduzido em aproximadamente 58% se comparado com o método com func¢do de peso
TF-IDF, sem utiliza¢ao de fung¢ao de corte.

O método com fungdo de peso TF-IDF e fun¢ao de corte utilizando similaridade
Word2Vec teve um tempo de execucdo comparavel a linha de base, porém teve seu
desempenho piorado em relagao a medida F1.

Observa-se na tabela 9 os resultados do OP-RefD para o dataset UCD. Nesta
tabela foi adicionado o resultado da BA — Acuracia Balanceada, ou média. Os valores
marcados em negrito sdo os destaques encontrados neste conjunto de dados.

Tabela 9: Relacdo dos métodos e métricas avaliadas para o dataset UCD

Método A P R F1 BA Tempo
Equal 0.6940 | 0.7997 | 0.7843 0.7919 | 0.6088 26.24
TFIDF 0.7050 | 0.8200 | 0.7836 | 0.8014 | 0.6203 51.00
LevenPeso 0.6919 | 0.8024 | 0.7783 0.7902 | 0.6087 110.35
LevenNormPeso 0.5824 | 0.7128 | 0.6398 | 0.6743 0.5513 110.37
SimilaridadePeso 0.6640 | 0.7800 | 0.7516 | 0.7655 | 0.5895 250.49
TFIDF PropPeso 0.6951 0.8023 0.7808 | 0.7914 | 0.6156 48.30
EqualCorteSimilar 0.6871 0.7925 | 0.7850 | 0.7887 | 0.5939 19.59
TFIDFCorteSimilar 0.7028 | 0.8126 | 0.7910 | 0.8017 | 0.6076 45.38
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LevenCorteSimilar 0.7029 | 0.8007 | 0.7980 | 0.7993 0.6140 80.45

LevenNormCorteSimilar 0.7029 | 0.8007 | 0.7980 | 0.7993 0.6140 80.50
SimilarCorteSimilar 0.6716 | 0.7808 0.7661 0.7734 | 0.5903 201.69
TFIDF PropCorteSimilar 0.6867 | 0.7905 0.7880 | 0.7892 | 0.5898 36.81

EqualCorteLeven 0.6979 | 0.7984 | 0.7946 | 0.7965 0.6056 18.69
TFIDFCorteLeven 0.7090 | 0.8201 0.7949 | 0.8073 | 0.6109 25.55
LevenCorteLeven 0.6949 | 0.7997 | 0.7878 | 0.7937 | 0.6055 92.46
LevenNormCorteLeven 0.6949 0.7997 0.7878 0.7937 0.6055 92.46
SimilarCorteLeven 0.6731 0.7831 0.7636 | 0.7732 | 0.5961 200.47
TFIDF_PropCorteLeven 0.6968 0.7991 0.7916 | 0.7953 0.6062 32.51

EqualCorteLevenNorm 0.6940 | 0.7997 | 0.7843 0.7919 | 0.6088 19.50
TFIDFCorteLevenNorm 0.6975 0.8225 | 0.7721 0.7965 | 0.6123 24.04
LevenCorteLevenNorm 0.6919 | 0.8024 | 0.7783 0.7902 | 0.6087 102.55
LevenNormCorteLevenNorm 0.6919 0.8024 0.7783 0.7902 0.6087 102.73
SimilarCorteLevenNorm 0.6644 | 0.7813 0.7516 | 0.7661 0.5892 244.02
TFIDF PropCorteLevenNorm | 0.6423 0.7714 | 0.7254 | 0.7477 | 0.5712 19.35

Fonte: Propria.

Analisando os resultados da tabela 9, mais uma vez os métodos com melhor
desempenho sdo os que combinam a funcdo de peso TF-IDF com as diferentes funcgdes
de corte apresentadas. Dentre as funcdes de corte, seguindo a tendéncia dos dois datasets
anteriores, a que se destacou com melhor desempenho foi o corte da distdncia de
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Levenshtein (corte com distancia abaixo de 12), apresentando valores comparaveis ao
método original sem corte, uma vez que sua precisao foi de 0.8201 enquanto o original
foi de 0.8200. Na medida F1, o método desenvolvido aqui também ndo apresentou
melhora consideravel, pois teve um valor de 0.8073, frente ao F1 do método original sem
corte, que foi de 0.8014. O mesmo ocorre na acuracia média, que ficou em 0.6109, abaixo
da acuracia média do método original, no valor de 0.6203.

Para este conjunto de dados, o ganho nos métodos desenvolvidos também foi no
tempo de execugdo, que se reduziu em aproximadamente 50%, comparando ao método
com fung¢ao de peso TF-IDF, sem utilizagao de fungao de corte.

O método com fungdo de peso TF-IDF e fun¢ao de corte utilizando similaridade
Word2Vec teve um tempo de execugao levemente melhorado em relagdo a linha de base,

porém teve seu desempenho comparavel ao original, em relacdo a medida F1.

5.3. Discussao geral dos resultados

Os resultados anteriores evidenciam, conforme literatura, que ¢é possivel
identificar automaticamente os relacionamentos de pré-requisito entre conceitos na
maioria dos casos. Pode-se acrescentar ainda que os resultados descritos mostram uma
leve melhora nas medidas estatisticas utilizando o OP-RefD em relacdo ao original,
indicando que ainda hé espago para explorar outras relagdes existentes, tanto usando a
DBpedia como fonte de dados, quanto usando outros diferentes grafos de conhecimento.

No entanto, vale a pena investigar os casos em que a estratégia de calculo do OP-
RefD falha em identificar o relacionamento de pré-requisito entre conceitos. Este cenario
pode ser explicado pelo fato de a estratégia automatica de identificagdo de pré-requisitos
depender muito dos conceitos existentes na fonte de onde foram extraidos, neste caso, a
DBpedia. Isto também explica os diferentes valores de medidas estatisticas encontrados

em relagdo ao trabalho original de Liang et al. (2015), utilizando os mesmos métodos de
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peso originalmente propostos.

Um outro cenario de importante analise sao os casos falsos positivos e negativos,
aqueles em que o calculo do OP-RefD falhou em dizer que havia ou nao havia relagdo de
pré-requisito no par conceitual. Este resultado era esperado devido ao uso de uma
estratégia automatica para a identificagdo de pré-requisitos que depende muito dos
conceitos propostos e das fontes de onde foram extraidos (ou seja, DBpedia).

Esta anélise pode ser melhor percebida ao verificarmos que, de maneira geral, em
todos os métodos aplicados, a precisdo do conjunto de dados do dominio de Matematica
(RefD2015 Math) ¢ mais baixa em relacdo aos outros dois conjuntos de dados no dominio
de Ciéncia da Computacdo (RefD2015 CS e UCD). Isto pode ser explicado pois a
cobertura de conceitos existentes na DBpedia para diferentes dominios pode variar muito.
Uma vez que a DBpedia extrai o conteudo estruturado da Wikipedia, deve-se considerar
que nela alguns dominios sdo mais populares que outros — editados com mais frequéncia
— contribuindo para uma melhor qualidade dos dados e uma estrutura de referéncias mais
completa.

Em relagdo as estratégias de corte adotadas, a motivacao foi que as informagdes
adicionais encontradas no grafo de conhecimento fossem exploradas de forma a
incorporar no calculo do OP-RefD apenas os conceitos altamente relacionados e descartar
os que atrapalhavam mais que ajudavam.

Os resultados mostram que o método do OP-RefD usando a funcdo de peso TF-
IDF e a fun¢do de corte pela distancia de Levenshtein no geral, para os trés datasets
avaliados, produziram os melhores resultados de desempenho em relagdo as métricas
estatisticas.

Para melhor visualizar esta conclusdo e comparar a precisdo e o recall, foram

plotadas as curvas Precisdo-Recall do método RefD TF-IDF original, e os métodos do

68



OP-RefD com fungdo de peso TF-IDF e diferentes funcdes de corte. Uma medida
interessante que pode-se calcular tanto a partir de curvas ROC, quanto a partir de uma
curva precisdo-recall chama-se area sobre a curva (AUC — Area Under Curve). Ela pode
ser definida com um resumo estatistico que indica que quanto maior a AUC, maior o
desempenho retornado por um classificador, ou seja, ele pode ser utilizado para comparar
a performance de classificadores (MOTTA, 2016).

Em termos de verificacdo de valores para a comparagao de performance, a linha
de base do valor AUC da curva Precisdo-Recall nao ¢ fixa como no caso do AUC para
curvas ROC. Ela ¢ determinada pela razdo de positivos (P) e negativos (N), ou seja, o
valor base da AUC de um PCR = P/ (P + N) (SAITO; REHMSMEIER, 2015). Se o valor
do AUC retornado ¢ igual a 1 entdo pode-se dizer que o classificador € perfeito e caso o
AUC seja igual a linha de base, o classificador ¢ considerado randdmico. Na pratica os
classificadores devem estar entre 1 e o valor de linha de base.

Assim, para correta interpretacdo dos graficos exibidos nas figuras 8, 9 e 10, ¢
importante sabermos os valores base para cada um dos datasets. Para o conjunto de dados
do RefD15 Math o valor base do AUC ficou em 0.11. Para o RefD15 CS em 0.16 e para
0o UCD em 0.60.

Os graficos das figuras 8, 9 e 10 foram construidos a partir dos valores de precisao
e recall obtidos ao realizar o calculo do OP-RefD com diferentes valores do limiar de
avaliag¢do 8, conforme explicado na se¢do 4.3.1. Os experimentos foram executados com
valor 6 entre 0.01 e 0.29 e para cada dataset hd um ponto onde se atinge a precisao
maxima, ponto este em que o valor de recall comeca a decrescer. Para cada dataset o
gréafico foi plotado considerando até o valor de precisdo méaxima. Valores acima deste
ponto nao foram considerados, pois apods este valor maximo de 8, a previsao do modelo

ja ndo consegue acertar como esperado.
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A figura 8 exibe o grafico para o dataset RefD 2015 — Math. Pode-se observar a
area abaixo da curva para cada um dos métodos plotados, exibindo o valor da precisao
média.

Figura 8: Comparacao das curvas Precisdo-Recall do RefD original e o OP-RefD com
diferentes cortes para o dataset RefD 2015 - Math

RefD 2015 - Math
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Fonte: Propria.

Com o método utilizando funcao de peso TF-IDF e fun¢do de corte Levenshtein
desempenhando com a precisdo média de 0.36, igualando o método original TF-IDF. Os
demais métodos do OP-RefD nio tiveram resultado expressivo acima do original.

Considerando que o valor base do AUC para este dataset € 0.11, todos os valores
encontrados mostram uma boa resposta na previsao, para todos os métodos plotados. Os
valores de limiar 8 considerados para o Refl5 Math variou de 0.01 até no méaximo 0.30,
com passos de 0.01.

A figura 9 exibe o grafico para o dataset RefD 2015 — CS. Observa-se o valor da
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precisao média exibido no grafico como o valor da area abaixo da curva para cada um
dos métodos plotados.

Figura 9: Comparacao das curvas Precisdo-Recall do RefD original e o OP-RefD com
diferentes cortes para o dataset RefD 2015 - CS
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Fonte: Propria.

O método utilizando fungdo de peso TF-IDF e fungdo de corte Levenshtein
Normalizado teve uma precisdo média de 0.46, enquanto o método original TF-IDF ficou
em 0.44. Os demais métodos do OP-RefD ndo tiveram grandes alteracdes na precisdao
média em relagdo ao método original.

No entanto, considerando que o valor base do AUC para este dataset ¢ 0.16, todos
os valores encontrados estdo acima deste valor, o que comprova uma boa resposta na
previsdo dos pré-requisitos entre os conceitos, para todos os métodos plotados. Para o
conjunto de dados Refl5 CS, os valores de limiar 8 considerados para o Ref15 CS variou
de 0.01 até no maximo 0.30, com passos de 0.01.

Na figura 10, pode-se visualizar o grafico para o dataset UCD. O valor da precisao
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média, representado pelo valor AUC da area abaixo da curva, € plotado para cada um dos

métodos.

Figura 10: Comparagdo das curvas Precisao-Recall do RefD original e o OP-RefD com

diferentes cortes para o dataset UCD
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Fonte: Propria.

Nenhum dos métodos que se utilizaram da fun¢do de peso TF-IDF e das fungdes
de corte variadas desempenhou melhor na precisdo média que o método original TF-IDF,
todos ficando com valores muito proximos, para cada um dos métodos.

Porém, confrontando o valor base do AUC para este dataset de 0.60, todos os
valores encontrados de AUC caracterizam uma boa resposta na previsao, para todos os
métodos plotados. Para o conjunto de dados UCD CS, os valores de limiar 8 considerados
variou de 0.01 até no maximo 0.30, com passos de 0.01.

A figura 11 exibe o grafico comparativo do tempo de processamento médio de
cada um dos datasets avaliados. Para cada dataset ¢ exibido o percentual comporativo
entre 0 método com melhor desempenho em relagdo ao tempo de execucao do método

original TF-IDF.
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Figura 11: Comparagdo dos tempos de execucdo do RefD original e o OP-RefD com
diferentes cortes para os datasets
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Fonte: Propria.

Pode-se observar que o melhor desempenho, com menor termpo de
processamento médio, foi o OP-RefD com método TF-IDF e corte Leveishtein
normalizado para os datasets UCD e RefD 2015 — Math. Por outro lado, o melhor
desempenho para o dataset RefD 2015 — CS foi o OP-RefD com método TF-IDF e corte
Leveishtein (valor absoluto).

Conforme mencionado anteriormente, o ganho de desempenho no tempo de

execucao dos métodos de identificacdo de pré-requisitos variou entre 50% a 58%.
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6. CONCLUSAO

Neste capitulo serdo apresentadas as conclusdes finais desta dissertagdo,

descrevendo as principais contribui¢des, limitagdes e trabalhos futuros.

6.1. Consideracoes finais

Esta dissertagdo mostrou o desenvolvimento de um método adaptado para
identificacdo automatica de pré-requisitos entre conceitos. Além disto, foi feito um estudo
experimental e uma comparagao entre uma medida para a identificagdo dos pré-requisitos
entre conceitos da literatura — RefD (distancia de referéncia) — e sua versdo modificada —
OP-RefD (distancia de referéncia — performance otimizada) —, apresentada neste trabalho.
O processo de identificagdo da relagdo de pré-requisitos explorou tanto relagdes sintaticas
de similaridade entre strings, quanto relacdes semanticas entre conceitos, que podem ser
encontradas em um grafo de conhecimento. O estudo comparativo considerou como linha
de base (baseline) o calculo da medida RefD original, porém aplicada no contexto da
DBpedia.

Foram discutidas as diferentes estratégias de peso utilizadas ao calcular a relagao
entre os conceitos do par avaliado. Além disto foram utilizadas diferentes funcdes de corte
e assim, foi possivel reduzir o espaco conceitual do grafo de conhecimento a um conjunto
menor de conceitos relacionados aos conceitos do par avaliado, buscando uma melhora
na identificacdo automatica.

O processo de avaliacdo dos métodos implementados foi realizado em diferentes
etapas. Na etapa de configuracao dos parametros, foi considerado o método da linha de

base para realiza¢ao do ajuste do limiar de avaliacao do céalculo do RefD Original ideal
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no contexto da DBpedia. Uma segunda configuracao envolveu a defini¢do de parametros
das diferentes fungdes de corte, onde cada algoritmo foi avaliado variando as
configuragdes do parametro de corte para cada fungdo proposta.

A terceira etapa avaliou os métodos modificados utilizando as métricas estatisticas
mais adequadas ao contexto de cada um dos trés datasets avaliados para verificar se houve

melhora no desempenho em algum dos métodos.

6.2. Contribuicoes

A principal contribuicao dessa pesquisa foi o desenvolvimento de um método
adaptado (OP-RefD) para identificacdo automatica de pré-requisitos entre conceitos.
Além do planejamento, a execucdo e a analise dos resultados de um estudo experimental
para comparar os métodos propostos com o existente na literatura.

Adicionalmente foi possivel demonstrar que a identificagdo de relagdes de pré-
requisito entre pares de conceitos pode ser aplicada utilizando a estrutura de um grafo de
conhecimento aberto, tal qual a DBpedia, sem perda de eficacia (medidas estatisticas) e
com eficiéncia (tempo de processamento) maior em rela¢do a base de comparagao.

Além disto, as principais contribui¢des técnicas desta Dissertagdo sdo:

e A definicdo e implementacdo de métodos para identificagdo de pré-
requisitos entre pares conceituais, com diferentes fung¢des de peso e
fung¢des de corte.

e Criagio de ambiente em nuvem, disponivel publicamente'¥, com
instalagdo do Virtuoso e versdo das triplas RDF da DBpedia 2016-10.

Os algoritmos foram implementados em Python e se encontram publicamente

14 Disponivel no Painel EC2 da AWS, buscando AMI por “DBPEDIA EN CORE sem NIF com Python3”
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disponiveis no repositorio do GitHub!®>. No Apéndice A, se encontram as consultas

SPARQL desenvolvidas e submetidas na instalagdo da DBpedia.

6.3. Resposta para a questiao de pesquisa

Apos a andlise dos resultados do estudo experimental apresentado no capitulo 5,

¢ possivel responder a questdo de pesquisa proposta neste trabalho:
RQ1: O método adaptado proposto encontra melhores resultados em menor tempo de
execucdo quando comparado ao método original ao ser aplicado em uma estrutura de
dados (grafo de conhecimento) mais amplo em termos de existencia de mais relacdes
estruturais entre conceitos?

Para os trés conjuntos de dados analisados, 0 método OP-RefD obteve resultados
estatisticos similares em relagdo a linha de base e tempo de processamento menor
comparado a base, variando com um ganho entre 40% e para o dataset que desempenhou
pior (RefD2015 Math) e 47% para o dataset que desempenhou melhor (UCD).

Assim, conclui-se que o método proposto tem sua eficacia comparavel ao método
original em relagdo as métricas estatisticas e desempenho melhorado em termos de
processamento, uma vez que tem tempos de execugdo inferiores para os trés conjuntos de

dados avaliados.

6.4. Limitacoes

Uma importante limitacdo da abordagem deste trabalho ¢ que os conceitos dos
pares de pré-requisito avaliados devem estar no espago de conceitos do grafo de
conhecimento. No caso da implementag@o neste trabalho, os conceitos devem estar na

DBpedia. Outro ponto relevante a ser mencionado ¢ o fato de os conjuntos de dados

135 https://github.com/rubiasa/OP-RefD
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testados serem limitados a apenas dois dominios diferentes (computacao e matematica).
Outra limitagao € que ndo ha garantias de que os pré-requisitos mais relevantes

sejam recuperados no processo de corte, por se tratar de um processo automatico, com

limites definidos experimentalmente, sempre ha o risco de falsos positivos, conforme

observado nos resultados obtidos.

6.5. Trabalhos futuros

Os possiveis trabalhos futuros sugerem que a estrutura da DBpedia seja explorada
mais em sua estrutura, expandindo o espago de busca dos conceitos em comum para além
dos conceitos vizinhos no grafo e sim considerando conceitos com caminho de tamanho
acima de 1 e aplicando outros métodos de corte por similaridade semantica deixando
apenas os conceitos mais fortemente relacionados ao conceito em avaliagao

Outra possibilidade neste sentido ¢ explorar as relacdes de categorias dos
conceitos, uma vez que todo artigo na Wikipedia, e consequentemente, todo conceito na
DBpedia, pertence a uma ou mais categorias, um caminho seria verificar como a relagado
destas categorias dos conceitos relacionados a um dos conceitos avaliados influenciaria
nas fun¢des de peso e nas fungdes de corte.

Ha também a possibilidade de analise de diferentes tipos de relacionamentos e

suas semanticas no grafo da DBpedia.
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APENDICE A — SPARQL

A SPARQL (PRUD’HOMMEAUX et. al., 2008), assim como a RDF, foi
elaborada pela W3C como uma linguagem padrao para consulta padrao para o RDF.

A consulta SPARQL Pérez et al. (2009), por padrao, ¢ constituida por trés partes:

e Padrio de consulta — funcionalidades ao padrdo de consulta (escolha do
prefixo do dado a ser combinado, partes opcionais, unido entre padrdes e
filtragem de possiveis combinagdes de valores);

e Modificadores de solugdo — com o resultado obtido, permite a utilizagao
de operadores (distinct, limit e projections);

e Saida — resultado com varios tipos (constru¢do de um novo RDF, sele¢ao
dos valores das varidveis com os padrdes de tripla combinados, descricao
de recursos).

Como resultado de consultas SPARQL, um conjunto de triplas (padrdes) sdo
apresentados, os Basic Graph Patterns, os quais se assemelham as do RDF
(PRUD’HOMMEAUX et. al., 2008).

A seguir, sdo apresentadas as consultas SPARQL desenvolvidas e submetidas na
instalagdo da DBpedia. Elas foram usadas para consultar — na instalagdo da DBpedia —
os conceitos ¢; da fun¢do indicadora de referéncia e das fungdes de peso que fazem parte
do calculo do OP-RefD.

Na composicao da formula do RefD (2.1), a parte do numerador ¢ composta pela

funcao peso multiplicada por funcdo de indicador.
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SPARQL Utilizada na Fungdo Indicadora de Referéncia:

PREFIX : <http://dbpedia.org/resource/>
PREFIX dbo:  <http://dbpedia.org/ontology/>
PREFIX dbp:  <http://dbpedia.org/property/>
SELECT DISTINCT ?s1 FROM <http://dbpedia.org>
WHERE {
751 7p1 %s .
FILTER (?7p1 NOT IN (dbo:wikiPageDisambiguates,
dbp:wikiPageUsesTemplate, dbo:wikiPageRedirects))
FILTER(STRSTARTS(STR(?s1), 'http://dbpedia.org/resource/"))

}

Onde %s ¢ um dos dois conceitos do par conceitual que estiver em avaliagdo. Por
exemplo, avaliando o conceito B, este SPARQL retorna todos os conceitos cis que, no

grafo da DBpedia, apontam para o conceito B através de uma propriedade.

SPARQL Utilizada nas Funcgoes de Peso:

PREFIX : <http://dbpedia.org/resource/>
PREFIX dbo:  <http://dbpedia.org/ontology/>
PREFIX dbp:  <http://dbpedia.org/property/>
SELECT ?pl ?01 FROM <http://dbpedia.org>
WHERE {
%s ?pl ?0l.
FILTER(?pl NOT IN (dbo:wikiPageDisambiguates,
dbp:wikiPageUsesTemplate, dbo:wikiPageRedirects))
FILTER(STRSTARTS(STR(?01), 'http://dbpedia.org/resource/"))

}

Onde %s ¢ um dos dois conceitos do par conceitual que estiver em avaliacdo. Por
exemplo, avaliando o conceito A, este SPARQL retorna todos os conceitos cis do grafo

da DBpedia para os quais o conceito A aponta, através de uma propriedade.
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